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Abstract

Currently, data analysis is entirely incorporated in marketing, and Big Data processes
are increasingly standard in these sectors. The main purpose of this work is to apply Big
Data techniques and time series analysis to obtain tangible results for a marketing pro-
ject. The methodology used follows three steps: first, massive data mining from Google
as well as internal data; secondly, the transformation of this data and the creation of
multiple data bases; and thirdly, an exhaustive analysis of all the data obtained. In terms
of results, search patterns in Google have been identified and classified in accordance with
the searcher’s intentions. This, together with data mining, has resulted in the collection of
multiple variables which are crucial pointers for future marketing campaigns. An example
of this would be the percentage of people who enroll after having requested information
(lead), or which Google searches lead to higher enrolment numbers. Time series have also
been generated from the variables and the correlation among them has been studied. Very
interesting correlations have been found such as a 0,88 in the count of users requesting
information and the count of users who click-through to a website after having carried
out a transactional search (transactional click-throughs). Finally, an analysis of the ti-
me transactional click-through series and a 30 week prediction based on auto-regression
models for mobile media, have been carried out.

Resumen

Actualmente, el andlisis de datos esta totalmente integrado en marketing y cada vez las
practicas de Big Data son mas habituales en estos sectores. El principal objetivo de este
trabajo es utilizar técnicas de Big Data y de andlisis de series temporales para obtener
resultados tangibles en un proyecto real de marketing. La metodologia empleada sigue
tres pasos: primero, una extraccién masiva de datos tanto de Google como internos de la
empresa; segundo, la transformacién de estos datos y la creacion de diferentes bases de
datos y; tercero, el andlisis exhaustivo de todos los datos obtenidos. Como resultados, se
han identificado patrones de biisqueda en Google y se han clasificado segin la intenciona-
lidad del buscador. Esto, junto con la extracciéon de datos, ha permitido la obtencién de
multiples variables que seran indicadores cruciales en futuras campanas de marketing. Un
buen ejemplo seria el porcentaje de gente que se matricula después de pedir informacién
(lead) o qué busquedas de Google acaban con mds matriculas. También se han genera-
do series temporales a partir de las variables y se ha estudiado las correlaciones entre
ellas. Como resultado de este estudio se han establecido interesantes correlaciones, entre
ellas cabe destacar la de un 0,88 entre el recuento de usuarios que piden informacion y
el recuento de usuarios que hacen clic en una web después de hacer una busqueda tran-
saccional (clics transaccionales). Por tltimo, se ha hecho un anélisis de la serie temporal
de clics transaccionales y una prediccién de 30 semanas con modelos autorregresivos de
media movil.
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1. Introduccion

”La informacion existe des de que se creo el universo, pero no le hemos dado valor
hasta que hemos aprendido a gestionarla.”

En 1962, John W. Tukey hablé por primera vez del término “Ciencia de Datos” en su
articulo “The Future of Data Analysis”[1], pero hasta el siglo XXI no hemos adquirido la
tecnologia necesaria para empezar a hablar de Big Data.

En 2001, la empresa norteamericana Gartner definié Big Data como datos que contienen
una mayor variedad y que se presentan en voliimenes crecientes y a una velocidad
superior. Esto se conoce como ”las tres V”[2].

Dicho de otro modo, el Big Data estd formado por conjuntos de datos de mayor tamano
y mas complejos, especialmente procedentes de nuevas fuentes de datos. Estos conjuntos
de datos son tan voluminosos que el software de procesamiento de datos convencional
sencillamente no puede gestionarlos. Sin embargo, estos volimenes masivos de datos pue-
den utilizarse para abordar problemas empresariales que antes no hubiera sido posible
solucionar.

El Big Data conforma tres acciones bdsicas: Extraccién, transformacién y analisis. La
extraccién es la recogida masiva de datos sin estructura aparente y de diferentes fuentes.
Una vez recogidos, se deben organizar y se les debe dar forma para transformarlos en
bases de datos. Estas deben estar ordenadas para facilitar el trabajo. Por 1ltimo, solo
falta analizar estos datos limpios para sacar resultados que nos puedan servir.

Aplicacion del Big Data en marketing digital

Hubo un momento no muy lejano en el que pasearse con una pancarta al aire libre
parecia ser lo maximo que una empresa podria hacer en lo que concierne al mundo del
marketing. En un avance rapido hasta nuestros dias, se puede ver que en marketing se
esta analizando cada acciéon de los consumidores para hacer el mejor uso posible de cada
canal. Este ecosistema ha creado un gran interés para los analistas de datos y ha ayudado
al crecimiento del Big Data.

El proyecto

En este trabajo se pretende estudiar todo este fendmeno con un proyecto de marketing
real donde se aplicaran las tres acciones definidas del Big Data para ver asi su potencial.

Por ese motivo, primero se vera la metodologia que se usa para hacer la extraccion de los
datos, a continuacién, se explicard el funcionamiento de la creacion de bases de datos y la
transformacion de la informacion recogida y, por dltimo, la creaciéon de series temporales
a partir de las variables creadas. Se va ha estudiar las relaciones entre las series [3] y a
analizar su comportamiento tanto actual como futuro.



2. Objetivos

En la actualidad, la mayoria de las empresas que quieren competir en el mundo laboral
ya se han pasado a la era digital y se pueden encontrar en diferentes motores de busqueda.
Google, mediante sus diferentes herramientas como Google Search Console, Google Ana-
litycs o Google Ads [4], proporciona a las empresas una informacién muy valiosa sobre
la actividad de todos los usuarios de Google que realizan biisquedas relacionadas con la
empresa o su producto. Des de las areas de marketing de las empresas ya se utiliza esta
informacién para conocer a su cliente, mejorar sus campaifias o definir sus KPI's? pero
aun nos quedan anos para entender el verdadero potencial de esta informacién.

El objetivo general de este trabajo es utilizar la informacién que nos brinda Google junto
con los datos internos de la empresa para poder darle una utilidad diferente a la que se
le da actualmente. Este objetivo engloba diferentes objetivos mas especificos.

Con la informacién de Google es posible descubrir patrones de bisqueda [5] y asi po-
der identificar que palabras busca el usuario antes de efectuar un lead?.

Como se ha comentado anteriormente, en Big Data se suele trabajar con mucho con-
tenido sin formato aparente. En estas condiciones la metodologia que se suele seguir es la
creacién de muchas variables, para después analizar posibles relaciones entre ellas. Puede
ser muy interesante utilizar esta metodologia para poder encontrar relaciones entre varia-
bles aportadas por Google y variables internas como leads o matriculas [6].

La creacién de dashboards? con nuevos KPI’s usando tanto posibles patrones de bisqueda
como las variables generadas también es un objetivo importante.

Por 1ultimo, al estar trabajando con variables que dependen del tiempo, se podra crear
series temporales de estas variables. Entonces, a partir de estas series se hara un anadlisis
exhaustivo para ver su comportamiento y intentar construir un buen modelo de predic-
cion.

2KPI: medida del nivel del rendimiento de un proceso. El valor del indicador estd directamente rela-
cionado con un objetivo fijado previamente y normalmente se expresa en valores porcentuales.

3Lead: accién de rellenar un formulario de solicitud de informacién en una péagina web.

4Dashboard: tipo de interfaz grifica de usuario que a menudo proporciona vistas de un vistazo de los
indicadores clave de rendimiento relevantes para un objetivo particular o proceso de negocio.



3. Extraccion de los datos

El primer paso de este trabajo es la obtencién de la informacion. En este apartado se
explicara el proceso de la extraccion de los datos y cuales son las fuentes que se utilizaran.
La informacién con la que se trabajara durante este estudio es, en primer lugar, los datos
adquiridos de Google sobre la actividad de la pagina web de la Universitat Oberta de
Catalunya (UOC) y, después, datos internos cedidos por la universidad.

En este estudio se utilizara informacién proporcionada por la Universitat Oberta de Ca-
talunya. Por motivos de confidencialidad para con la empresa tanto algunos datos como
algunas visualizaciones seran anonimizados.

3.1. Datos de Google

Google es el motor de busqueda con méas usuarios del mundo, ademas, si tienes una
pagina web, Google te proporciona informacién muy importante sobre la actividad de los
usuarios en tu pagina web por medio de sus multiples herramientas. Para hacer la extrac-
cién de esta informacion utilizaremos dos de sus herramientas: Google Search Console y
Google Analitycs.

3.1.1. Google Search Console

Google Search Console es un servicio gratuito para webmasters de Google que permite
a los creadores de paginas web comprobar el estado de la indexacion de sus sitios en
internet por el buscador y optimizar su visibilidad. Con esta herramienta se obtienen
las siguientes variables sobre todas las busquedas de google donde aparece la UOC con
frecuencia diaria:

= Query: Combinacion de palabras con las que el usuario efectua la bisqueda.
= Page: Url de la pagina que ha aparecido con la bisqueda.

= Country: Abreviacién del pais desde el cual se ha hecho la bisqueda.

= Device: Dispositivo desde el cual se ha hecho la bisqueda.

= Clicks: Recuento de veces se ha clicado en la pégina.

= Impressions: Recuento de veces que se ha visto la pagina.

= Ctr: Proporcién clics por impresiones.

= Position: Posicién media en la que aparece en Google.

3.1.2. Google Analytics

Google Analytics es una herramienta de analitica web de la empresa Google lanzada
el 14 de noviembre de 2005. Ofrece informacién agrupada del trafico que llega a los sitios
web segtn la audiencia, la adquisicion, el comportamiento y las conversiones que se llevan
a cabo en el sitio web.



Esta herramienta aporta mucha informacién sobre los usuarios que visitan la pagina web:
sexo, edad... Pero los datos que extraeremos seran las sesiones por dia. Esta variable in-
dica el trafico que recibe una pagina web a diario. Cada vez que entra un usuario en la
pagina web, genera una sesién.

3.2. Datos internos

El principal Objetivo de este estudio es poder sacar mas jugo de los datos proporcio-
nados por Google. Por eso es importante tener datos de otras fuentes para enriquecer la
base de datos y trabajar con todo el conjunto de informaciéon. En este caso se trabajard
con datos internos cedidos por la UOC:

= Leads: Recuento de leads™ totales, de grado y de mdster por dia.
= Matriculas: Recuento de matriculas totales, de grado y de master por dia.

= Leads con matricula: Recuento de leads que acaban en matricula totales, de grado
y de méster por dia.

= Tiempo medio entre leads y matricula

= Informacién de la competencia: Nombre de todas las universidades de la competencia
y sus acrénimos.



4. Transformacion de los datos

Una vez se han recogido todos los datos, estos son masivos y tienen diferentes formatos.
Es necesario ordenarlos, limpiarlos y estructurarlos para poder trabajar con ellos.

4.1. Creacion de la base de datos inicial

Toda esta informacién que se ha ido extrayendo se tiene que ir guardando y ordenando
para poder trabajar con ella, es por eso que se crea una base de datos para almacenar la
informacién utilizando Google Big Query. El servicio web de Google Big Query permite
realizar almacenamiento y consulta de conjuntos de datos masivos. Su uso es sencillo y
permite estudiar bases de datos casi en tiempo real. En esta primera base de datos se inte-
gra toda la informacién extraida de Search Console, ademas, utilizando esta informacién,
se crean nuevas variables: A partir de la variable page (url) podemos extraer informacién
valiosa.

La base de datos que se ha creado gracias a la informacién de Search console tiene la
siguiente estructura:

Variable Tipologia | Descripcion

Query String Bisqueda de Google

Page String Url de la pagina

Country String Abreviacién de pais

Device String Dispositivo utilizado

Date Date Fecha de la busqueda

CountryName | String Nombre del pais

Clicks Float Recuento de veces que se ha clicado

Impressions Float Recuento de veces que ha aparecido
en una busqueda

Ctr Float Proporcion de clics por impresién

Position Float Posicién media en la que se aparece
en Google

Page2 String Url de la pagina sin protocolo

Idioma String Idioma de la pagina

Protocolo String Protocolo de seguridad

Brand String Si la busqueda lleva la palabra Uoc

Tipologia String Tipologia de los estudios

Subtipologia String Subtipologia de los estudios

Arees String Area de los estudios

Subarees String Subarea de los estudios

Tipopag String Tipo de pagina

Titol String Nombre de los estudios

Cuadro 1: Base de datos de Big Query

Esta base de datos almacena informacion de las miles de biisquedas en las que aparece
la UOC cada dia. Un total de mas de dos afios en los que constan mas de 21 millones de



entradas. Por esta razon se utiliza un software potente como es Big Query con el cual se
puede manejar gran cantidad de datos utilizando un lenguaje parecido al SQL.

4.2. Transformacion de la base de datos

Para llevar a cabo la transformacion de los datos de este estudio se ha utilizado R-
Studio, un entorno de desarrollo integrado para el lenguaje de programacién R, dedicado a
la computacion estadistica y graficos. Utilizando R-Studio se han elaborado cuatro scripts
para trabajar con la base de datos. El primer script simplemente descarga la base de datos
de Big Query en formato .Rdata para poder trabajar con ellos en R-Studio y hace una
copia de seguridad. Los tres importantes son K Wdata.R, Daydata.R y Weekdata.R.
Cada uno de estos tres scripts tiene la funcion de agregar los datos, crear variables y
generar una nueva base de datos. A continuacién se ha elaborado un mapa conceptual
para entender mejor el proceso.

@ BigQuery

(.‘) DescargsBa.R

17

BBDD de Big Query en Rdata

(‘, categ_bdata.R

17

kwdata.rdata

BEDD de Big Query agregada -
. daydata.R
por query y con |as categorias
BEDD kwdata

daydata.rdata agregada par dia

weekdatardata I ﬁ weekData R

BEDD daydata
agregada por semanas

Figura 1: Mapa conceptual del proceso de transformacién



4.2.1. Categorizacién de las bisquedas (KWdata.R)

La funcién principal de este script es utilizar un algoritmo que analizara y clasificara
las busquedas segun la intencionalidad que tiene el usuario al realizarla. Para ejecutar
KWdata.r ha sido necesario optimizar mucho el script y utilizar un ordenador potente
dado el tamano de la base de datos. En esta transformacién se hard un agregado por
query y pasaremos de trabajar con una base de 21 millones de entradas a una con mas de
150.000. Por razones de confidencialidad con la empresa esta clasificacién no serd revelada.

Las categorias generadas son las siguientes:

= Las informacionales simples son busquedas donde su objetivo es informarse y lo
hacen formulando una pregunta. Por ejemplo: ;Ddénde puedo estudiar Ade?

» Las informacionales normales son busquedas que también tienen como objeti-
vo informarse pero lo hacen sin formular pregunta. Por ejemplo: Estudiar Ade en
Barcelona.

= Las navegacionales son bisquedas que quieren informacion mas dirigida, llevan el
nombre de la marca. En esta categoria nos hemos centrado en el nombre de marca
de la competencia. Por ejemplo: Estudiar Ade en Uned.

= Las navegacionales de marca son como las anteriores pero en este caso se ha
centrado en las busquedas que lleven la marca UOC. Por ejemplo: Estudiar ade en
la UOC.

= Las compromiso sén busquedas que van mas atadas a alumnos o que tienen un
compromiso con la marca. Por ejemplo: Convalidaciones Uoc ade, beca psicologia
Uned, acceso campus.

= Las transaccionales son las busquedas de precios o descuentos, por lo tanto, las
que mas se acercan al momento de la compra. Por ejemplo: Precios Ade, matricula
UOC, precio crédito Uned.

4.2.2. Creaci6én de base de datos por fecha (Daydata)

Con el script daydata.r se pretende crear una base de datos para poder hacer un anéli-
sis de series temporales por lo que solo se utilizaran las variables numéricas y la variable
creada categoria. Para llevarlo a cabo se hace un agregado por fecha de todos los datos
de KWdata de manera que se consigue tener la informacién con frecuencia diaria. Para
hacer el agregado se usard el sumatorio para los clics y las impresiones, y la media para
el CTR y la posicién. Se calcula la frecuencia de queries para conseguir la variable re-
cuento, que da el numero de busquedas que se hacen cada dia. Hacemos lo mismo para
la variable categoria de manera que se dividirad en seis variables, una para cada categoria,
y asi logramos que después de agregar con sumatorio tendremos el recuento de bisqueda
de cada categoria por dia.

Una vez creada esta nueva base de datos por dia, se afladen por un lado datos conse-
guidos de la extraccion como las sesiones, los leads, los leads matriculados, las matriculas
y el tiempo medio entre lead y matricula.



Por otro lado, se crean nuevas variables para enriquecer la base. Se crean las variables
de clics por cada categoria de manera que se podra saber, por ejemplo, el recuento de
clics que se han hecho haciendo una busqueda transaccional. Se hace lo mismo con las
impresiones.

4.2.3. Eliminacién de ruido (Weekdata.R)

Cuando se trata de desarrollar series temporales con esta clase de datos, uno se en-
cuentras con que el flujo de usuarios navegando es muy diferente dependiendo del dia de la
semana. Se tiene un gran flujo entre semana que desciende al llegar el sibado y domingo.
Para reducir el ruido que esto genera se desarrolla este iltimo script.

La funcionalidad de Weekdata.R es acabar con este ruido haciendo una agregado por
semanas de manera que tendremos toda la informacién de Daydata pero por semanas.
Weekdata.R también lidia con los tipicos problemas de que no todos los anos empiezan
con el mismo dia de la semana o que no tienen el mismo numero de dias.



5. Analisis de los datos

En un primer momento se ha hecho una extraccién masiva de datos desde distintas
fuentes, a continuacién, se ha filtrado esta informacién ordendndola de diversas maneras y
se han creado nuevos datos. Por ultimo, toca analizar toda esta informacién con distintos
conceptos matematicos.

5.1. Correlacion
5.1.1. Definiciéon

El primer concepto en el se ha trabajado durante el andlisis de los datos es la corre-
lacién. La correlacién es una medida de dependencia lineal entre dos variables aleatorias
cuantitativas. Esta tiene la cualidad de permitir conocer tanto la intensidad como la di-
reccion de la relacién existente entre dichas variables. Asi pues, dadas dos variables x e y
con covarianza,

0zy = E[(y —9) - (z — 7)), (5.1)

el coeficiente de correlacién de Pearson se define como

Oxy
=7 5.2
rzy - y7 ( )

donde o, y oy son las desviaciones tipicas y se definen como

or=VE[x—-2)? y oy=VEy—y)7] (5-3)

El coeficiente de correlacion de Pearson es un indicador que define el grado de depen-
dencia lineal que hay entre dos variables. Este valor varia en el intervalo [—1, 1]. Cuanto
mas proximo al 1 més correlacionadas estan las variables, cuanto mas cerca del 0 menos
menos correlacionado y si se acerca al -1 significa que las dos variables estan inversamente
correlacionadas.

La correlacién entre dos series temporales, tanto en tiempo simultaneo, como desfasa-
das en el tiempo, se conoce como correlacion cruzada. Sean X; y Y; dos series temporales

donde t =0,1,--- , N.

El coeficiente de correlacién cruzada entre las dos series se calcula:

SN EY: —Y) - (X — X)]
N-ox - oy

rXy =

donde X,Y son las medias y ox, oy la desviacién estdndar de las series.



5.1.2. Analisis

Dado que este estudio tenemos una gran cantidad de variables, la manera mas rapida
y visual de ver la correlacion entre todas las variables es con una matriz de correlaciones.
Llamaremos matriz de correlacion a la matriz simétrica que tiene unos en la diagonal y
fuera de ella los coeficientes de correlacién entre las variables. Escribiremos

Sea r;; una componente de la matriz, esta indica el coeficiente de correlacién entre la
variable ¢ y la j.

Una vez creada la matriz con el paquete Corrplot [7] de Rstudio y quitando las variables
que no dan informacién relevante, queda de la siguiente manera:

©
S
2
5
=
"
8 T
- [ =
Lo} (=]
= 'E o]
» K =
© © & =
= c > =
o ° m =
2 2 i 5
“ 3] o %] =
c -] = c o 0
o o 2 S £ < "
a @ @ o @ > c
g - 8 g =z = < S
s 8 ks 5 g 3 & g
S E S r} E 3 3 = &
1
Clics 1 0.75 0.98 5 0.56 4 0.89

0.8

Impressions 1 0.72 @ 0.65
0.6
Clics navegacional Marca 1 0.57 0
Clics transaccionals 1 0.55 0.2

Impressions navegacional Marca 1 -0
r-02
Leads 1 0.93 0.67 0.54
. L -0.4
Leads amb matricula 1 0.67
-0.6
Matricules 1
-08
Sessiéns 1

Figura 2: Matriz de correlaciones
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Una vez obtenidos estos resultados, podemos sacar distintas conclusiones. Encontra-
mos que los clics estan fuertemente relacionados con los clics navegacionales de marca
(Figura 3), este hecho era esperado dado que los clics navegacionales representan un 79 %
del total de los clics. En el caso de las impresiones (Figura 4), las impresiones navegacio-
nales de marca son el 74 % de las totales, asi que también explicaria la correlacién tan alta.

Por motivo de confidencialidad y para anonimizar la informacién, las series temporales
con las que se trabajara estan sin el eje de las ordenadas y con el eje temporal desplazado.

Aun asi, es interesante observar graficamente el significado de una correlacién tan al-
ta entre dos series temporales:

Series

—— Clics Navegadionales Marca

Clics

Clics

2018-01 2018-07 2019-01 2019-07 2020-01
Fecha

Figura 3: Comparativa entre clics y clics navegacionales de marca

En la figura 3 se puede apreciar la relacion entre los clics y los clics navegacionales de
marca con un coeficiente de correlacién de 0,98.

En la figura 4 se puede apreciar la relacion entre las impresiones y las impresiones navega-

cionales de marca con un coeficiente de correlacién de 0,92. Si se normalizaran las cifras,
tanto en la figura 3 como en la figura 4, graficamente serian practicamente las mismas.
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Series

—— Impresiones Navegacionales Marca

—— Impresiones

[mpresiores

2018-01 2018-07 2019-01 2019-07 2020-01
Fecha

Figura 4: Comparativa entre impresiones y impresiones navegacionales de marca

Se puede observar que las sesiones y los clics navegacionales de marca también estan
fuertemente relacionado (Figura 5), serfa también interesante estudiar este comporta-
miento.

Series

—— Sesiones

r —— Clics Navegacdionales Marca

2018-01 2018-07 2019-01 2019-07 2020-01
Fecha

Figura 5: Comparativa entre sesiones y clics navegacionales de marca

En la figura 5 se puede apreciar que la relacién entre las variables no es tan fuerte como
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en las figuras 3 y 4. Aun asf sigue teniendo un significativo coeficiente de correlacién de
0,87.

Por dltimo y en lo que més se va a fijar este estudio, las relaciones con los clics tran-
saccionales.

En la figura 6 se puede observar la comparacion de los clics transaccionales con los leads
que hemos visto que tienen una correlacién del 0,88. Aunque las cifras sean tan diferentes
eso no hace variar el indice de correlaciéon dado que este no depende tamano.

Series

——— Clics transaccionales

——— Leads

NV VN

2018-01 2018-07 2019-01 2019-07 2020-01
Fecha

Q-

Figura 6: Comparativa entre clics transaccionales y leads

En la figura 7 se puede observar perfectamente la correlacién del 0,83 entre las dos
series temporales. Estos resultados son muy satisfactorios dado que podemos establecer
como indicador de compra para un negocio el recuento de la gente que hace clic en una
pagina web después de realizar una bisqueda transaccional.



Series

——— Clics transaccionales

~——— Leads con matricula

2018-01 2018-07 2019-01 2019-07 2020-01
Fecha

Figura 7: Comparativa entre clics transaccionales y leads con matricula

Por tdltimo, la correlacién en la figura 8 baja hasta un 0,74. Esto hecho es normal dado
que cuando la gente se quiere matricular primero hace pide informacién (lead) dias mas
tarde se matricula. Por este motivo se creo la variable leads con matricula, es una método
mas acertado para observar la relacion de los clics transaccionales y las matriculas.

Series

——— Clics transaccionales

——— Matriculas

i

2018-01 2018-07 2019-01 2019-07 2020-01
Fecha

Figura 8: Comparativa entre clics transaccionales y matriculas
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El principal objetivo de este trabajo es darle otra utilidad a los valores de marke-
ting que aporta Google. Dada la asociacién que observamos entre los clics transaccionales
con los leads, leads con matriculas y matriculas, se puede intentar encontrar esta nueva
utilidad. Como la informacion de leads, leads con matriculas y matriculas es de suma im-
portancia, puede ser muy interesante crear la serie temporal de de los clics transaccionales
y posteriormente hacer un andlisis exhaustivo.

5.2. Series temporales

Las principales fuentes consultadas para la elaboracién de este tema son las obras [8],
[9] para la teoria y [10] para el andlisis.

5.2.1. Definicién

Una serie temporal se la define como un conjunto de mediciones que describen la evo-
lucién de un fenémeno o de una variable a lo largo del tiempo.

De manera formal, es una secuencia cronolégicamente ordenada de valores de medicién
sobre el estado de una variable cuantitativa de un fenémeno o proceso. Dichas medicio-
nes estan ordenadas respecto al tiempo y son generalmente dependientes entre si. Esta
dependencia entre las observaciones jugara un papel importante en el andlisis de la serie.

De esta manera, una serie temporal puede representar distintos fenémenos, desde tempe-
raturas, precios, poblaciones, hasta visitas de un pagina web o matriculas en un master.
Las observaciones de una serie temporal suelen ser denotadas como:

Yl,}/é,}/é,' o 7}/2717}/15
donde Y; es el valor de la serie en el instante ¢.

Como se menciono anteriormente, las series temporales estdn ordenadas respecto al tiem-
po y es por eso que se puede distinguir entre series de alta frecuencia y series de baja
frecuencia. Cuando los datos son recogidos anual, trimestral o hasta mensualmente, se
consideran de baja frecuencia, mientras que si se recogen semanalmente, diariamente o
por horas, se habla de alta frecuencia.

Cuando se quiere hacer un estudio descriptivo de una serie temporal tenemos que des-
componer la variacion de una serie en varias componentes basicas. Este enfoque no tiene
porque ser el mas adecuado, pero es interesante utilizarlo cuando en la serie se observa
una tendencia o periodicidad. Este enfoque descriptivo consiste en encontrar componen-
tes que correspondan a una tendencia a largo plazo, un comportamiento estacional y una
componente aleatoria o residuo.

Las componentes o fuentes de variacién que se consideran habitualmente son las siguientes:

1. Tendencia: Se puede definir como un cambio a largo plazo que se produce en rela-
cién al nivel medio, o el cambio a largo plazo de la media. La tendencia se identifica
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con un movimiento suave de la serie a largo plazo.

2. Efecto Estacional: Muchas series temporales presentan cierta periodicidad o di-
cho de otro modo, variacién de cierto periodo (anual, mensual ...). Por ejemplo, el
paro laboral aumenta en general en invierno y disminuye en verano. Estos tipos de
efectos son faciles de entender y se pueden medir explicitamente o incluso se pueden
eliminar del conjunto de los datos, desestacionalizando la serie original.

3. Componente Aleatoria: Una vez identificados los componentes anteriores y des-
pués de haberlos eliminado, persisten unos valores que son aleatorios. Se pretende
estudiar qué tipo de comportamiento aleatorio presentan estos residuos, utilizando
algin tipo de modelo probabilistico que los describa.

Entonces podemos denotar una serie temporal como el proceso:
Xe=Ti+E + A

Donde T define la tendencia , E el efecto estacional y A la componente aleatoria en el
instante t.
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5.2.2. Analisis

Tras haber analizado la matriz de correlaciéon y obtener buenos resultados de algunas
variables, se ha visto la importancia de hacer un buen analisis de la variable de clics tran-
saccionales. Recordar que esta variable mide el recuento de usuarios que clican en nuestra
pagina web después de haber hecho una bisqueda de tipo transaccional.

Por motivo de confidencialidad y para anonimizar la informacién, las series temporales
con las que se trabajard estdn sin el eje de las ordenadas y con el eje temporal desplazado.

En primer lugar se procede a graficar la serie temporal de la variable de clics transaccio-
nales con frecuencia diaria (Figura 9).

Serie Temporal con frecuencia diaria

Clics Transacdonales

2018-01 2018-07 2019-01 2019-07 2020-01

Fecha

Figura 9: Serie temporal con frecuencia diaria

Como se ha explicado anteriormente, el trafico en Google cae los fines de semanas, ese
hecho genera mucho ruido en mediciones con frecuencia diaria que si no se quita puede
provocar errores en el andlisis. Para eliminar ese ruido se ha optado por utilizar una
frecuencia semanal y se han agregado los clics en forma de sumatorio.

Todo esto se trabaja en el script Weekdata.r y los resultados se pueden observar en la
Figura 10:
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Serie Temporal con frecuencia semanal

Clics Transaccionales

2018-01 2018-07 2019-01 2019-07 2020-01

Fecha

Figura 10: Serie temporal con frecuencia semanal.

Una vez construida nuestra serie temporal limpia de ruido se debe encontrar la tenden-
cia linear de esta. Para ello buscamos la recta de regresién lineal de los puntos de manera
que nos muestra la tendencia.

La recta encontrada es:

Y =1,75- X + 315,39

Esto indica que la tendencia es positiva y por lo tanto, segin se avanza en el tiempo, mas
gente hace clic en la pagina web.

Serie Temporal con tendencia lineal
Rectas

Clics Transaccionales

~——— Tendencia

Clics Transaccionales

2018-01 2018-07 2019-01 2019-07 2020-01
Fecha

Figura 11: serie temporal con tendencia lineal.
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Una vez encontrada la tendencia (Figura 11), para poder proseguir con el andlisis,
debemos quitarle la tendencia a los valores observados de manera que nos quede una serie
temporal con tendencia 0 (Figura 12).

Sea T; la variable tendencia para todo instante ¢ y X; el valor de la serie temporal en
el instante ¢, entonces X; = X; — T} serd la serie temporal sin tendencia. Graficamente se
vera, asi:

Serie Temporal con tendencia 0
Rectas

—— Tendencia 0

Clics T sin tendencia

Clics Transacdonales

=]
|
I

2018-01 2018-07 2019-01 2019-07 2020-01
Fecha

Figura 12: serie temporal con tendencia lineal 0.

Llegados a este punto debemos encontrar el efecto estacional E;. Hay diversos métodos
para encontrar ciclos. En este caso visualmente se puede apreciar que coger como ciclo un
ano es lo mas éptimo dado que estamos hablando de una universidad y los acontecimiento
se repiten anualmente. Para estimar el efecto estacionario dividimos el ano en 52 semanas,
ya que la informacion esta recogida de esta manera, y calculamos las medias aritméticas
de clics transaccionales de cada semana.

Sea j la semana del afio, n el recuento de anos que se ha recogido datos esa semana
y Xj; el recuento de clics transaccionales en la semana j del ano i. Los valores de la
componente estacionaria se calculan de la siguiente manera:

Ej=> =4 Vje{1,2,---,52} (5.6)

n
i=1
Si replicamos el patrén y lo extendemos para toda la muestra encontraremos la com-

ponente estacionaria de la serie temporal (Figura 13). Al dibujarla queda la siguiente
serie:
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Componente Estacionaria

Clics Transacdonales

2018-01 2018-07 2019-01 2019-07 2020-01
Fecha

Figura 13: Componente estacional de la serie temporal.

Se puede observar que la grafica (Figura 13) mantiene los picos de enero, julio y setiem-
bre. Si comparamos el grafico de los valores observados con tendencia 0 y la componente
estacionaria anterior, se tiene un gréfico (Figura 14) muy interesante donde se pueden
observar claramente las diferencias.

Comparativa
Series

—— Observado sin tendendia

Componente Estacionaria

Clics Transacdonales

2018-01 2018-07 2019-01 2019-07 2020-01
Fecha

Figura 14: Comparativa de la serie temporal con su componente estacionaria.

Para acabar con la descomposicion de la serie temporal, se encuentra la componente
aleatoria. Para ello, calculamos la diferencia entre los valores observados con tendencia 0
y la componente estacionaria.

A= (X, —T)) - E, (5.7)
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El resultado es el siguiente grafico de barras:

Componente Aleatoria

. Hli. | Iul l|‘ i, g | Al
' |r|' || '|"|H'|||

Clics Transaccionales

2018-01 2018-07 2019-01 2019-07 2020-01
Fecha

Figura 15: Componente aleatoria de la serie temporal.

En la figura 15 se puede observar que la componente aleatoria parece aproximadamente
estacionaria y sin patrones de tendencia o estacionalidad. La variable es bastante estable
exceptuando en julio. Como hay tanta diferencia entre el pico de 2018 y el de 2019 eso
hace crecer la componente aleatoria. Si se tuviera una muestra mayor, este acontecimiento
no se daria.

En el siguiente grafico se puede observar mejor las dimensiones de la componente aleatoria
al juntarla con la componente estacionaria:

Comparativa
Series

——— Observado sin tendendia

Componente Estacionaria

—— Componente Aleatoria

Clics Transacdonales

2018-01 2018-07 2019-01 2019-07 2020-01
Fecha

Figura 16: Comparativa de la componente aleatoria y estacional con la serie temporal.
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5.3. Meétodos predictivos

Las principales fuentes consultadas para la elaboracién de este tema son las obras [11],
[12] para la teoria y [13], [14] para el andlisis.

En 1976, G. E. P. Box y G. M. Jenkins, publicaron su obra: ”Time Series Analysis:
Forecasting and Control”[11]. Este hecho establecié un punto de inflexién en las técnicas
cuantitativas de prediccién. La metodologia propuesta por estos autores, trata de realizar
previsiones acerca de los valores futuros de una variable utilizando inicamente como in-
formacién, la contenida en los valores pasados de la propia serie temporal. Este enfoque
supone una alternativa a la construccién de modelos uniecuacionales o de ecuaciones si-
multaneas, pues supone admitir que las series temporales poseen un caracter estocastico,
lo que implica que deben analizarse sus propiedades probabilisticas.

En este estudio, se trabajard con una parte de la metodologia ARIMA, los modelos au-
torregresivos de media mévil.

5.3.1. Procesos estocasticos

Podemos definir un proceso estocdstico como un conjunto de variables aleatorias aso-
ciadas a distintos instantes del tiempo. Asi, en cada perfodo o momento temporal, se
dispone de una variable que tendré su correspondiente distribucién de probabilidad; por
ejemplo, si consideramos el proceso Y;, para t = 1, tendremos una variable aleatoria, Y7,
que tomara diferentes valores con diferentes probabilidades.

La relacién existente, por tanto, entre una serie temporal y el proceso estocastico que
la genera es similar a la que existe entre una muestra y la poblacién de la que procede, de
tal forma que podemos considerar una serie temporal como una muestra o realizacién de
un proceso estocastico, formada por una sola observacién de cada una de las variables que
componen el proceso. En el estudio se tratard deducir la forma del proceso estocastico a
partir de las series temporales que genera.

Un proceso estocastico, X, se suele describir mediante las siguientes caracteristicas: es-
peranza matematica, varianza, autocovarianzas y coeficientes de autocorrelacion.

La esperanza matematica de Xy se traduce en la sucesién de las esperanzas matematicas
de las variables que componen el proceso a lo largo del tiempo, tal que:

E(Xt) = ¢, t = 1,2,3, N (58)

Por su parte, la varianza de un proceso aleatorio es una sucesién de varianzas, una por
cada variable del proceso:

V(X)) = E(Xy — ), t=1,2,3,....,n (5.9)

Las autocovarianzas, por su parte, son las covarianzas entre cada par de variables del
proceso, tales que:

C( X, Xevk) = E[(Xe — pe) (Xepr — petr)], t=1,2,3,...n (5.10)
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Finalmente, los coeficientes de autocorrelacién son los coeficientes de correlacion lineal
entre cada par de variables que componen el proceso:

_ C(XtaXt-‘rk)
VVXD)VV (Xirr)

Tk t=1,2,3,....n (5.11)

donde —1 <7y <1.

Por 1ltimo, a partir de los coeficientes de autocorrelacién, vamos a definir dos funcio-
nes que usaremos durante el andlisis:

» Por un lado, la funcién de autocorrelacién simple (ACF) o correlograma, la cual
es la representacion grafica de los coeficientes de autocorrelacién en funcién de los
distintos retardos o desfases entre las variables.

» La funcién de autocorrelacién parcial (PACF), que mide la correlacién existente
entre dos variables del proceso en distintos periodos de tiempo, pero una vez elimi-
nados los efectos sobre las mismas de los periodos intermedios. Por ejemplo, puede
que exista cierta correlacién entre Y; e Y;_ o, debido a que ambas variables estén
correlacionadas con Y;_q.

5.3.2. Procesos estacionarios

Como se ha comentado anteriormente, un proceso estocastico es estacionario si todas
las variables aleatorias que lo componen estan idénticamente distribuidas, independiente-
mente del instante del tiempo en que se estudie el proceso.

Definicién 5.1. Un proceso estocdstico { Xy, k€Z} es estrictamente estacionario si para
cualquier ki,--- ,k, y I, los vectores

(Xk’17 e 7Xk’n) (512)

(Xkl-l—la"' 7an+l) (513)

tienen la misma ley.

Sin embargo, esta es la versién mas estricta de la estacionariedad de un proceso. En la
practica pocas veces se puede utilizar, asi que por lo general, se usa un concepto menos
exigente, el de estacionariedad débil. La estacionariedad débil se da cuando la media del
proceso es constante e independiente del tiempo, la varianza es finita y constante, y el
valor de la covarianza entre dos periodos depende unicamente de la distancia o desfa-
se entre ellos, sin importar el momento del tiempo en el cual se calculan. Es importante
cuando una serie es no estacionaria investigar si es no estacionaria en media o en varianza.

La razén fundamental por la cual es tan importante que el proceso analizado sea estacio-
nario, es que los modelos de prediccion de series temporales que veremos a continuacién
estan disenados para ser utilizados con procesos de este tipo. Si las caracteristicas del
proceso cambian a lo largo del tiempo, resultard dificil representar la serie para intervalos
de tiempo pasados y futuros mediante un modelo lineal sencillo, no pudiéndose por tanto
realizar previsiones fiables para la variable en estudio.
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Por regla general, las series con las que tratamos no suelen ser de procesos estaciona-
rios, sino que suelen tener una tendencia, ya sea creciente o decreciente, y variabilidad
no constante. Dicha limitacién en la practica no es tan importante porque las series no
estacionarias se pueden transformar en otras aproximadamente estacionarias. El caso en
el que se esta trabajando se ha efectuado esta transformacion quitandole a la serie la
tendencia y la componente estacional.

Ejemplos:

Definiciéon 5.2. Ruido blanco: Se dice que Xy, k> 1 es un ruido blanco si todas las
variables tienen esperanza pi , varianza o® y no estdn correlacionadas.

Definicion 5.3. Ruido IID: Se dice que Xi, k > 1 es un ruido IID si las variables alea-
torias son independientes e idénticamente distribuidas con media p y desviacion estandar
o. El ruido IID es un caso de ruido blanco dado que independencia implica no correlacion.

5.3.3. ARMA
Modelos autorregresivos AR(p)

Los procesos autorregresivos son aquellos que representan los valores de una variable
durante un instante del tiempo en funcién de sus valores precedentes. Asi, un proceso
autorregresivo de orden p, AR(p), tendrd la siguiente forma:

Xt = 5 + ¢1Xt_1 + ¢2Xt_2 + 4 Qf)pXt_p + (&3 (514)

donde 4, es un término constante y e; es un ruido blanco, que representa los errores del
ajuste y otorga el caricter aleatorio al proceso.

Modelos de media mévil MA(q)

En los procesos de media mévil de orden q, cada observacién Y; es generada por una
media ponderada de perturbaciones aleatorias con un retardo de q periodos, tal que:

Xi=0+e —O1e4—1+ 0269+ -+ Qqet_q (515)
donde ¢; es un ruido blanco.

Modelos mixtos ARMA(p, q)

Los procesos ARMA (p, q) son, como su nombre indica, un modelo mixto que posee una
parte autorregresiva y otra de media moévil, donde p es el orden de la parte autorregresiva
y q el de la media moévil. La expresién genérica de este tipo de procesos es:

Xi =0+ Xeo1 + 02 Xp o+ -+ 0pXo—p + e —Orep—1 + baer—o+ -+ 0ger—g (5.16)
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5.3.4. Analisis
Una vez introducidos estos conceptos, procederemos a utilizarlos para la modelizacion

de la serie temporal. Para ello, primero veremos si la serie temporal de clics transaccio-
nales es estacionaria o no estacionaria.

Serie Temporal con frecuencia semanal

Clics Transaccionales

2018-01 2018-07 2019-01 2019-07 2020-01

Fecha

Figura 17: Serie temporal con frecuencia semanal.

Tal y como se observa en la figura 17, graficamente presenta una tendencia y una
estacionalidad que son buenos indicadores de no estacionaridad. Como se ha explicado,
los modelos de prediccion de series temporales que hemos visto, estan disenados para ser
utilizados con procesos estacionarios. Por ese motivo se debe transformar nuestra serie.
Primero se debe quitar la tendencia T} y, posteriormente, la componente estacional Ej.
Como resultado se obtiene la componente aleatoria A; (figura 18).
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Componente Aleatoria

Clics Transaccionales
[==]

2018-01 2018-07 2019-01 2019-07 2020-01
Fecha

Figura 18: Serie temporal de la componente aleatoria.

A continuacién, se debe analizar el comportamiento estacionario de esta serie, para
ello, podemos observar el comportamiento de la ACF y PACF, y hacer los test de Box-
Pierce y de Ljung-Box [15].

ACF de la componente aleatoria

1.0

ACF
02 04 06 08

02 00
|
4

Lag

Figura 19: ACF de la componente aleatoria.
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En el grifico de la ACF (figura 19) se puede observar claramente como decrecen len-
tamente las barras por lo que parece que todavia queda correlacion entre las variables.
En el gréifico de la PACF (figura 20) existe una correlacion significativa en el desfase 1
seguida de correlaciones que no son significativas. Este patrén puede indicar un término
autorregresivo de orden 1. Estos graficos son muy utiles para determinar que Modelo
ARMA ajustar. Parece razonable probar con un AR(1).

PACF de la componente aleatoria

04

0.2
|

Partial ACF

0.0

-0.2

Lag

Figura 20: PACF de la componente aleatoria.

Una vez vistos los correlogramas se debe efectuar los test para verificar el comporta-
miento de las autocorrelaciones.

Primero, se efectuard la prueba de Ljung-Box, se puede definir de la siguiente mane-
ra.

Hy: Los datos se distribuyen de forma independiente (es decir, en partivular, las co-
rrelaciones en la poblacion de la que se toma la muestra son 0, de modo que cualquier
correlacién observada en los datos es el resultado de la aleatoriedad del proceso de mues-
treo).

Hy: Los datos no se distribuyen de forma independiente.

La férmula de la prueba es:

Q:n(n+2)znp_kk (5.17)
k

h 9
=1

donde ﬁi es la autocorrelacion de la muestra en el retraso k, h el niimero de retrasos que
se estan probando y n el tamano de la muestra.
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Los resultados del test Ljung-Box han sido los siguientes:
Ljung-Box test
X-squared = 33.459, h = 1, p-value = 7.278e-09

Estos resultados indican que los datos no se distribuyen de forma independiente, para
tener un resultado mas seguro se efectuara otro test. El test de Box-Pierce utiliza la prue-
ba estadistica con las hipdtesis que se indican anteriormente, la férmula de la prueba es:

h
Qsp=n)Y_ P (5.18)
k=1
Los resultados del test Box-Pierce han sido los siguientes:
Bozx-Pierce test
X-squared = 32.601, h = 1, p-value = 1.132e-08

Dados estos resultados se refuta la hipdtesis nula de los test y, por lo tanto, podemos
afirmar que la componente aleatoria que se ha encontrado no es un ruido blanco.

Solo se estudiado para h = 1 porqué si se refuta la hipétesis con un retardo, lo hara
en todos.

Se hara un ultimo test de Shapiro-Wilk para comprobar si los datos siguen una dis-
tribucién normal. El Test de Shapiro-Wilk se usa para contrastar la normalidad de un
conjunto de datos. Se plantea como hipétesis nula que una muestra x1, ..., £, proviene de
una poblacién normalmente distribuida.

El estadistico del test es: . )
(2oim aiz(i))
> i (@i — @)
donde x(;) es el nimero que ocupa la i-ésima posicién en la muestra (con la muestra or-
denada de menor a mayor), T es la media muestral y las variables a; se calculan con los
valores medios del estadistico ordenado y la matriz de covarianzas de ese estadistico de
orden.

W = (5.19)

La hipétesis nula se rechazard si W es demasiado pequeno.
Los resultados del test Shapiro-Wilk han sido los siguientes:
Shapiro- Wilk normality test

W = 0.96152, p-value = 0.002215

Tenemos una W muy alta pero dado que el p-valor ha salido tan bajo, se debe recha-
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zar la hipétesis nula.

Si observamos su histograma (figura 21) se observa que la componente aleatoria no sigue

una distribucién normal.

Histograma de la componente aleatoria
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Figura 21: Histograma de la componente aleatoria.

Llegados a este punto del analisis, se debe buscar un buen ajuste ARMA para la com-
ponente aleatoria. En el anélisis del PACF se ha observado que un AR(1) puede ajustarse
bien a la serie temporal. Atun asi, lo comprobaremos con la funcién auto.arima de la li-
breria forecast de Rstudio, esta comprueba que ajuste es el mejor para los datos con los

que se trabaja.

Consola de Rstudio

>auto.arima(arma, stepwise = T, approximation = F, trace= T)

ARIMA(2,0,2) with non-zero mean :
ARIMA(0,0,0) with non-zero mean :
ARIMA(1,0,0) with non-zero mean :
ARIMA(0,0,1) with non-zero mean :

ARIMA(0,0,0) with zero mean

(2,0,2)
(0,0,0)
(1,0,0)
(0,0,1)
(0,0,0)
ARIMA(2,0,0) with non-zero mean :
ARIMA(1,0,1) with non-zero mean :
ARIMA(2,0,1) with non-zero mean :
(1,0,0)
(2,0,0)
(1,0,1)
(0,0,1)
(2,0,1)

ARIMA(1,0,0) with zero mean
ARIMA(2,0,0) with zero mean
ARIMA(1,0,1) with zero mean
ARIMA(0,0,1) with zero mean
ARIMA(2,0,1) with zero mean

1165.554
1197.569
1161.414
1167.659
: 1195.497
1163.554
1163.541
1165.499
: 1159.306
: 1161.409
: 1161.396
: 1165.55
: 1163.313
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Best model: ARIMA(1,0,0) with zero mean

Gracias a Rstudio se puede verificar lo que se ha observado en el anélisis del PACF.
Por esta razén se va a proceder a ajustar un modelo autoregresivo AR(1).

En la figura 22 se puede observar la comparativa entre la componente aleatoria que se ha
extraido y el ajuste AR(1).

Comparativa tras ajustar un AR(1)
Series

—— Componente aleatoria

—— Ajuste AR(1)

Clics Transaccionales
[==]

2018-01 2018-07 2019-01 2019-07 2020-01
Fecha

Figura 22: Comparativa de la componente aleatoria con el ajuste AR(1).

La serie del ajuste tiene los siguientes coeficientes:
Coeficientes del AR(1):

$1 = 0,5309
§ = 0,0784

o2 estimada : 1357
AIC=1159.2 AICc=1159.31 BIC=1164.69

Definicién 5.4. El criterio de informacion de Akaike (AIC) [16] es una medida de la
calidad relativa de un modelo estadistico, para un conjunto dado de datos.

En el caso general, el AIC es
AIC =2k —2In(L) (5.20)

donde k es el niumero de parametros en el modelo estadistico , y L es el mdzimo valor de
la funcion de verosimilitud para el modelo estimado.
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Definicion 5.5. Cuando el tamario de la muestra es finito se utiliza la siguiente correc-
cion: )
2k= + 2k
AICe = AIC + 228 (5.21)
n—k—1

donde k es el numero de pardmetros en el modelo estadistico y n el tamano de la muestra.

Definicién 5.6. En estadistica, el criterio de informacion bayesiano (BIC) es un criterio
para la seleccion de modelos entre un conjunto finito de modelos.

BIC =—-2-InL + kln(n) (5.22)

donde k es el nimero de parametros en el modelo estadistico , L es el mdzimo valor de la
funcion de verosimilitud para el modelo estimado y n el tamano de la muestra.

Una vez identificado el ajuste de la componente aleatoria se deben analizar sus residuos
para ver como de bueno es el modelo que se quiere ajustar. Dependiendo del comporta-

miento de los residuos, se podra hacer una mejor o peor prediccién.

Primero se observara graficamente el comportamiento de los residuos.

Residuos del ajuste AR(1)

Series

Residuos

Clics Transaccionales
=

2018-01 2018-07 2019-01 2019-07 2020-01
Fecha

Figura 23: Residuos del ajuste AR(1).

En la figura 23 se puede observar algo que ya se parece mas a un ruido blanco. Pa-
ra analizarlo seguiremos la misma metodologia que se ha seguido para el andlisis de la
componente aleatoria. Primero se analizaran los correlogramas:
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ACF de los residuos

10

08

ACF
I

0
a2

-0.2

Lag

Figura 24: ACF del ajuste AR(1).

En el ACF de los residuos (figura 24) se puede observar una gran diferencia con el
ACF de la componente aleatoria (figura 19). En este, se pierde el lento decrecimiento de
las barras, lo cual es un buen indicador.

PACF de los residuos

0.1

0o
I

Partial ACF

-0.1

0.2

Lag

Figura 25: PACF del ajuste AR(1).

En el PACF de los residuos (figura 25) ha desaparecido la correlacién significativa del
desfase 1 que se habia observado en la figura 20. Esto también puede indicar que los
residuos son un ruido blanco.
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A continuacién, se debe analizar numéricamente el comportamiento de los residuos, tam-
bién se deben efectuar los test realizados anteriormente para poder confirmar que la serie
de los residuos es un ruido blanco.

Las principales caracteristicas de los residuos son:

Min. 1st Qu. Median Mean 3rd Qu. Max.
-149.20443 -21.24918 0.37083 -0.07447 19.74067 149.20443

o = 36,84

Tienen media 0, una desviacion estandar de 36,84 y parece que las variables aleatorias
estan distribuidas de la misma forma.

Los test realizados a los residuos son:
Ljung-Box test

X-squared = 0.00068, h = 1, p-value = 0.979
Box-Pierce test

X-squared = 0.00066, h = 1, p-value = 0.979

Ahora, los resultados de los test dan unos p-valores muy altos por lo que se acepta la
hipétesis nula y se puede afirmar que los datos se distribuyen de forma independiente.

Se han comprobado los resultados del test de Ljung-Box para diferentes retardos y se
sigue aceptando la hipdtesis nula:

X-squared = 0.8862, h = 2, p-value = 0.642
X-squared = 2.1368, h = 3, p-value = 0.545
X-squared = 5.4832, h = 4, p-value = 0.241

Con estos resultados, se puede decir que los residuos del ajuste AR(1) son un ruido
IID y, por lo tanto, la prediccién que se haga tiene que ser correcta.

Por 1ltimo, se debe ver si los residuos siguen una distribuciéon normal tal y como se
ha hecho con la componente aleatoria.

Shapiro- Wilk normality test
W = 0.96219, p-value = 0.002505

El test de Shapiro-Wilk nos dice que los residuos siguen sin tener una distribucién normal.
Por lo que se hace un histograma para entender mejor como se distribuye.
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Histograma de los residuos
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Figura 26: Histograma de los residuos.

Para acabar con el analisis de los residuos, se intenta estimar la ley de los residuos con
la libreria de Rstudio univariate ML y nos da como resultado una distribucion Weibull
con pardmetro de forma k = 4,3 y pardmetro de escala A = 168,38 [17].

Se le hacen algunos gréficos de diagnéstico (figura 27) y parece ser una buena estimacion
para la ley de los residuos.

Definicion 5.7. Q-Q Plot es un método grdfico para el diagndstico de diferencias entre
la distribucion de probabilidad de una poblacion de la que se ha extraido una muestra
aleatoria y una distribucion usada para la comparacion.

Definicion 5.8. P-P Plot es un grdfico de probabilidad para evaluar qué tan de cerca
estin de acuerdo dos conjuntos de datos, que traza las dos funciones de distribucion acu-
mulativa entre st.

Definicién 5.9. Un grdfico de funcion de distribucion acumulativa (CDF') muestra la
funcion de distribucion acumulativa empirica de los datos.
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Empirical and theoretical dens. Q-Q plot
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Figura 27: Gréficos de diagnéstico de la estimacién.

Después de hacer un analisis exhaustivo de los residuos y observar que son un ruido
IID se va a proceder a hacer la prediccion.

Para este proceso se va a utilizar la libreria forecast[18] de Rstudio.

Primero se ha hecho la prediccién de 30 semanas de la componente aleatoria que se
ha estudiado anteriormente y se han obtenido los siguientes resultados:

arma

Forecasts from ARIMA(1,0,0) with zero mean

100-

-100 -

Time

Figura 28: Prediccién de AR(1) de la componente aleatoria.
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Como se puede observar en la figura 28, sale un resultado bastante estable, esto pue-
de ser debido al ajuste dado que el modelo AR(1) solo evalia el valor del instante anterior.

Las franjas azules definen los intervalos de confianza, el oscuro con un 80% y el claro
con un 95 %.

Llegados a este punto, solo falta incorporar la tendencia y la estacionalidad para asi
obtener la prediccién de los clics transaccionales (figura 29).

Prediccidn

Series
—— B0%
— 95%

——— prediccién

Clics Transacdonrales

Fecha

Figura 29: Prediccién AR(1) de los clics transaccionales.

Para poder observar mejor los intervalos de confianza, se ha hecho un zoom en la figura
29. En este caso, las lineas rojas delimitan el intervalo de confianza del 80 % y las lineas
verdes delimitan el del 95 %.
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Prediccion

Series

— 80%
— 95%

——— prediccion

Clics Transacdorales

150
Fecha

Figura 30: Zoom a la prediccién AR(1) de los clics transaccionales.

Para finalizar con el apartado de andlisis, se va a hacer una prediccién con la libreria
forecast de Rstudio sin hacer la descomposicion de la serie temporal. Esta libreria, tiene
una funcién a la que si se le introduce una serie temporal, la funcién la analiza y hace
una prediccién. En la figura 31, se puede observar qué devuelve la funcién si se le da la
serie temporal de clics transaccionales.

Forecasts from ARIMA(1,0,0)(0,1,0)[52] with drift

1000 -

tsclickst

500 -

2018 2019 2020
Time

Figura 31: Prediccion realizada con Rstudio de los clics transaccionales.

Como se puede observar en la figura 31, la prediccion con forecast es practicamente la
misma. Al no haber hecho descomposicion, forecast utiliza un modelo que tiene en cuenta
la estacionaridad y la estacionalidad.
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6. Resultados

Al principio de este trabajo se han planteado diferentes objetivos. En este apartado se
comentard y se discutird acerca de los resultados hallados.

Con la informacion de Google se ha podido observar diferentes patrones de busqueda
segliin la intencionalidad. Se ha podido clasificar la intenciéon de bisqueda del usuario
seglin si estaba buscando informacién, si buscaba informacién sobre algo concreto o si era
una busqueda maés cercana a una transaccién. Gracias a esta diferenciacién por categoria,
tenemos la posibilidad de hacer un analisis de clic, impresiones o posicionamiento pero
diferenciado por la intencionalidad de la busqueda. Gracias a esto, también se ha podido
verificar que la categoria transaccional es la que tiene mds relaciéon con los leads.

Como se ha comentado anteriormente, durante la transformacién de los datos se han
creado multiples variables muy valiosas. Gracias a una matriz de correlaciones, se ha po-
dido encontrar y analizar unas correlaciones muy altas en alguna de estas variables. Por
ejemplo, la correlacién entre los clics transaccionales y los leads es de un 0,88.

La creacién de tantas variables no solo a servido para la matriz de correlaciéon. Aun-
que la mayoria de esta informacion no se haya visto en el analisis, estas variables pueden
ser buenos KP1I’s para posibles dashboards.

A continuacién se pueden ver dos posibles ejemplos de dashboard interactivos con da-
tos simulados:

Seleccid de linterval de dates

Query Categoria clics impressions

Query 1 Navegacional Marca 937 date

(%) Navegacional Marca ns EQUALS
Query 3 Navegacional Marca 709

Query 4 Navegacional Marca 543

Query 5 Informacional Normal 383 categoria
Query 6 Navegacional Marca 932

Query 7 Informacional Normal 129

Query 8 Navegacional Marca 116

Query9 Informacional Normal 142

Query 10 Navegacional Marca 284 I

Suma total 16.833

Query unica

% leads amb matricula

Figura 32: Dashboard de anélisis por fecha.
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En la figura 32, se puede observar un panel que busca facilitar el anélisis por fecha. En la
parte derecha superior se puede seleccionar una fecha concreta o un intervalo de tiempo, de
manera que, el panel te muestra diferente informacién: Las diez querys mas buscadas con
toda su informacion de categoria, clics, impresiones, CTR o recuento; Después un grafico
con la comparativa de dos series temporales durante el intervalo de tiempo seleccionado
y, por ultimo, otro grafico con una variable que recoge el porcentaje de matricula por lead
que se hace cada dia.

Seleccio de l'interval de dates

Query (Categoria clics
3 Query

Query 1 Navegacional Marca 110

[ Navegacional Marca 85 5% X EQUALS
Query3 Navegacional Marca 15
Query 4 Navegacional Marca categoria
Query5 Informacional Normal 1

Query 6 Navegacional Marca 81

Query 7 Navegacional Marca al

Query 8 Navegacional Marca 56

Query9 Navegacional Marca 30

Query 10 Navegacional Marca 46 4864
‘Suma total 17.137 1.032.732

Informacional Normal

@ Navegacional Marca
Transaccional

~—— impressions @ Compromis

@ informacional Simple

@ Navegacional

Figura 33: Dashboard de andlisis por query.

En la figura 33, se puede observar un panel diferente que busca facilitar el andlisis
por query. En la parte derecha superior hay un buscador por palabra, para poder ver la
lista de querys, con toda su informacion como en el dashboard anterior, que contienen esa
palabra. También hay una serie temporal de impresiones para las palabras seleccionadas
y, debajo del buscador, dos graficos de porciones con porcentajes. El primero indica las
categorias de las querys y el segundo indica la tipologia de estudios del enlace que ha
aparecido en Google tras buscar las querys de la lista.

Ambos dashboard se han creado con el sowtware para visualizacion de datos de Goo-
gle, Data Studio.

Se han creado series temporales de algunas de las variables. Estas series son muy in-
teresantes porqué permiten ver el comportamiento que tienen algunas variables durante
el ano. Durante el estudio se ha podido observar como la variable de clics transacciona-
les estd muy correlacionada con importantes variables como son las de leads, leads con
matricula y matriculas. Es por eso que se ha decidido hacer un buen analisis de la serie
temporal generada por la variable de clics transaccionales. En este andlisis, se ha podi-
do observar tanto su comportamiento respecto al tiempo, como sus méximos y minimos.
Ademss, se ha encontrado una tendencia positiva y una parte estacional anual, que gra-
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cias a la descomposicién de las series temporales, ha permitido encontrar la componente
aleatoria.

Por ultimo, se ha estudiado el comportamiento de la componente aleatoria, se ha ob-
servado que era poco estacionario y que se podia ajustar bien a un modelo AR(1).

Después de ajustar el modelo autorregresivo, se han estudiado sus residuos. Tras rea-
lizar los test Box-Ljung y Box-Pierce, se puede afirmar que las variables se distribuyen de
forma independiente, por lo tanto, los residuos se comportan como un ruido IDD.

Dado que el test de Shapiro-Wilk ha confirmado que los residuos no siguen una dis-
tribucién normal, se ha hecho una estimacién de la ley de los residuos y se ha encontrado
que una distribucion Weibull la estima bien.

Como se ha visto que los residuos se comportan como un ruido blanco, se ha proce-
dido a hacer una prediccién de la componente aleatoria. A la cual, se le ha incorporado la
componente estacional y la tendencia para obtener una prediccion de los clics transaccio-
nales. La prediccién indica que habra primero una caida y, posteriormente, un pico con
maximo absoluto.

Para finalizar con la prediccién, se prueba a calcular la prediccién pero, esta vez, con
una herramienta de forecast que hace todo el analisis automaticamente. Los resultados de
la prediccion de forecast son muy parecidos a los de la prediccién clasica, por lo tanto, se
puede afirmar que para esta serie temporal esta herramienta trabaja muy bien.
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7. Conclusiones

Hoy en dia, la gran mayoria de las empresas que se precien tienen un proceso de mar-
keting integrado o basado en datos estratégicos. Son muchos los campos en los que se
desea conocer el comportamiento futuro de ciertos fenémenos con el objetivo de adelan-
tarse a los acontecimientos. Debido a esta necesidad aparecen estudios como este donde
se busca optimizar las herramientas de marketing y también estudios de series temporales
cuya principal finalidad es predecir lo que ocurrird con una variable en el futuro a par-
tir del comportamiento de esa variable en el pasado y de otros factores que puedan influir.

Por un lado, en este estudio, se ha podido observar que los datos con los que se tra-
baja normalmente en marketing son solo la punta del iceberg de toda la informacién
posible. Esto, no se debe malinterpretar. No siempre tener mas informacién es mejor, a
veces, demasiada informacion puede crear confusién. Es importante saber filtrar y selec-
cionar los datos que aportan un valor anadido. Por ejemplo, cuando se ha estudiado las
correlaciones entre las series temporales se han encontrado indices mejores que los de los
clics transaccionales, pero la informacién que podréan aportar estas series no tiene tanto
valor.

También, es necesario destacar que en estudios como este, que se usan datos de Goo-
gle, la muestra con la que se trabaja (més de 21 millones de entradas) es de un tamano
muy superior al normal y, por ese motivo, es de vital importancia la optimizacién de los
cédigos y el uso de hardware con gran potencial.

Como se ha comentado, se ha centrado el andlisis a la serie temporal de clics transac-
cionales. El principal motivo ha sido los buenos indices de correlacién obtenidos en la
matriz de correlacién, esta, ha indicado una gran relacién con variables como leads, leads
con matricula y matricula, ademds, graficamente tienen un gran parecido.

Llegados a este punto, y con lo comentado anteriormente, ;Qué valor anadido aporta
esta nueva variable? Esta variable nos crea una relaciéon entre los datos mas de negocio
con los datos utilizados en marketing digital. Este hecho desde marketing puede ser muy
atil dado que se podré saber qué busquedas estan més relacionadas con la transaccién y,
con esta informacion, se pueden realizar acciones como, por ejemplo, mejorar el posicio-
namiento de la web en esas biisquedas.

En cuanto al anélisis, en la serie temporal de clics transaccionales se ha visto una ten-
dencia alcista y una estacionalidad anual, lo méas seguro es que las matriculas tengan el
mismo comportamiento. También se ha logrado ajustar un modelo AR(1) al componente
aleatorio y hacer una prediccién de 30 semanas. El principal hecho que puede mejorar la
prediccion es seguir recogiendo los datos, cuanto mas grande es la muestra mejores son
los resultados.

Por tultimo, es importante hacer una reflexién sobre el final del apartado de prediccidn.
Se ha querido comparar el proceso clasico de prediccién con el proceso automatico que
permiten algunas librerias de Rstudio. Tras la comparativa, se puede concluir que los
resultados son muy parecidos y, por lo tanto, estas herramientas tienen un gran potencial.
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8. Anexo

Daydata.R

library (bigrquery)
library (stringr)
library (dplyr)
library (readxl)
library (xlsx)
library (readxl)

#agregamos por data el sumatorio de clicks y impressiones, y la media de posicion.

xx <— aggregate(kwdata$clicks , list (date = kwdata$date), sum)

xx$impressions <— aggregate(kwdata$impressions, list (date = kwdata$date), sum)[2]
#Se wutiliza el agregado de posici n que estipula Google

kwdata$posaux <— kwdata$position * kwdata$impressions

xx$positionaux <— round(aggregate (kwdata$posaux, list (date = kwdata$date), sum)[2],4)
xx$position <— xx$positionaux/xx$impressions

xx$impressions <— as.numeric(unlist (xx$impressions))

xx$position <— as.numeric(unlist (xx$position))

#agregamos recuento, ctr, cctr y rctr.

¢ <— data.frame(table (kwdata$date))
xx$recuento <— c$Freq

xx$ctr <— xx8x/xx$impressions
xx8cctr <— xx$x*xx$ctr

xx$rctr <— xx$recuentoxxx$ctr

#Creamos una columna para cada categoria, en cada kw le pongo un 1
#en la columna de su categoria y un 0 en las otras.

yy <— data.frame(kwdata$date, kwdata$clicks , kwdata$impressions, kwdata$categoria)
yy8IN <— ifelse(grepl(pattern = 'IN’, x = yy$kwdata.categoria)==TRUE, ’1’,’0")

yy$IS <— ifelse(grepl(pattern = 'IS’, x = yy$kwdata.categoria)==TRUE, 1’ ,’0")
yy$NM <— ifelse (grepl(pattern = 'NM’, x = yy$kwdata.categoria)==TRUE, 1’,’0")
yy8N <— ifelse (grepl(pattern = ’\\bN\\b’, x = yy$kwdata.categoria)==TRUE, '1’,°0")

yy8T <— ifelse(grepl(pattern = T’ , x = yy$kwdata.categoria)==TRUE, ’1’,’0")
yy8C <— ifelse (grepl(pattern = C’, x = yy$kwdata.categoria)==TRUE, ’1’,°0")
yy$IN <— as.numeric(yy$IN)

yy8IS <— as.numeric(yy$IS)

yy$NM <— as.numeric (yy$N\NM)

yy8N <— as.numeric(yy$N)

yy$T <— as.numeric(yy$T)

yy$C <— as.numeric(yy$C)

#Tambien lo hacemos por clicks por categoria y por impresi n

yy$clickIN <— yy$INsyy$kwdata.clicks
yy8clickIS <— yy$IS*yy$8kwdata.clicks
yy8clickNM <— yy$\Mxyy$kwdata. clicks
yy8clickN <— yy$N*xyy$kwdata.clicks
yy8clickT <— yy$Txyy$kwdata.clicks
yy$clickC <— yy$Cxyy8kwdata.clicks

yy8impIN <— yy$IN*yy$kwdata.impressions
yy8implS <— yy$ISxyy$kwdata.impressions
yy$impNM <— yy$N\NMkyy$kwdata.impressions
yy8impN <— yy$Nkyy$kwdata.impressions
yy$impT <— yy$T*yySkwdata.impressions
yy8$impC <— yy$Cxyy$kwdata.impressions

#Hacemos los sumatorios de las columnas de las categorias,
#clics categorias, impresion categoria y lo agregamos por data.

xx$IN <— round(aggregate (yy$IN, list (date = yy$kwdata.date), sum)
xx$1S<— round (aggregate (yy$IS, list (date = yy$kwdata.date), sum) |
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xx$NM <— round (aggregate (yy$NM, list (date = yy$kwdata.date), sum)[2],12)
xx$8N <— round (aggregate(yy$N, list (date = yy$kwdata.date), sum)[2],13)
xx8T <— round (aggregate (yy$T, list (date = yy$kwdata.date), sum)[2],14)
xx$C <— round (aggregate (yy$C, list (date yy8kwdata.date), sum)[2],15)

xx8clickIN <— round(aggregate(yy$clickIN , list (date = yy$kwdata.date), sum)
xx$clickIS<— round(aggregate(yy$clickIS , list(date = yy$kwdata.date), sum) |
xx8clickNM <— round (aggregate (yy$clickNM, list (date = yy$kwdata.date), sum)
xx8$clickN <— round(aggregate(yy$clickN , list (date = yy$kwdata.date), sum)[2
xx8clickT <— round(aggregate (yy$clickT , list (date = yy$kwdata.date), sum)[2
xx8clickC <— round (aggregate (yy$clickC, list (date = yy$kwdata.date), sum)[2

xx$impIN <— round(aggregate (yy$impIN, list (date = yy$kwdata.date), sum)
xx$impIS<— round(aggregate (yy$impIS, list (date = yy$kwdata.date), sum)|
xx$impNM <— round (aggregate (yy$impNM, list (date = yy$kwdata.date), sum)
xx$impN <— round(aggregate (yy$impN, list (date = yy$kwdata.date), sum)[2
xx$impT <— round(aggregate (yy8$impT, list (date = yy$kwdata.date), sum)|[2
xx$impC <— round(aggregate (yy$impC, list (date = yy$kwdata.date), sum)[2

ﬁ,_\

#Anadimos sesiones y matriculas
#S’ha de treure el 17—1—2020 perque no es van recollir dades
sessio_per_data <— sessio_per_data[—793,]

xx8sessio_orgxclic <— sessio_per_data$sessio_org/xx8$x
xx$sessio _orgximpressio <— sessio_per_data$sessio_org/xx$impressions
xx$sctr <— sessio_per_data$sessio_orgxxx$ctr

dadesgraumu$Data <— as.Date(dadesgraumu$Data)
matriculas<—subset (dadesgraumu, Data >= as.Date(”72017-11-16")

& Data <= as.Date(”2020—02—-01"), select = c¢(Grau, MU))
matriculas$total <— matriculas$Graut+matriculas$MU

#S’ha de treure el 17—1—2020 perque no es wvan recollir dades
matriculas <— matriculas[—793,]
#Anadimos leads , leads que acaban en matricula y dias en matricularse desde el lead

#load (7" /dadesleadmat. Rdata”)
#Se limpia y ordena para subir a Big Query.

daydata <— data.frame(xx$date, xx$x, xx$impressions, xx$recuento

xx$position , xx$ctr, xx$Bcctr, xx$rctr, xx$sctr,

matriculas$total ,
matriculas$Grau, matriculas$MU, sessio_per_data$sessio_org,
sessio_per_data$sessio, xx$sessio_orgxclic,
xx$sessio _orgximpressio, dadesleadmat$leads ,
dadesleadmat$leadsmat , dadesleadmat$mitj_dies_mat,
dadesleadmat$leads _grau,
dadesleadmat$leads —mu, dadesleadmat$leadsmat _grau,
dadesleadmat$leadsmat _mu, dadesleadmat$mitj_dies_mat_grau,
dadesleadmat$mitj_dies _mat_mu, dadesleadmat$leads_org,
dadesleadmat$leadsmat _org, dadesleadmat$mitj_dies_mat_org,
dadesleadmat$leads _grau_org, dadesleadmat$leads _mu_org,
dadesleadmat$leadsmat _grau_org, dadesleadmat$leadsmat _mu_org ,
dadesleadmat$mitj_dies _mat_grau_org, dadesleadmat$mitj_dies_mat_mu_org,
xx8IS, xx8BIN, xx8N, xx8NM, xx8C, xx$T, xx$clickIS, xx$clickIN, xx8$clickN ,
xx8clickNM , xx8clickC , xx8$clickT , xx$implS, xx8impIN,
xx$impN, xx$impNM, xx$impC, xx$impT)

names(daydata) <— c(”date”, ”clics”, ”impressions”, "recuento”, ”posicio”, "CIR”,
Pcetr”, "rctr”, ?sctr”, "mat”, "mat_grau”, "mat_mu” ,
”sessio_org”, "sessio”, "sessio_orgxclic”, "sessio_orgximpressio” ,
”leads” , ”leadsmat”, ”"mitj_dies_mat”, ”leads_grau”,
”leads _mu” , ”leadsmat_grau”, ”leadsmat_mu”, " mitj_dies_mat_grau”,
?mitj_dies _mat_mu”, ”leads_org”, ”leadsmat_org”,
?mitj_dies _mat_org”, ”"leads_grau_org”, ”leads_mu_org”, ”leadsmat_grau_org”,
”?leadsmat _mu_org”, "mitj_dies_mat_grau_org”, ”mitj_dies_mat_mu_org”, ”IS”,
PIN” , PN” ) "NM” , ’C”, "T”, 7 clicksIS”, ?clicksIN”, ”clicksN”, ”clicksNM” |
?clicksC”, ”?clicksT”, 7impIS”, ”?impIN” , ”impN”, ”impNM” , ?impC” , ”impT”)
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Weekdata.R

library (ggplot2)
library (plotly)
library (bigrquery)
library (stringr)
library (dplyr)
library (readxl)
library (normalr)
library (rJava)
library (xlsx)
library (readxl)

#Poner la primera fecha que tienes
datainici = as.Date(”2017—-11-16")
#Poner la BBDD por fecha

datos <— daydata

#Algoritmo que divide las filas entre 7 para hacer la
#transformacion a semana.

#St1 el numero no es multiple de de 7

#se quitan dias del final para que mo de error.

n <— nrow(datos)

aux <— n% %

for (i in 0:(aux—1)) {
datos <— datos[—(n—1i),]

}

datos$set <— rep(seq(l, n% %), each = 7)
#Agregamos los datos que teniamos por fecha a por semana.

fichero <— aggregate(datos$clics , by=list (datos$set), FUN=sum)
fichero$impressions <— aggregate(datos$impressions, by=list (datos$set), FUN=sum)[2]
fichero$recuento <— aggregate(datos$recuento, by=list (datos$set), FUN=sum) [2]

#fichero$posicion <— aggregate (datos$posicio, by=list (datos$set), FUN=mean)[2]

#metodo de google para agragar posicion:

datos$posaux <— datos$posicio * datos$impressions

fichero$positionaux <— aggregate(datos$posaux, by=list (datos$set), sum)[2]
fichero$posicio <— fichero$positionaux/fichero$impressions

fichero$ctr <— aggregate(datos$CTR, by=list (datos$set), FUN=mean)[2]
fichero$mat <— aggregate(datos$mat, by=list (datos$set), FUN=sum) [2]
fichero$mat_grau <— aggregate(datos$mat_grau, by=list (datos$set), FUN=sum) [2]
fichero$mat_mu <— aggregate(datos$mat_mu, by=list (datos$set), FUN=sum)[2]
fichero$sessio <— aggregate(datos$sessio, by=list (datos$set), FUN=sum)[2]
fichero$sessio_org <— aggregate(datos$sessio_org, by=list (datos$set), FUN=sum)[2]
fichero$IS <— aggregate(datos$IS, by=list (datos$set), FUN=sum) [2]

fichero$IN <— aggregate(datos$IN, by=list (datos$set), FUN=sum)[2]

fichero$N <— aggregate(datos$N, by=list (datos$set), FUN=sum) 2]

fichero$NM <— aggregate(datos$NM, by=list (datos$set), FUN=sum)[2]

fichero$C <— aggregate(datos$C, by=list (datos$set), FUN=sum) [2]

fichero$T <— aggregate(datos$T, by=list (datos$set), FUN=sum) 2]
fichero$clicksIS <— aggregate(datos$clicksIS , by=list (datos$set), FUN=sum)[2]
fichero$clicksIN <— aggregate(datos$clicksIN , by=list (datos$set), FUN=sum) [2]
fichero$clicksN <— aggregate(datos$clicksN , by=list (datos$set), FUN=sum)[2]
fichero$clicksNM <— aggregate(datos$clicksNM, by=list (datos$set), FUN=sum) [2]
fichero8$clicksC <— aggregate(datos$clicksC, by=list (datos$set), FUN=sum)[2]
fichero8$clicksT <— aggregate(datos$clicksT , by=list (datos$set), FUN=sum)[2]
fichero8$implS <— aggregate(datos$implS, by=list (datos$set), FUN=sum) [2]
fichero$impIN <— aggregate(datos$impIN, by=list (datos$set), FUN=sum) [2]
fichero$impN <— aggregate(datos$impN, by=list (datos$set), FUN=sum)[2]
fichero$impNM <— aggregate (datos$impNM, by=list (datos$set), FUN=sum) [2]
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fichero8impC <— aggregate (datos$impC, by=list (datos$set), FUN=sum)[2]
fichero8$impT <— aggregate(datos$impT, by=list (datos$set), FUN=sum) [2]
fichero$leads <— aggregate(datos$leads, by=list (datos$set), FUN=sum) [2]
fichero$leadsmat <— aggregate(datos$leadsmat, by=list (datos$set),

FUN=sum ) [2]
fichero$mitj_dies_mat <— aggregate(datos$mitj_dies_mat, by=list (datos$set),

FUN=mean ) [2]

fichero$leads _grau <— aggregate(datos$leads _grau, by=list (datos$set),

FUN=sum) [ 2]

fichero$leads _mu <— aggregate(datos$leads _mu, by=list (datos$set),
FUN=sum ) [ 2]
fichero$leadsmat _grau <— aggregate(datos$leadsmat_grau, by=list (datos$set),
FUN=sum) [2]

fichero$leadsmat _mu <— aggregate(datos$leadsmat_mu, by=list (datos$set),

FUN=sum ) [ 2]
fichero$mitj_dies_mat_grau <— aggregate(datos$mitj_dies_mat_grau, by=list (datos$set),

FUN=mean ) [2]

fichero$mitj_dies_mat_mu <— aggregate(datos$mitj_dies_mat_mu, by=list (datos$set),
FUN=mean ) [2]

fichero$leads_org <— aggregate(datos$leads_org, by=list (datos$set),

FUN=sum ) [ 2]
fichero$leadsmat _org <— aggregate(datos$leadsmat_org, by=list (datos$set),
FUN=sum) [ 2]
fichero$mitj_dies_mat_org <— aggregate(datos$mitj_dies_mat_org, by=list (datos$set),
FUN=mean ) 2]
fichero$leads_grau_org <— aggregate(datos$leads_grau_org, by=list (datos$set),
FUN=sum ) [ 2]
fichero$leads _mu_org <— aggregate(datos$leads _mu_org, by=list (datos$set),
FUN=sum) [2]
fichero$leadsmat _grau_org <— aggregate(datos$leadsmat_grau_org, by=list (datos$set),
FUN=sum ) [ 2]
fichero8$leadsmat _mu_org <— aggregate(datos$leadsmat _mu_org, by=list (datos8$set),
FUN=sum) [2]

fichero$mitj_dies _mat_grau_org <— aggregate(datos$mitj_dies_mat_grau_org,
by=list (datos$set), FUN=mean) 2]
fichero$mitj_dies_mat_mu_org <— aggregate(datos$mitj_dies_mat_mu_org,
by=list (datos$set), FUN=mean)[2]
#Se crea sequencia de semanas para tener eje temporal.

fichero$Group.1 <— seq(datainici, datainici+7x(n% %)—7, by=T)
#Se limpia y ordena para subir a Big Query.

weekdata <— data.frame(fichero$Group.1, fichero8$x, fichero$impressions,
fichero$8recuento, fichero$posicion, fichero$ctr,
fichero$mat, fichero$mat_grau, fichero$mat_mu,
fichero$sessio_org, fichero$sessio,
fichero$leads , fichero$leadsmat, fichero$mitj_dies_mat,
fichero$leads _grau, fichero$leads _mu, fichero$leadsmat_grau,
fichero$leadsmat _mu, fichero$mitj_dies_mat_grau,
fichero$mitj_dies _mat_mu, fichero$leads_org, fichero$leadsmat _org,
fichero$mitj_dies _mat_org, fichero$leads_grau_org,
fichero$leads _mu_org, fichero$leadsmat _grau_org,
fichero$leadsmat _mu_org, fichero$mitj_dies_mat_grau_org,
fichero$mitj_dies _mat_mu_org, fichero$IS, fichero8$IN, fichero$N,
fichero$NM, fichero$C, fichero$T,
fichero8$clicksIS , fichero$clicksIN, fichero$clicksN ,
fichero$clicksNM , fichero$clicksC, fichero$clicksT ,
fichero8implIS, fichero$impIN, fichero$impN, fichero$impNM,
fichero8impC, fichero$impT)

names( weekdata) <— c(”date”, ”clics”, ”impressions”, “recuento”, ”posicio”, "CIR”,
?mat” , "mat_grau”, "mat_mu”, ”sessio_org”, "sessio”, "leads”,
7leadsmat” , "mitj_dies_mat”, ”leads_grau”, ”"leads_mu”, ”leadsmat_grau”,
”leadsmat _mu” , ”"mitj_dies_mat_grau”, ”"mitj_dies_mat_mu”, ”leads_org”,
”leadsmat _org” , "mitj_dies_mat_org”, ”"leads_grau_org”, ”leads_mu_org”,
”leadsmat _grau_org”, ”"leadsmat_mu_org”, "mitj_dies_mat_grau_org”,
?mitj_dies _mat_mu_org”, "IS”,  IN” "N’ 6 "NM’, ?C”, "T”, ”clicksIS”,
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?clicksIN” , ”clicksN” | 7clicksNM” | ?clicksC”, ”clicksT”, ”implS” ,
” impIN” s ” impN77 R ”impNM” s ” impc77 R ” impT77)
#FEl siguiente apartado es para graficar por pantalla.
ggfi <— ggplot (weekdata, mapping = aes(date, clicksNM)) +
geom_line (aes(y = mat, color="matr cules”)) +
geom_line (aes(y = clicksNM, color="Clics NM")) +

geom_line (aes(y = sessio_org, color="Sessions_org”))

ggplotly (ggfi)
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Analisi.R

library (corrgram)
library (corrplot)
library (ggplot2)
library (plotly)
library (stringr)
library (dplyr)
library (normalr)
library (rJava)
library (xlsx)

library (lubridate)
library (forecast)
library (tseries)
library (stats)
library (astsa)
library (fitdistrplus)
library (univariateML)

MATRIZ CORRELACION;

corr<— data.frame(weekdata$clics , weekdata$impressions ,
weekdata$clicksNM , weekdata$clicksT , weekdata$impNM,
weekdata$leads , weekdata$leadsmat ,
weekdata$mat, weekdata$sessio_org)

cor <— corrgram (corr)

corrplot (cor, method = "number”, type = ”upper”)

geCT.week <— ggplot (weekdata, mapping = aes(date, clics, colour=Series)) +
geom_line (aes(y = weekdata$clicksNM ,
color="Clics_Navegacionales_Marca”)) +
scale_y_continuous (breaks=0)+
geom_line (aes (y=weekdata$clics , color="Clics”))+
ggtitle (77)+ ylab(” Clics”)+ xlab(”Fecha”)
ggplotly (ggCT . week)

geCT.week <— ggplot (weekdata, mapping = aes(date, clics, colour=Series)) +
geom_line (aes(y = weekdata$impNM,
color="Impresiones_Navegacionales_Marca”)) +
scale_y_continuous (breaks=0)+
geom_line (aes (y=weekdata$impressions, color="Impresiones”))+
ggtitle (?”)+ ylab(”Impresiones”)+ xlab(”Fecha”)

ggplotly (ggCT . week)

geCT.week <— ggplot (weekdata, mapping = aes(date, clics, colour=Series)) +
geom_line (aes(y = weekdata$sessio_org, color="Sesiones”)) +
scale_y_continuous (breaks=0)+
geom_line (aes (y=weekdata$clicksNM , color="Clics_Navegacionales_Marca”))+
ggtitle (77)+ ylab(?”)+ xlab(”Fecha”)

ggplotly (ggCT . week)

geCT.week <— ggplot (weekdata, mapping = aes(date, clics, colour=Series)) +
geom_line (aes(y = weekdata$clicksT , color="Clics_transaccionales”)) +
scale_y_continuous (breaks=0)+ geom_line (aes(y=weekdata8leads, color="Leads”))+
ggtitle (7”)+ ylab(””)+ xlab(”Fecha”)

ggplotly (ggCT . week)

geCT.week <— ggplot (weekdata, mapping = aes(date, clics, colour=Series)) +
geom_line (aes(y = weekdata$clicksT , color="Clics_.transaccionales”)) +
scale_y_continuous (breaks=0)+
geom_line (aes (y=weekdata$leadsmat, color="Leads.con.matr cula”))+
ggtitle (77)+ ylab(””)+ xlab(”Fecha”)

ggplotly (ggCT . week)

geCT.week <— ggplot (weekdata, mapping = aes(date, clics, colour=Series)) +
geom_line (aes(y = weekdata$clicksT , color="Clics_.transaccionales”)) +
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scale_y_continuous (breaks=0)+ geom_line (aes(y=weekdata$mat, color="Matr culas”))+
ggtitle (7”)+ ylab(”?”)+ xlab(”Fecha”)
ggplotly (ggCT . week)

AR Analisis Parte 1

ggCT.day <— ggplot (daydata, mapping = aes(date, clicksT)) +
geom_line ()+scale_y_continuous(breaks=0)+ylab (” Clics_.Transaccionales”)+
xlab (”Fecha”)+ggtitle (” Serie_Temporal_con_frecuencia_diaria”)

ggplotly (ggCT. day)

geCT.week <— ggplot (weekdata, mapping = aes(date, clicksT)) +
geom_line()+scale_y_continuous (breaks=0)+ylab (” Clics_Transaccionales”)+
xlab (" Fecha”)+ggtitle (" Serie_.Temporal_con_frecuencia._semanal”)

ggplotly (ggCT . week)

freq <— c¢(1:115)

recta <— Im(weekdata$clicksT ~ freq)

summary(recta )

tendencia <— freq*1.7540+315.3899

CTsintendencia <— weekdata$clicksT —tendencia

tendencia0 <— tendencia—tendencia

semana <— c(46:52, 1:52, 1:52, 1:4)

analisi <— data.frame(weekdata$date, freq, semana, weekdata$clicksT ,

tendencia, CTsintendencia, tendencia0)

names( analisi) <— c(”data”, ”frecuencia” ,”semana”, "CI”, ”tendencia”,

”? CTsintendencia” , ”tendencia0”)

ggCT . week <— ggplot (weekdata, mapping = aes(date, clicksT , colour=Rectas)) +
geom_line (aes(color="Clics_-Transaccionales”))+scale_y_continuous (breaks=0)+
geom_line (aes(y = analisi$tendencia, color="Tendencia”))+
ylab (” Clics_.Transaccionales”)+ xlab (”Fecha”)+
ggtitle (” Serie.Temporal_con._tendencia.lineal”)

ggplotly (ggCT . week)

ggCT . week <— ggplot (weekdata, mapping = aes(date, clicksT , colour=Rectas)) +
scale_y_continuous (breaks=0)+
geom_line (aes(y = analisi$tendencia0, color="Tendencia.0”)) +
geom_line (aes(y = analisi$CTsintendencia, color="Clics._T_.sin_tendencia”))+
scale_y_continuous (breaks=0)+ggtitle (” Serie _.Temporal_con._tendencia.0”)+
ylab (” Clics_.Transaccionales”)+ xlab(”Fecha”)

ggplotly (ggCT . week)

ciclo <— aggregate(analisi$CTsintendencia, by=list (analisi$semana), FUN=mean)

geCT.week <— ggplot(ciclo, mapping = aes(Group.1l, x)) +
geom_line () +scale_y_continuous(breaks=0)+scale_x_continuous (breaks=0)+
ggtitle (” Ciclo_de_un_a o7)+ ylab(” Clics_Transaccionales”)+ xlab(” A 07)
ggplotly (ggCT . week)

b=45

for (x in 1:115) {
b=b+1
print (b)
print (x)

analisi$cicl [x]<— ciclo$x[b]
if (b==52) {b=0}

analisi$cicl <— as.numeric(analisi$cicl)

geCT.week <— ggplot(analisi , mapping = aes(data, cicl)) +
geom_line (aes(y = analisi$cicl)) +scale_y_continuous(breaks=0)+
ggtitle (” Componente_Estacionaria”)4 ylab(” Clics_.Transaccionales”)+
xlab (”Fecha”)

ggplotly (ggCT . week)

analisi$aleatorio <— analisi$CTsintendencia—analisi$cicl
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geCT.week <— ggplot(analisi , mapping = aes(data, cicl, colour=Series)) +
geom_line (aes(y = analisi$CTsintendencia, color="Observado.sin_.tendencia”)) +
geom_line (aes(y = analisi$cicl, color="Componente_Estacionaria”))+
scale_y_continuous (breaks=0)+
ggtitle (” Comparativa”)+ ylab(” Clics_Transaccionales”)+ xlab(”Fecha”)

ggplotly (ggCT . week)

geCT.week <— ggplot(analisi , mapping = aes(data, cicl, colour=Series)) +
geom_line (aes(y = analisi$CTsintendencia, color="Observado._sin_tendencia”)) +
geom_line (aes(y = analisi$cicl, color="Componente_Estacionaria”))+
scale_y_continuous (breaks=0)+
geom_line (aes(y=analisi$aleatorio, color="Componente_Aleatoria”))+
ggtitle (” Comparativa”)+ ylab(” Clics_.Transaccionales”)+ xlab(”Fecha”)

ggplotly (ggCT. week)

geCT.week <— ggplot(analisi, mapping = aes(data, cicl)) +

geom_line (aes(y=analisi$aleatorio))+scale_y_continuous (breaks=0)+

ggtitle (”Componente_Aleatorio”)+ ylab(” Clics_-Transaccionales”)+ xlab(”Fecha”)
ggplotly (ggCT . week)

geCT.week <— ggplot(analisi, mapping = aes(data, aleatorio)) +

geom_bar (stat = ”identity”)+scale_y_continuous(breaks=0)+

ggtitle (”Componente_Aleatorio”)+ ylab(” Clics_-Transaccionales”)+ xlab(”Fecha”)
ggplotly (ggCT . week)

AR Analisis Parte %

geCT.week <— ggplot(analisi , mapping = aes(data, cicl)) +

geom_line (aes (y=analisi$aleatorio))+scale_y_continuous (breaks=0)+

ggtitle (” Componente_Aleatorio”)+ ylab(” Clics.Transaccionales”)+ xlab(”Fecha”)
ggplotly (ggCT . week)

acfA <— acf(analisi$aleatorio)

pacfA <— pacf(analisi$aleatorio)

plot (acfA, main = "ACF_.del_componente_aleatorio”)
plot (pacfA, main = "PACF_del_componente_aleatorio”)

Box.test (analisi$aleatorio, type = ”Box—Pierce”)
Box.test (analisi$aleatorio, type = ”Ljung”)
shapiro.test (analisi$aleatorio)

hist (analisi$aleatorio , main="Histograma.del_componente_aleatorio”, xlab="", breaks=30)

arma <— ts(analisi$aleatorio)
myarma <— auto.arima(arma, stepwise = T, approximation = F, trace= T)
myarma
geCT.week <— ggplot(analisi , mapping = aes(data, cicl, colour=Series)) +
geom_line (aes (y=arma, color="Componente_aleatorio”))+
geom_line (aes(y = myarma$fitted, color="Ajuste_ AR(1)”))+
scale_y_continuous (breaks=0)+
ggtitle (” Comparativa_tras_ajustar_un_AR(1)”)+
ylab(” Clics.Transaccionales”)+ xlab(”Fecha”)
ggplotly (ggCT . week)

myarmaf <— forecast (myarma, h = 30)
autoplot (myarmaf) + geom_forecast (h=30)

analisi$residuos <— myarma$residuals

geCT.week <— ggplot(analisi, mapping = aes(data, residuos, colour=Series)) +
geom_line (aes (y=residuos, color="Residuos”))+
scale_y_continuous (breaks=0)+
ggtitle (" Residuos_del_ajuste AR(1)”)+
ylab (” Clics_.Transaccionales”)+ xlab (”Fecha”)
ggplotly (ggCT . week)

acfR <— acf(myarma$residuals)
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pacfR <— pacf(myarma$residuals)
plot (acfR, main = "ACF.de_los._residuos”)
plot (pacfR, main = "PACF_de_los_residuos”)

summary (myarma$residuals)
var (myarma$residuals)
sd (myarma$residuals)

Box. test (myarma$residuals, type = ”Ljung”)

Box. test (myarma$residuals, type = ”"Box—Pierce”)

shapiro. test (myarma$residuals)# p < 0.05, distribuci n no normal.

hist (myarma$residuals, main="Histograma._de_los._residuos”, xlab="Residuos”, breaks=30)

# acf(myarma$residuals "2)
# pacf(myarma$residuals "2)

#estudio distribuci n residuos
residuos <— as.numeric(myarma$residuals)
pos_res <— residuos+155
comparacion_aic <— AIC(
mlbetapr (pos_res),
mlexp (pos_res),
mlinvgamma (pos_res ),
mlgamma (pos_res ),
mllnorm (pos_res ),
mlrayleigh (pos_res),
mlinvgauss (pos_res ),
mlweibull (pos_res),
mlinvweibull (pos_res),
mllgamma (pos_res))

distribucion <— fitdist (pos_res, distr = ”"weibull”)
summary ( distribucion)
plot (distribucion)

#prediccion

myarma <— auto.arima(arma, stepwise = T, approximation = F, trace=T)
myarmaf <— forecast (myarma, h = 30)
autoplot (myarmaf) + geom_forecast (h=30)

freq2 <— c(1:145)
tendencia2 <— freq2%1.7540+315.3899

semana2 <— c(46:52, 1:52, 1:52, 1:34)
analisi2 <— data.frame(freq2, semana2, tendencia2)
names(analisi2) <— c(”frecuencia” ,”semana”, ”tendencia”)

b=45
for (x in 1:145) {
b=b+1
print (b)
print (x)
analisi2$estacional [x]<— ciclo$x[b]
if (b==52) {b=0}

analisi2$estacional <— as.numeric(analisi28$estacional)

mean <— as.numeric(myarmaf$mean)
upper <— as.numeric(myarmaf$upper)

hi <— upper[c(1:30)]

hi2 <—upper[c(31:60)]

lower <— as.numeric(myarmaf$lower)
low <— lower[c(1:30)]

low2 <—lower[c(31:60)]

alea <— as.numeric(analisi$aleatorio)
analisi2$8aleatorio <— c(alea, mean)
analisi2$hi <— c(alea, hi)
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analisi2$low <— c(alea, low)
analisi2$hi2 <— c(alea, hi2)
analisi2$low2 <— c(alea, low2)

analisi2$prediccion <— analisi2$tendenciatanalisi2$estacional+analisi28aleatorio
analisi2$predhi <— analisi2$tendenciatanalisi2$estacional+analisi2$hi
analisi2$8predlow <— analisi2$tendenciatanalisi2$estacional+analisi2$low
analisi2$predhi2 <— analisi2$tendenciatanalisi28estacional+analisi28hi2
analisi2$predlow2 <— analisi2$tendenciatanalisi2$estacional+analisi2$low?2

ggCT.week <— ggplot(analisi2 , mapping = aes(frecuencia, prediccion, colour=Series)) +
geom_line (aes(y = analisi2$predhi, color="80%"))+
geom_line (aes(y=analisi2$predlow, color="80%"))+
geom_line (aes(y = analisi2$predhi2, color="9%"))+
geom_line (aes (y=analisi2$predlow2, color="95%"))+
scale_y_continuous (breaks=0)+
geom_line (aes(y = analisi2$prediccion, color="predicci n”)) +
ggtitle (" Predicci n”)+ ylab(” Clics_Transaccionales”)+ xlab(”Fecha”)
ggplotly (ggCT . week)

tsclickst <— ts(as.numeric(weekdata$clicksT), frequency = 52, start = c(2017,46))
myarima <— auto.arima(tsclickst , stepwise = T, approximation = F, trace= T)
matarima <— forecast (myarima, h = 30)

autoplot (matarima) + geom_forecast (h=30)
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