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Prologo.

Cuando iniciamos la elaboracién de la presente memoria, nuestro objetivo
principal era el estudio probabilistico de una clase de funciones de densidad de
probabilidad que combinara las propiedades de capacidad de adaptacion a una gran
variedad de datos y a un mismo tiempo que poseyera propiedades geomeétricas sencillas
que facilitaran la aplicacion sobre ellas de los métodos estadisticos basados en las
técnicas de geometria diferencial. El primer contratiempo con el que tuvimos que
enfrentarnos fue la aparicién de ’problemas al aplicar sobre las mencionadas familias
los métodos clasicos de estimacion de parametros, basicamente el método de la
maxima verosimilitud. Los resultados obtenidos al aplicar de forma directa la
estimacién maximo verosimil eran insatisfactorios para nosotros. Dada la
extraordinaria flexibilidad de las funciones empleadas, la misma filosofia de la maxima
verosimilitud chocaba con el proposito de obtener estimaciones utiles a partir de una
muestra de datos aleatorios, fuimos conscientes de la insuficiencia de la maxirﬁizacit’m
de la verosimilitud de una muestra, sin ninguna otra consideracion complementaria.
Creiamos necesaria la busqueda de alguna alternativa razonable al procedimiento
utilizado hasta el momento. Tal alternativa podna consistir en una modlﬁca(:lon no
drastica, en el sentido de algunas tentativas ya efectuadas por algunos 1nvest1gadores
mediante la adicidn de alguna funcion penalizadora a la verosimilitud, o bien intentado
complementar la idea de maximizar la verosimilitud con la de maximizar o minimizar
alguna otra cantidad relacionada de forma que se eliminaran los inconvenientes
presentados. Qué cantidad o cantidades deberian ser éstas es una cuestién a la que
todavia no hemos encontrado una respuesta satisfactoria, sin embargo surgen nombres
o ideas, como por ejemplo los de complejidad, estabilidad, incertidumbre, ... , que sin
estar hasta el momento y para nosotros, definidos de una forma clara, estamos
convencidos de que deben dcéempeﬁar un papel importante en un futuro no muy

lejano.



También existia la posibilidad de desarrollar un método basado en
consideraciones totalmente diferentes. La linea de trabajo que lleva nuestro equipo de
investigacion nos inducia a considerar una aproximaciéon geométrica al problema de la
estimacion. Para tal fin nos propusimos realizar un estudio que significara una nueva
visibn geométrica de los modelos estadisticos, en particular de los individuos
estadisticos y de las variables aleatorias. En gran medida intentamos la construccién
de una geometria sobre el espacio muestral, que permitiera desarrollar bajo
consideraciones meramente geométricas, las técnicas habituales de la inferencia
estadistica, como por ejemplo la estimacion de parametros, el contraste de hipotesis o
las técnicas de clasificacion de los individuos. Tal construccion permite ofrecer una
visién global y unificadora de las diferentes técnicas. Fruto de los estudios anteriores
ha sido el desarrollo de las distancias entre individuos y de sus posteriores aplicaciones

discutidas en la presente memoria.

La distancia inmediata con su simplicidad conduce a la recuperacién de gran
parte de los resultados de la estadistica clasica, la distancia estructural, mas compleja
en su formulaciébn y manipulacién, es (iuizé mas sugerente de cara a futuras
interpretaciones al suponer un mayor aprovechamiento de la informacién y de la
estructura geométrica mas intima de los modelos estadisticos. Estd todavia por

dilucidar la importancia que las distancias entre individuos puedan tener en una

posterior definicién de los conceptos de complejidad o simplicidad.

Como una solucién préactica y a un tiempo ‘sencilla a los problemas de estimacién
surgidos al trabajar con familias flexibles, hemos propuesto el algoritmo stepwise de
estimacion no paramétrica, cuyos resultados dentro del campo de la estadistica clasica
pueden ser considerados satisfactorios al trabajar con las familias de funciones de

densidad previamente mencionadas.



Toda la programacién informatica necesaria para realizar los diferentes calculos
numéricos ha sido realizada, salvo que se indique lo contrario, por el autor de la
presente memoria en los lenguajes de programacién FORTRAN 77 y PL/I, e
implementada en el ordenador IBM 3090/200 del Centro de Informatica de la
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1 - Introduccidon

I. Introduccion

A modo de introduccion efectuamos un pequefio recorrido por la historia de la
aplicacion de técnicas y conceptos geometricos en la estadistica, con especial énfasis
en las técnicas de geometria diferencial aplicadas a ]la obtencion de distancias entre

distribuciones y al estudio de la inferencia estadistica.

1.1. Geometria en la Estadistica.
1.2. Geometria diferencial en Estadistica.

1.3. Geometria diferencial en inferencia estadistica.
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1.1. Geometria en la estadistica

La utilizaciéon de técnicas y conceptos geométricos en estadistica no es un
fenomeno reciente. La representacion de datos multidimensionales como puntos de
un espacio euclideo n-dimensional ha facilitado una comprension intuitiva de las
relaciones y propiedades estadisticas entre los mismos. Gran cantidad de conceptos
habituales en estadistica tienen su origen inmediato en conceptos geométricos: rectas
y curvas de regresion, modelos lineales, distancia o curvatura, son s6lo algunos de

ellos.

Uno de los trabajos pioneros en el desarrollo de una formalizacion geométrica
de la estadistica se lo debemos a K. Pearson (1857-1936). En 1890 fue invitado a dar
un ciclo de cuatro confercncias sobre geometria cn ¢l Gresham College, con el titulo
global de "Ambito y Conceptos de la Ciencia Moderna”. A su vision del uso de la
representacion geométrica se deben principalmente sus. descubrimientos en el campo
de la correlacion, donde destacan la teoria general de correlacidon para tres variables,
los coeficientes de las ecuaciones de regresién multiple, o el coeficiente de correlacion

conocido como “t” de Pearson, Pearson (1896).

Otro gran nombre entre los pioneros de la gcometria en la estadistica es el de
R.A. Fisher (1890-1962), quien desde sﬁs primeros trabajos Fisher (1912,1913,1915)
tiene a la geomeétria presente en ellos. Destaguemos entre sus contribuciones el criterio
para ajustar curvas de frecuencia, Fisher(1912), o la obtencion de la distribucion del
coeficiente de correlacién, Fisher(1915). Posteriormente en varios trabajos se intcresa
por el estudio de la inferencia estadistica, destacando la introduccién de la estimacion
maximo verosimil asi como una profundizacién en la teoria de la estimacién donde
aparecen los conceptos de eficiencia, suficiencia, cantidad de informacién en una

observacién y pérdida de informacion al utilizar un estadistico. Define como
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estadisticos suficientes aquellos que poseen toda la informacién relevante contenida
en los datos Fisher (1925). También introd‘uce el concepto de estadistico auxiliar con
la intencion de recuperar parte de la informacion perdida al utilizar un estadistico.
Tales conceptos, tan solo apuntados por Fisher, como veremos posteriormente tendran

gran importancia en el desarrollo posterior de una teoria geométrica de la estadistica.

Un cambio cualitativo importante se produjo en el momento en que la geometria
no solamente proporciond una herramienta importante, sino que los conceptos
geométricos entraron a formar parte plenamente de la estadistica. Este cambio puede
estar representado por la utilizacion en estadistica del concepto geométrico de
distancia. Uno de los objetivos basicos de la estadistica es la realizacion de
comparaciones entre diferentes objetos en base a la informacidn que se posee sobre los
mismos. Una forma natural e intuitiva de efectuar dicha comparacién es a traveés de la
definicion de una distancia. Es muy amplio el abanico de¢ posibilidades que se nos abre
para aprovecharla con vistas a efectuar analisis estadisticos, por ejemplo,
clasificaciones entre los objetos, realizar andlisis discriminantes, representaciones
graficas de los mismos en dimensiones reducidas o incluso utilizarla para definir a
través de ella procesos de inferencia estadistica como puede ser la estimacion de

parametros, realizacion de contrastes de hipotesis, etc.

La distancia euclidea habitual entre dos puntos de un espacio n-dimensional ha
sido utilizada desde principios de siglo, Pearson (1901), [Hotelling (1933). Sin embargo
presenta como inconvenientes importantes el hecho de cambiar de forma no monétona
si efectuamos un cambio de escala en las medidas de las variables, o también que
ignora cl hecho de que las variables aleatorias sean o no estocisticamente
independientes. Para intentar paliar estos defectos pronto surgieron algunas
alternativas, destaquemos entre ellas el coeficiente de semcjanza racial de Pearson,

Pearson (1926), que tiene la propiedad de resultar invariante frente a cambios de
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escala, pero no frente a transformaciones lineales en gencral, también ignora el hecho
de que las variables aleatorias sean estocdsticamente dependientes o mno.
Posteriormente se defini6 la distancia de Mahalanobis, Mahalanobis (1936), construida
entre poblaciones estadisticas donde tenemos definidas n variables aleatorias que se
distribuyen segiin una distribucion normal conjunta, con la hipétesis adicional de que
todas las poblaciones poseen la misma matriz de covarianzas. La distancia de
Mahalanobis presenta la ventaja de resultar invariante frente a transformaciones
lineales biyectivas, en particular frente a cambios de escala, asocia ademaés el concepto
de ortogonalidad con el de independencia estocastica. La distancia de Mahalanobis
ha jugado un destacado papel en muchas técnicas estadisticas, destacando el Analisis
Canénicﬁ de Poblaciones o ¢l Analisis Discriminante. Bose (1936) calculé la
distribucidén exacta de la distancia de Mahalanobis. Posteriormente se han propuesto
extensiones a otras distribuciones diferentes de la normal, sin embargo se pierden parte

de las propiedades de la misma.

~ Muchas otras distancias han sido propuestas, sin dnimo de hacer un recuento
exhaustivo citemos entre otras a la distancia de Bhattacharyya (1946) entre
poblaciones en las cuales obscrvamos n variables aleatorias que siguen una
distribucion multinomial de n sucesos mutuamente excluyentes. Bhattacharyya asocia
a cada poblacién un vector del espacio euclideo n-dimensional de forma que los
cosenos directores al cuadrado coinciden con los parametros que definen la
distribucion multinomial asociada a cada poblacién. La distancia equivale al angulo
formado entre los vectores asociados a dos poblaciones, o también a la distancia
inducida por la distancia euclidea sobre una hiperesfera de radio 2 entre los dos puntos

que definen los dos vectores al cortar la superficie de la hiperesfera. Rao (1949)

propuso una extension a la distancia de Battacharyya para el caso de distribuciones

continuas.
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Otra distancia a mencionar puede scr la distancia ji-cuadrado, utilizada en el
Andlisis Factorial de Correspondencias, Benzecri (1976). Y finalmente, por sélo citar
algunas de las mas destacadas o utiles en algunos campos concretos, tenemos Matusita

(1964), Cavalli-Sforza (1969), Prevosti et al. (1975), Nei (1978), etc.
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1.2. Geometria diferencial en estadistica.

Una nueva visidn se produjo con la introduccién de las técnicas de geometria
diferencial. La geometria diferencial, cuyos origenes se remontan a los trabajos de
Newton y Leibnitz, quienes establecieron los principios del Calculo infinitesimal,
experimenté un gran avance a partir de los trabajos de Riemann, Levi-Civita, Ricciy
Christoffel, quienes entre otros, proporcionaron un enfoque general y dotaron a la
geometria diferencial de las herramientas nccesarias para su expansion. Los trabajos
de Einstein sobre el Principio General de la Relatividad supusieron un gran desarrollo
y proporcionaron una nueva vision sobre la utilizacién de geometrias no euclideas en

la realidad natural.

Rao (1945) fue el pionero en utilizar un enfoque geométrico diferencial en la
construccion de una distancia entre modelos estadisticos. El método desarroliado por
Rao consiste en la introduccién de una métrica Riemanniana en la variedad
paramétrica asociada a los parametros de la‘1s funciones de densidad. Para ello utiliza
como matriz de la métrica, la matriz de informacién de Fisher. Siguiecndo las técnicas
habituales de la geometria Riemanniana, es posible la obtencion de la distancia
geodesica entre dos puntos cualesquicra dc la variedad, representacion de diferentes
modelos estadisticos. En su trabajo, Rao, notablemente influido por los
descubrimientos de Mahalanobis y Bhattacharyya, estudia la construccion de
distancias entre distribuciones normales univariéntcs y multinomiales. La distancia de
Mahalanobis aparece como un caso particular de la distancia de Rao en el caso de
distanciar poblaciones normales multivariantes con matriz de covarianzas comtn. La
distancia de Rao resulta invariante frente a transformaciones no singulares tanto de las

variables como de los parametros.
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En la misma linea que Rao y por la misma época destacamos los trabajos de
Jeffreys (1946), también en la linea de introducir una métrica Riemanniana a través
de la matriz de informacién de Fisher, definiendo distribuciones a priori no

informativas e invariantes.

Las dificultades matematicas inherentes a la aplicacion del método desarrollado
por Rao fueron lo suficientemente importantes para detener el desarrollo de la

obtencion de nuevas distancias entre diferentes distribuciones durante bastante tiempo.

Un esfuerzo encaminado a la obtencion de la distancia de Rao para un gran
grupo de distribuciones de probabilidad, al menos las mas conocidas, no se llevé a
cabo hasta afios después con los trabajos de Atkinson y Mitchell (1981), influidos por
los trabajos de Efron y Amari, entre otros. Que redescubriendo la aplicacion del
enfoque geométrico difercncial en estadistica, obtuvieron la distancia de Rao para
algunas de las distribuciones uniparamétricas més conocidas, Poisson, binomial,
exponencial, gamma, normal univariante con media conocida, normal univariante con
varianza conocida; para la distribucion normal univariante, la normal multivariante
con matriz de covarianzas conocida, la normal mﬁltivariante con vector de medias
conocido, y la multinomial, coincidiendo en este ultimo caso con la distancia de
Hellinger-Bhattacharyya. Posteriormentc otros autores han ampliado la lista de
distribuciones para las cuales sc posee la distancia de Rao, Oller y Cuadras (1985) la
obtienen para la multinomial negativa, Rios y Cuadras (1986) para los modelos lineales
normales, Oller (1987) para la logistica y valores extremos. En cuanto a la distribuciéon
normal multivariante todavia no ha sido posible obtener la expresion explicita de la
distancia pero destaquemos los estudios realizados sobre la geometria del modelo
normal multivariante debidos a Skovgaard (1981,1984), Oller (1982), Sato et al. (1979)

en el modelo bivariante, Burbea y Oller (1988) estudiando los modelos lineales
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elipticos, Eriksen (1986) y Calvo (1988) obtcnicndo las ecuaciones de las geodésicas

asi como acotando la distancia de Rao para el modelo normal multivariante.

Otros estudios se han encaminado a obtener un método que proporcione una
aproximacion a la distancia de Rao 1til para aquellos casos en que no se posea una
expresion explicita de la distancia, Miflarro (1985), Mifiarro y Oller (1990), Calvo y
Oller (1990).
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1.3. Geometria diferencial en inferencia estadistica.

Trabajos posteriores de Rao se encaminaron al estudio de la estimacion,
clarificando algunos de los conceptos previamente introducidos por Fisher. En
particular Rao (1961,1962) trata con los conceptos de eficiencia y eficiencia de segundo
orden, conceptos relacionados con la recuperacion de la informaciéon perdida al
trabajar con estadisticos en lugar de con la muestra real utilizando derivadas superiores
del logaritmo de la funcién de densidad. Fisher habia apuntado tales conceptos, pero
el desarrollo de Rao supuso una clarificacion considerable. En Rao (1961,1962)
podemos encontrar ejemplos relacionados con la pérdida de informacién, calculando
explicitamente su valor en la distribucion multinomial para diferentes métodos de

estimacion.

Varios autores han tratado a partir de centonces de construir una teoria
geométrica de la estadistica con aplicacién a la inferencia. En 1959 en notas no
publicadas, Amari sefiala que el espacio parameétrico correspondiente a la distribuciéon
normal univariante es un espacio paramétrico de curvatura constante y negativa. En
la misma linea podemos destacar los siguientes trabajos, Amari (1968), Yoshizawa

(1971), Takiyama (1974) o Sato et al. (1979).

Un nuevo concepto asociado al estudio de las variedades estadisticas fue
introducido por el soviético Chentsov (1972), donde introduce una familia de
conexiones afines en una variedad estadistica. En los trabajos realizados hasta el
momento tan solo se habia utilizado la conexion de Levi-Civita. También probd que
la informacién de Fisher y las conexiones afines son Unicas. en la variedad de
distribuciones de probabilidad sobre un numero finito de atomos. Con su teoria

contribuyd a elucidar las estructuras gecométricas de la familia exponencial. Sin
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embargo en su trabajo no tuvo en cucnta el concepto de curvatura de una variedad,

cosa que si hizo en un trabajo posterior de gran importancia Efron, Efron (1975).

A grandes rasgos el trabajo de Efron es una cuantificacién de lo diferente que es
un modelo estadistico de la familia exponencial, mediante la definicion del concepto
de curvatura de un modelo. Se sefiala que la curvatura juega un importante papel en
la teoria asintética de l1a inferencia estadistica y esta intimamente relacionada con la
teoria de la eficiencia de segundo orden de Rao y Fisher. Segun la definicion de Efron,
la curvatura es idénticamente cero si la familia es exponencial, o mayor que cero en
caso contrario. El objetivo también es mostrar que familias que poseen una pequeiia
curvatura gozan de las buenas propiedades estadisticas que son reconocidas para la
familia exponencial, por ejemplo quc el test localmente de potencia maxima es
uniformemente de potencia maxima, que los estimadores maximo verosimiles son
estadisticos suficientes o que se alcanza la cota de Cramer-Rao si hemos escogido la
adecuada funcién para estimar. Efron consideré subfamilias uniparamétricas de
familias exponenciales, a las que denomin6 familias exponenciales curvadas, notando
ademas que cualquier familia con propiedades regulares puede ser localmente
aproximada por una familia exponencial curva. Demostré para estas familias
exponenciales curvadas que el estimador maximo verosimil minimiza la pérdida de

informacion, interpretando esta pérdida como la curvatura de la subfamilia.

En el trabajo de Efron se usa el espacio paramétrico natural con el producto
escalar definido por la matriz de informacion de Fisher en un punto p. Sicndo necesaria
la construccion de un nuevo cspacio con otro producto escalar para estudiar la
curvatura en un punto difcrente. Para relacionar ambos espacios debemos utilizar una
conexion afin. Dawid (1975) sefiala en comentarios al articulo de Efron que aunque
Efron habia usado la metrica Riemanniana deﬁnida por la matriz de informacién de

Fisher, habia utilizado, aunque no de modo explicito, una conexién afin no

10
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Riemanniana, que pasé a recibir ¢l nombre de conexion exponencial. Dawid también
sugirié en su trabajo la posibilidad de introducir otra conexion afin que denomind
conexion mezcla ( “mixture conexion”). Los nombres dc las conexiones provienen del
hecho de que geodésicas con respecto a la conexién exponencial forman familias
exponenciales, mientras que geodésicas con respecto a la conexién mezcla forman
familias de mezclas. Otros trabajos generalizando estas ideas son Reads (1975) o

Madsen (1979).

Amari (1980,1982) contintia en la linea del estudio de propiedades del modelo
estadistico en escala no local mediante la introduccién de conexiones afines entre
diferentes espacios tangentes en puntos vecinos. Su trabajo se encamina a estudiar
propiedades asintéticas de ordencs superiores. Introduce una familia de conexiones
denominadas o -conexiones, dondc para un valor de @ igual a |1 obtenemos la
conexién exponencial, y para a igual a -1 la conexién mezcla. Esta familia coincide
con la introducida por Chentsov para la dist_ribucic’m multinomial. A partir de las
a-conexiones tomando dos distribuciones de probabilidad pertenecientes a una familia
de curvatura cero con respecto a la a-conexion, es posible definir una medida de
divergencia denominada a-divergencia, la distancia dec Ilellinger, la informacion de
Kullback-Leibler (1951) y otras muchas medidas de divergencia pertenecen a la clase
de a-divergencias. La definicion de las a-divergencias proporciona un nuevo método
de estimacion, segiin comenta Kass (1987) “El elemento de una familia exponencial
curva que minimiza la a-divergencia desde un punto en cl espacio paramétrico de la
familia exponencial puede ser encontrado siguicndo la a-geodésica que contiene dicho
punto y es perpendicular a la familia curva”. Esto genera una nueva clase de
estimadores de minima a-divergencia, donde el restimador maximo verosimil seria el

estimador de minima -1-divergencia.
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En otra direccion hemos de destacar los trabajos encaminados al estudio de
tecnicas inferenciales utilizando la distancia de Rao. A partir de la distancia es posible
la construccién de contrastes de hipétesis, por ejemplo podemos contrastar la
existencia de diferencias significativas entre dos poblaciones mediante un test sobre su
distancia, considerando que no existen diferencias si podemos aceptar que su distancia
es nula. Un primer planteamiento sobre este tema puede encontrarse en Oller (1982)
y algunos de los trabajos mas relevantes en este campo son Rios y Cuadras (1986) con
los modelos lineales normales, Burbea y Oller (1988) con los modelos lineales elipticos
y Burbea y Oller (1989) obteniendo la distribucion asintética y planteando contrastes

para cicrtas familias de funciones de densidad.

12
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II. Geometria de los Modelos Estadisticos.

En este capitulo presentamos una vez introducido el concepto de modelo
estadistico, varias consideraciones sobre la introduccién de distancias entre modelos
basandonos en representaciones geométricas de los mismos. Introducimos mediante
diversos enfoques la métrica informacional resumiendo sus propiedades asi como
también indicamos la importancia estadistica de otros conceptos geométricos como la

curvatura.

2.1. Modelo estadistico.

2.2. Distancia entre modelos estadisticos.

2.3. Distancia entre funciones de densidad.
2.4. Métrica informacional. _Distanéia dt'?. Rao.

2.5. Conexiones y curvatura.
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2.1. Modelo estadistico.

Gran parte de los estudios estadisticos se llevan a cabo sobre observaciones
efectuadas al realizar un experimento. Para manejar de forma efectiva tales
observaciones, se hace necesaria una formalizacion matematica del proceso de
observacion. El concepto de modelo estadistico se ha convertido en la maéas util

herramienta para llevar a cabo tal propésito.

El primer paso consiste en la fijacion de un espacio medible, mediante la
construccién de una o -algebra de conjuntos sobre el espacio muestral asociado al
experimento. Notaremos a dicho espacio medible por (x, 4). El algebra de conjuntos
es construida como representacion de un algebra de sucesos, donde los elementos de
esta Ultima son los denominados sucesos observables, condicionados por la capacidad
de observacion del experimentador y definidos como aquellos enunciados referentes a
un experimento, de los cuales podemos afirmar si se han cumplido o no al efectuarlo.
La representacion se logra haciendo corresponder a cada suceso el conjunto de
resultados posibles de la experiencia que verifican el enunciado que caracteriza al

suceso mencionado.

Una vez construido el espacio medible efectuaremos la introduccién de una
medida sobre ¢1. En ¢l contexto de la probabilidad, la medida que se introduce busca
cuantificar el grado de expectabilidad de c;ada uno de los sucesos del algebra. Dicha
medida, a la que denominaremos probabilidad, P, genera junto con el espacio medible
una nueva estructura que denominaremos Espacio de Probabilidad , y que notaremos

por (x, 4, P).

Sobre un mismo espacio medible es posible definir diferentes medidas de
probabilidad, es decir, manteniendo inalterables los sucesos pero modificando el grado

de expcctabilidad de Jos mismos. Esto nos lleva a la existencia de una gran cantidad

14
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de espacios de probabilidad que pueden reflejar un experimento. El investigador puede
tener razones para restringir a un cierto subconjunto de los posibles espacios de
probabilidad, aquellos que permiten reflejar los resultados de su experiencia.
Definiremos de un modo general a un Modelo estadistico sobre un espacio medible
(x,4), como una familia de espacios de probabilidad, familia que generalmente es

construida de forma que permita describir nuestro experimento.

M= {(x,A,P):Pe Py

Con frecuencia surge la necesidad de efectuar comparaciones entre los diferentes
espacios de probabilidad con vistas a efectuar diversos tipos de tratamientos
estadisticos: procesos de inferencia, estudio de afinidades entre poblaciones, etc. Tal
y como hemos sefialado en el capitulo precedente, un buen nimero de investigadores
se han inclinado por las técnicas geométricas para afrontar tales problemas, la filosofia
de nuestro presente trabajo es seguir en esa misma linea, profundizando en las técnicas
y formalizaciones geométricas relacionadas con la teoria de la probabilidad. Sera por
tanto importante poseer una representacion geométrica adecuada de los modelos
estadisticos. Dicha representacion nos permitird introducir, de forma natural,
conceptos geomeétricos que nos seran de gran ayuda para implementar o interpretar

técnicas propiamente estadisticas.

Entre los conceptos geométricos que consideramos méas importantes se encuentra
el de distancia, en los apartados siguientes vamos a ecstudiar la construccion de

distancias entre espacios de probabilidad.

Previamente a considerar cualquicr definicion de distancia entre espacios de
probabilidad vamos a citar, basandonos en consideraciones expuestas en Mahalanobis
(1936), Rao (1945, 1949), Oller (1982) y Oller y Cuadras (1985,b), Oller (1989), algunas

de las propiedades que crcemos aconsejables que debe cumplir una distancia.
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1. Debe estar relacionada con el concepto de informacién, puesto que la
distancia entre varios objetos se basa en la informacién que poseemos sobre

las analogias y diferencias entre ellos.

2. La distancia debe aumentar al aumentar la informacién accesible sobre
los objetos, por ejemplo al aumentar el numero de variables estudiadas en

un experimento.

3. Debe poseer propiedades de invariancia frente a determinadas
transformaciones de los espacios de probabilidad, en concreto frente a
aquellas que mantengan invariante la cantidad de informacion. Veéase al
respecto Fisher (1925) y Kullback y Leibler (1951). En general, tal y como
sefiala Oller (1989), es conveniente que la distancia entrc espacios de
probabilidad transformados mediante una funcién medible T sea menor que
la distancia entre los espacios de probabilidad sin transformar, excepto si T
es un estadistico suficiente, en cuyo caso la distancia debe ser invariante, y

T puede ser llamada entonces, una transformacion admisible.

4. Debe permitir una relacién entre los conceptos de ortogonalidad e
independencia estocastica. En particular si
Ey={x1.4,, P} vy E = {13, 45, P5) son dos espacios de probabilidad, y
construimos el espacio  conjunto suponiendo independencia
Ey x By = {x) X 2,4 @ APy x P,) , la distancia en este ultimo secria

conveniente que fuera la suma d*(E, x E I x i) = dlz(E,,Fl) + di(E, Iy .
5. Debe estar relacionada con algunos de los estadisticos clasicos conocidos.

Tal y como hemos sefialado anteriormente, la diferencia entre los espacios de

probabilidad pertenecientes a un modelo radica Gnicamente en la medida de

16
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probabilidad que se asigna a los sucesos del élgebra, manteniéndose inalterable el
espacio de medida. Por tanto, si existe la posibilidad de introducir una distancia entre
las diferentes medidas de probabilidad, por extensién, podemos considerar como
distancia entre dos espacios de probabilidad aquella que existe entre sus respectivas

medidas probabilisticas asociadas.

17
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2.2. Distancia entre modelos estadisticos.

Una primera posibilidad para establecer una distancia entre medidas de

probabilidad, consiste en trabajar directamente sobre las medidas.

Sea (x, A), un espacio medible sobre el que estan definidas dos medidas

probabilisticas, Py y P, . Definamos la distancia entre ambas medidas como:

d(Py, Py) = supremo|Py(a) — Py(a)l
acA
Una férmula andloga a la expuesta anteriormente ha sido utilizada en trabajos
de mecanica cuéntica para definir una distancia entre posibles estados de un sistema
fisico. La equivalencia entre la formulacién de la teoria de la probabilidad a partir de
la teoria de la medida debida a Kolmogorov, con la formulacion de von Neumann de
la teoria cuantica, donde los estados de un sistema son equiparados a medidas de
probabilidad, puede encontrarse por ejemplo en Mackey (1963) vy Jauch (1968). La
definicién de la distancia entre estados puede verse en Misra (1974) y Hadjisavvas

(1981).

Efectivamente, el resultado se puede considerar una distancia establecida
directamente entre medidas. Es posible sin embargo, desarrollar otros métodos que
permiten utilizar propiedades geométricas adicionales, en particular el concepto de

ortogonalidad.

Una forma diferente de establecer distancias entre medidas de probabilidad la
desarrollamos mediante una representacién funcional del modelo estadistico. Trasladar

el problema de distanciar medidas a distanciar funciones nos proporciona una mayor

18
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comodidad de manejo matemdtico, y como veremos, nos permitird un representacion

geomeétrica con buenas propiedades.

Hemos de destacar que no siempre existe una representacién funcional de todo
el modelo estadistico. Serd factible dicha representacion si existe una medida de
referencia que domine a todas las medidas del modelo. Es decir si existe una medida p
tal QUe para cualquier otra medida P, P(a) = 0 para todo ae 4 para el que p(a) = 0.
Sin embargo, aun cuando no exista dicha medida de referencia, siempre es posible
encontrar una medida de referencia que dadas dos medidas, las domine a ambas, por
ejemplo dadas dos medidas P, y P,, siempre podemos utilizar como medida que

domina a ambas: —é—(P, + Py).

Si existe una medida global de referencia para todo el modelo, generalmente sera
elegida de acuerdo a la naturaleza del espacio muestral y del modelo estadistico. Por
ejemplo podemos utilizar la medida de Lebesgue si el espacio muestral es R”, o bien

una medida discreta sobre los conjuntos del espacio muestral si éste es discreto.

En ambos supuestos, tanto si existe una medida global, como si hemos de tomar
una medida diferente para cada par de espacios de probabilidad, la representacién

funcional se basa en el procedimicnto que describimos en el siguiente parrafo.

Sea p una medida positiva acotada sobre la o-algebra 4 en x, tal que domine a
todas las medidas probabilisticas del modelo P < <p PeP,,. Por el teorema de

Radon-Nikodym, Halmos (1950), podemos representar las medidas del modelo por

una familia de funciones medibles D* © F a través de la aplicacion:

@, : Py, —» D, @, (P = 2 f 42
Y] 2 (P) (dp
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donde A es una funcién real C* monoétona estricta y F el conjunto de todas las

funciones medibles sobre (y, A).

Denominaremos a D* la A-representacién del modelo estadistico. Podemos

destacar los casos siguientes:

- Mx) = x, donde D* representara una familia de funciones de densidad
px)e L), 0= p(x) <o ,y dado que p* = ') llamaremos a p* = D' 1a

1-representaciéon del modelo estadistico.

- Mx) = wWx en cuyo caso D ¢ #*u) y podemos llamar a D* = D? la

2-representacion del modelo estadistico.

- Mx) = logx, obteniendo la que denominaremos / -representacion del modelo

estadistico.

Cada espacio de probabilidad del modelo es asociado mediante @, a una funcién,
introduciendo una distancia entre las funciones, por extension la podemos considerar

como la distancia entre las respectivas medidas probabilisticas asociadas.
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2.3. Distancia entre funciones de densidad.

Vamos a centrarnos en el presente apartado en el estudio de una distancia entre
funciones de densidad. Como hemos visto en el apartado anterior, las funciones de
densidad pertenecen al espacio #'(u). Un procedimiento para distanciar dos funciones
consistira en aplicar dichas funciones sobre f’(u) .Sea¢p: R * LR , tal que nos

permite definir la aplicaciéon de 2 (1) en 2Xp) , del modo siguiente:

v: £ - L)

p=vwp)=0-°p

[2.2]

Si no existe una medida de referencia global, p varia para cada par de funciones
-que consideremos, los espacios #(u) también variaran, sin embargo cada par de
funciones pueden ser aplicadas a un mismo espacio y distanciadas alli. Si existe una
medida de referencia global, todas las funciones de densidad del modelo se pueden
aplicar sobre el mismo espacio .#%(u) y podemos considerar nuestra accién como una

aplicacion global del espacio de funciones de densidad en el espécio de Hilbert £2(y).

En .56’2(;1) se encuentran definidos los conceptos de producto escalar y
ortogonalidad, y la distancia entre dos funciones p y q la obtendremos como la

distancia euclidea habitual en %2

d*(p, 9) = do2w(p), w(g)) = fx(“’ °p — ¢ g)du

En este momento vamos a afiadir una condicién adicional a las ya mencionadas
como deseables para las distancias. Una distancia deberia ser invariante frente a
cambios de la medida de referencia utilizada para construir las funciones de densidad.

Con este nuevo supuesto, vamos a definir cual debe ser la funcién ¢, para que la

distancia sea invariante.
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Proposicién 2.1. Para cualquier espacio medible (x, 4) y para cuaiquier par de funciones
de densidad p, ¢, la distancia natural de 52 entre funciones de densidad transformadas

por [2.2] resulta invariante frente a cambios de la medida de referencia, si y solo si:
<p(x)=a\/x +f x=20

Es decir trabajando con la que hemos denominado 2-representaciéon del modelo

estadistico.

Demostracién. Efectuemos un cambio en la medida de referencia y pasemos a
considerar una nueva medida v, tal que p < < v. La nueva medida induce un cambio

en las funciones de densidad

m v
—_dP _—dP dn _
P dv dp dv ph

donde he #'(v), entonces, la invariancia en la distancia se logra si se cumple la

siguiente igualdad:

{ () — a(a(eN) dux) = [ (@A) ~ olg(x)HCxN) dv(x) [2.3]

Trivialmente podemos demostrar la condicién de suficiencia.

jx(a\/p(x)h(x) + B~ a/ghx) — B)dwx) = fa VP = Vq(x) Y Alx) dvix) =

[ o A= = Vatx))? duix) = § (0= = 9(a(x))) din(x)

Vamos seguidamente a comprobar la condicién necesaria.
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Sea un espacio medible (x, A) determinado tal que podamos definir dos conjuntos

compactos M y N, pertenecientes al algebra A tales que:

MON=0 uM=m pM=n

Dada la arbitrariedad de las funciones de densidad y de la funcién A definamos:

m~ Y para xeM
plx) =
0 para x¢M

n~! para xeN
q(x) =
0 para x¢N

h(x) =xreR? para todo xey
donde p, q y h tienen el mismo significado que anteriormentf:.
De [2.3] se sigue
flotm™" = o) du + § (9(0) = o(n™ ") di =

= [ @0m™") = o) dv + { (0(0) ~ 9(hn™ ") dv

Impongamos ahora fa condicién m = n
Motm ™Yy = o(0)? = (e(im ™) ~ @(0))?

Vaotm™ 1y + o)1 = VA = o0um ™y

Tomemos m = 1 y llamemos a = o(1) — ¢(0) y B = ¢(0).
a\/k + B =99
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y por lo tanto, al demostrar la necesidad de la transformacion ¢(x) = (x\/x + B para
ciertos espacios medibles, y también su suficiencia, queda demostrado el enunciado de

la proposicién =.

La distancia resulta ser finalmente:

@ q) = X (Jp VgV du = &2 = [ Vpa

Conocida para una determinada constante de proporcionalidad, como Distancia de

Hellinger.

Debido a las restricciones a que estan sujetas las funciones de densidad

P, ge L)

p(x), q(x)eR”

fxp(x)du(x) = jxq(x)du(X) =1

el conjunto de densidades no es aplicado sobre todo el espacio #%(n) , sino sobre una
porcion de una superficie esférica de radio a en %2, Para calcular la distancia entre
dos densidades, podemos utilizar, no la distancia euclidea que corresponde a la métrica
global de #%(y), sino la métrica inducida sobre la superficie esférica. La curva que
conecta ambas densidades y hace minima su distancia corresponde a un arco de un

circulo que pase por ellas. La distancia sobre este circulo en la esfera es igual a:

d*(p, 9) = acos” '(fx\/ pq du)

Conocida como Distancia de Hellinger-Bhattacharyya, ver entre otros, Bhattacharyya

(1943), Rao (1949), Dawid (1977) y Burbea (1986).
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2.4. Meétrica Informacional. Distancia de Rao.

Sea p una medida aditiva o-finita sobre la o -algebra de los subconjuntos de x.
Designemos por £\, (u) al espacio de funciones p -medibles p sobre y, tales que
‘p(x)ER+ para casi todo xey respecto n y lpl,, = Sx pldpn < oo, Finalmente sea D el
subconjunto convexo de £ (u) formado por todas las funciones pe.%i(u) tales que
Ipl, =1 D es interpretado como el conjunto de funciones de densidad

correspondientes a la medida .

En bastantes ocasiones, las funciones de densidad que representan un modelo
estadistico, pertenecen a una determinada familia paramétrica F o) , que podemos

representar frecuentemente a través de una funcién auxiliar f por:

Fureoy={peD:p=/(,000e6}

donde © es una variedad real C™ n-dimensional y f:x x © — R con las condiciones

de ser f(x,0) 2 0 en casi todas partes y jxf(x, 0) du(x) = 1, ambas para todo 8 @.

Por ser ® una n-variedad C™ existe una familia maximal de n-cartas locales
(9, Uy cada una de ellas C™ respecto a todas las demads, tal que la unién de los U, es
© , donde ¢;U;— R". Podemos inducir en F @y una estructura de variedad c®
dimensional mediante la definicion de la aplicacion w,:® — D de forma que
yA0) = p = f(-,0), resultando que v (@) = Firepy construyendo una familia de cartas
locales (§;, W)) donde W, = vy &= (p,o\yf_‘ lw, Como condicién a verificar, ‘VfIU,.
debe ser inyectiva, en particular se cumplira si vy s globalmente inyectiva, en caso
contrario una misma funcion de densidad podria estar representada por dilerentes

coordenadas, careciendo por tanto de la propiedad de identificabilidad.
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En muchas ocasiones, la variedad © serd un abierto conexo de R”, y en tal caso
considerando el n-subatlas(/, ®), existirA una n-carta local que a su vez serd un
n-subatlas sobre F oy (W_I’FU,Q)) donde ‘V_'iF(f,@)-' ®@cR" \y"(p) =0 con
p = f{-,0) vy cada funcién de densidad vendr4 ahora identificada por unas coorc_ienadas

en ® que coincidiran con sus parametros.

A partir de estas consideraciones podremos, y generalmente nos interesara,

reducir el estudio de F; o al estudio de la variedad ©.

La definicién de la distancia entre dos puntos de una variedad Riemanniana
conexa, como el infimo de las longitudes de las curvas quebradas C* que unen ambos
puntos requiere, como condicién general para ser efectivamente una métrica, que la
variedad sea Hausdorfl. Al ser @, en el caso general de que sea un abierto conexo de

1

R", una variedad trivialmente Hausdorff y yw~' un homeomorfismo entre

Fireyy ©, F( o) resulta ser también una variedad Hausdorff.

Las ideas expresadas previamente pueden generalizarse de forma inmediata al
considerar otras A-representaciones adecuadas del modelo estadistico. Podemos definir
el modelo a través de las variedades que notaremos por (¢p3, D"), donde g, es un

atlas maximal C* sobre D*.

De ahora en adelante nos limitaremos al estudio de variedades que representen

un modeclo estadistico, a las que supondremos una serie de condiciones de regularidad:

Al Mp(x]0)) sera derivable tantas veces como sca necesario respecto a cada

0.

A2. Las M

36 = 1,.,n pertenecen a un adecuado espacio
i .

L (p(10)dn).
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IM(p(x|0)) A (p(x]0))
30, ' a8,

A3l. Las funciones son linealmente independientes.

Ad4. Las derivadas parciales 9/30, y la integraciébn con respectc a la medida

de referencia p(-]0)dy pueden ser intercambiadas.

Nébtese que como consecuencia inmediata de A4, caso de considerar una variedad de
funciones de densidad:

E( d log p(xi0)

20, Y=0 i=1..,n

A la hora de distanciar dos densidades, tenemos la posibilidad de hacerlo no en
la hipersuperficie de %% inducida por todas las funciones de densidad, la que
podriamos considerar en un sentido amplio, variedad infinito dimensional de todas las
funciones de densidad relativas a p, sino en la variedad inducida por cada familia

paramétrica F, oy, qQUe a su vez estan incluidas en la anterior.

Sean p(:10) y p(-|0) + dp(-|0) dos puntos contiguos de una variedad F; )
representados en el espacio parameétrico <) por
©,,0,,..,6,) vy (8, + d9,,6, + d0,,...,0, + d0,) respectivamente. La distancia entre

ambos puntos sera, siguiendo el desarrollo elaborado en el apartado precedente:

ds? = o (/p(xI0) + dp(xl0) = /p(x10))* diu(x)

Definamos A{0) = j'x(\/ p(x|0) — \/ p(x|a) ) di(x) y efectuemos un desarrollo de Taylor

de segundo orden en el punto 0 = a. Es facil comprobar que fla)=0 y que

a .\ _ . _ .
ael(a) 0 i=1,.,nademas:

&
3,55, = 2 iy I Pl )

27



Il - Geomettia de los Modelos Estadisticos

por lo tanto y tomando la aproximacion de segundo orden, la distancia entre

(0,,0,,...,0,) y (8, + d6;,0, + db,, .., 0, + db,) , la podemos expresar por

2
2 _ a
ds ——4‘

s !
Jz=l(jl xjo) P10 9p(x(0) du)de, do,

y denominando

_ dlog p(x{0) @& logp(x]0)
£/) = [~ dpxI03p(xI0) du(x) = § pxi0) —=8 I duta) [24)

podemos escribir

2
dst =%

L

™

&y(0)d0,d0, [2.5]

La matriz G = (g(0)) son las componentes de un tensor de segundo ordcen,
covariante, simétrico y definido positivo que coincide con las componentes de la matriz
de informacion de Fisher . Por tanto [2.5] es la métrica de un espacio de Riemann con

tensor métrico g;(0).

Tomando a = 2 en {2.5], recuperamos la métrica propuesta por Rao (1945, 1949),

conocida como métrica informacional.

’ n
ds? = 1 ;5,_ ’gU(O)dQI s, [2.6]

Bajo las condiciones de regularidad generales, la matriz de informacién de Fisher

se puede escribir como:

g0 = ~ prai dlogp du = — Eg(d; 9;logp)

o log p
donde 9, 9;log p = ——=—.
'Y 30, 08,
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11 - Geometnia de los Modelos Estadisticos

En Atkinson y Mitchell (1981), Burbea (1986), Burbea y Rao (1984), Oller y
Cuadras (1985,b), entre otros, podemos encontrar ejemplos de la métrica
informacional aplicada a familias concretas de distribuciones. Dicha métrica conduce

a la denominada Distancia de Rao entre funciones de densidad.

Sea 0=0(),<t<¢, una curva en © uniendo los puntos

0',0°c®, con® = 0() (j = 1,2). La distancia entre ambos puntos sobre esta curva es:

p(o', 0% =

P n .o, 11
2 T 2068 2dtl (2.7]
hin j=1

donde el punto indica derivacién respecto al parametro de la curva. Interesa
especialmente, caso de existir, la curva que uniendo ambos puntos sea de menor
longitud, a la que denominamos geodésica o curva geodésica informacional. Dicha

curva se obtiene como solucion de las ecuaciones de Euler-Lagrange:

n . n . .
T aw®%+ T [ijk108, =0 k=1,.,n
i=1 1 7=1
o bien:
e n . .
91 + X r;k Bjek =0 i=1,.,n
k=1
con las condiciones de contorno:
0,1) = 0 i=1,..,m j=12

Las cantidades [ij,k] son conocidas como simbolos de Christoffel de primera especie

y vienen dadas por:

g ogx  Og |
.-’k - -_l_ lk + j — j 3 5 —
Lij k] 2[ aej 30, 30, (, fk=1,.,n
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y las cantidades l"}'k son los denominados simbolos de Christoffel de segunda especie

que vienen definidos por:

rhy = 5 " [k1] i k= 1n
i=1

La distancia p es la Hamada distancia geodésica informacional o distancia de Rao, cuya
expresion analitica para algunas distribuciones conocidas, se puede encontrar en las

referencias mencionadas anteriormente.

En Atkinson y Mitchell (1981) podemos encontrar enfoques alternativos para
obtener las ecuaciones de las geodésicas, por ejemplo mediante las ecuaciones de
Hamilton-Jacoby, o reduciendo la métrica a la de alguna geometria conocida, por

ejemplo ]a euclidea, hiperbolica o esférica.

Se comprueba facilmente que dicha métrica posee las propiedades de invarianza
frente a transformaciones admisibles de los pardmetros, de las variables xey y que la

distancia se incrementc al agregar nuevas variables estocasticamente independientes.

En Burbea (1986) se generaliza el concepto de métrica informacional definiendo

el tensor métrico como:

gP(0) = EyL(7- p)(d; log p(10))(3; Jog p(-10))]

y ef elemento de linea por:

ds}(0) = EgL(/ p)(dlog p)*]

donde f es una funcién continua y positiva sobre Ry d;log p(:|0) = _g]_o%(_-@_' Dicha
t

métrica es denominada métrica {~informacional. La eleccion de fx) = x* 7' da lugar a
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11 - Geometria de los Modelos Estadisticos

la métrica informacional de orden a, que coincide con la métrica informacional previa

tomando a = 1.

Entre las propiedades con que cuenta la métrica informacional, destaquemos las

siguientes extraidas de Burbea (1986) y para méas detalles Rao (1973)

1. Sean F, y F, las matrices de informacién asociadas a dos variables aleatorias
independientes, X; y X,. Entonces F = F| + F, es la matriz de informacion debida

alX=2Xx +X.

2. Sea F; la matriz de informacion debida a una funcién 7 de X . Entonces
F — Fres semidefinida positiva, y es la matriz cero si y s6lo si 7 es un estadistico

suficiente, Kullback y Leibler (1951).

3. Sea p(:0) e Fy, @) con la correspondiente matriz de informacién F Supongamos
que f= (1,5 -f,) e un vector de m estadisticos y definamos
£(0) = (g,(0), ..., g,,(0)) por g(0) = E(f)) i = 1,...,m . Consideremos las matrices m

xmym x nV={[V]y U= [Uy] definidas por

Vp=Eli—gi—8g)] ij=1,..,m
Uy = Ee[f,ajlogp] i=1.mj=1..,n

Entonces:

(i) La matriz m x m V — UF~'U’ es semidefinida positiva para todo 0e©. La

matriz es cero en algin 0e® si y solo si f=(fj,....f;;) es de la forma

fi= E hudelogp + B i=1,.m.

(ii) Supongamos que 6jjxj;(x)p(x|0)du(x) = jxﬁajp(xiﬂ)du(x) i=1.,mj=1..,n

Entonces U es la matriz jacobiana de g= (g,..,8,) con respecto a
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0= (6,,..,0,). En particular, cuando m = ny g(0) = 0, entonces V - F ! es

semidefinida positiva.
La altima propiedad constituye el teorema de Cramer-Rao.

Existen otros enfoques que conducen a una métrica analoga, en el capitulo
siguiente veremos como llegar a ella a través del producto escalar definido en el espacio
tangente a la variedad en un punto. Oller y Cuadras (1985,a) también llegan a un
resultado similar partiendo de considerar la distancia entre dos puntos préximos
p(xj0) y p(x|0 + d0) proporcional a la esperanza del incremento de informacion al

cuadrado

As? o Eg(AlY

donde definimos dc forma general la in_f‘ormaci(')n, como una cierta funcion real de las
funciones de densidad, I(x|0) = ®(p(x|0)), donde ® es una funcién real, con dominio en
los reales positivos y diferenciable tantas veces como sea necesario. Suponiendo las

condiciones de regularidad habituales y siendo k una constante positiva obtenemos:

45 = kg L BPEOI0)

do)?y =
23 30, D)

=k 2 B @I apI09pI0)d00,

donde:

&40 = E(P'(p(xi0)ap(xI09p(x10)) i, j = 1,01 [2.8]

son las componentes de un tensor covariante simétrico y definido o semidefinido

positivo.
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11 - Geometnria de los Modelos Estadisticos

Optemos por la funcion ¢ que mantenga invariante el tensor 2.8} al efectuar un

cambio en la medida de referencia.

Proposicion 2.2. El tensor métrico definido en [2.8] es invariante frente a
transformaciones de la medida de referencia para cualquier cspacio medible (x, 4) 51 y

solo si

D(x) =alogx + B

o lo que es lo mismo, trabajando con Ia /-representacion del modelo estadistico.

Demostracion. Efectuemos el siguiente cambio en la medida de referencia u — v donde

p < < v. La nueva medida induce un cambio en las funciones de densidad

P dp—'p dv
L _ dP _ dP dpn _
P= v =g v ™

donde he £'(v).

La invariancia en el tensor métrico se logra si

E(®'(0))0p(x10) dp(x]0)) = E(h* (D" (hp))20,p(x10) 3;p(x10)) i, j = 1,y

Demostremos la condicion de suficiencia, si ®(x) = alogx + B, entonces

E(h*(x)(®"(h(x)p(x10)))0,p(x]0) dp(x10)) = E(hz(xxm)’am(xm) ap(x(0)) =

= Bl aip(x10) p(x10) = E(@ (X100 0(x10) 2,p(x10))

33



I1 - Geometra de los Modelos Estadisticos

Veamos ahora la condicién necesaria. Consideremos A(x) = AeR’ paratodo xey,

bajo este supuesto se debe verificar:

E(®"(p(x10)))*3,p(x10) 3,p(x10)) = A2E((®"(\p(x0)))>3;p(x|0) 8,p(x|0))

Dada la arbitrariedad del espacio de probabilidad, podemos trabajar con el caso
particular en que tenemos dos conjuntos disjuntos M,Ne 4 tales que p(M) = pN) = 1

Y

9, xeM
pxi0y = | 6, xeN

0 en caso contrario

evidentemente 6, = 1 — 6,. La condicion a verificar se transforma en:

(@(6,))%0; + (D(0))%0, = A2 ('(10,)20; + (D'(10,))%0, ]

donde tomando en particular 6, = 9, = L resulta:

2

' (1/2)1 = NS

o lo que es lo mismo:

’_7:'_ =a
d)(z) A

obteniendo:

Px)=alogx+p =

Obteniéndose por tanto:

gy(0) = ka’E@p(x10)p(x10)) i, j = 1,..n
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donde tomando ka? = 1 recuperamos la métrica informacional {2.6].

Destaquemos finalmente que Burbea y Rao (1982) a partir de un funcional ®

-entropia, utilizando la entropia de Shannon obtienen un resultado anélogo.

Sea ® una funcién céncava, de clase C2, con dominio en R*. Se define el

funcional ®-entropia como:

Hop) = j;b(p(x»du(x) {2.9]

Definimos la funcién entropia de orden a, ®, , por:

(@— 1" —s5% a+l
q)a(J) = {

— slogs a=1

paraaeR’ y ®(0) = 0. Llamemos ahora H, = H,. Burbea y Rao demuestran a partir

del Hessiano de H (p)

AtHo(P) = 4f O (Pl S0 ()

que existe una métrica diferencial asociada con /1,

dsy(0) = = 5 O PCANIFP(xI0) )

expresable como:

2 — n o
dsa(O) = . jz‘:_lgijdeldej
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II - Geometria de los Modelos Estadisticos

definida positiva y por tanto métrica de un espacio de Riemann denominada métrica
entrdpica de orden a. Tomando a = 1, H, es la entropia de Shannon y la métrica, la

ya familiar métrica informacional.

36
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2.5. Conexiones y curvatura.

Una vez construida una representacién geométrica de los modelos estadisticos,
es importante el estudio de las propiedades que pueda poseer el espacio paramétrico

asociado a los modelos, con vista a utilizar dichas propiedades en estudios estadisticos.

Ademas de la distancia, la curvatura es una nocién geométrica que como veremos
mas adelante tiene gran importancia. Para introducir el concepto de curvatura es
necesario previamente tener determinada una conexién lineal que nos define el
concepto de paralelismo en la variedad, es decir, €l desplazamiento de un vector

paralelo a si mismo a lo largo de una curva.

Recordemos que, en una variedad, los coeficientes de una conexién afin pueden
ser definidos de forma arbitraria verificando ciertas condiciones de regularidad, puesto
que representan los coeficientes de la combinacidn lineal que, usando como base, una
base del espacio tangente a la variedad en un punto 7y, nos proporciona el incremento
que sufre un vector del espacio tangente en cada direcciéon al representarlo en otro

espacio tangente a la variedad, en un punto infinitesimalmente desplazado del anterior.

Si0=(6,,..90,) es un punto de la vari‘edad, Tp el espacio tangente en 0, Ty, xn €l
espacio tangente en 0 + 40, llamando e(0) i=1,...,n a los vectores de la base de Ty,
al establecer una correspondencia entre Ty y Ty 4, 2l vector ¢ se le hace corresponder
el vector e(0) + 8¢, e Ty, 4 donde haciendo uso del convenio de sumacién de los indices

repetidos:

o bien:

k¥



I1 - Geometria de los Modelos Estadisticos

D.g, = Tijey(0)

donde D¢ es la tasa de cambio de ¢ en la direccion e, y es llamada la derivada
covariante de ¢; en la direccién ¢. Se puede representar mediante el producto escalar

en el espacio tangente:

k
< Dejei, €m > = I"J, < €y €m > = l"ﬂm

Amari (1968,1980) basandose en trabajos anteriores, introduce una familia

uniparamétrica de conexiones afines definida por:

" _
Ty = Eol(3,3)10g p)(3; log )] + 5Ty o€ R

donde Ty, es un tensor covariante de tercer orden definido por:

Tyr = Eyl(3;1og p)(8;10g p)(8; log p)]

La a-curvatura de Riemann-Christoffel vendra expresada, haciendo uso del
convenio de sumacién de los indices repetidos que utilizaremos libremente de ahora

en adelante, por el tensor:
ﬁijk! = /ngl Emi
donde:
Rl = ot — o fh + Fpft — Emft

- . - . p - . u u
indicando @, derivacién parcial respecto 0, y siendo I“,’j = Fyjm g™, donde gY son los

componentes de la inversa de la matriz dc informacién de Fisher.
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Finalmente, la a-curvatura informacional en las direcciones de

X = (X1, w0y Xp) € ¥ = (y1, -, ¥y) de R” viene dada por:

o
< = lekl Xp Yy Xp It
&k &1 — 8u &) X1Vy Xi i

Se denomina variedad plana a aquella variedad que posea curvatura cero, y si la
curvatura es constante, denominamos a la variedad isétropa, es decir la curvatura es

independiente de la direccion.

De entre las diferentes a-conexiones, destaquemos la l-conexidén, que como
hemos comentado en el capitulo 1 se encontraba implicita en el trabajo de Efron
(1975). La curvatura asociada con la l-conexidn o conexiéon de Efron, se hace nula
para aquellas distribuciones de probabilidad pertenecientes a la familia exponencial.
Efron sugiri6é esta curvatura como un indice de lo “exponencial” que llegaba a ser una
determinada distribucién. Este indice es importante debido a las buenas propiedades
estadisticas que posee la familia exponencial, por ejemplo que los estimadores maximo
verosimiles de los parametros alcanzan la cota de Cramer-Rao o que son estadisticos

suficientes, por citar algunas.

Dawid (1975) propuso la -1-conexiéon o conexiéon de Dawid, cuya curvatura
asociada se anula para el espacio formado por una mezcla de distribuciones de

probabilidad linealmente independientes.

Finalmente en una variedad Riemannia}na existe una Unica conexién afin,
denominada conexion Riemanniana, libre de torsion, y en la que el desplazamiento
paralelo de un vector no cambia su longitud, es decir, es compatible con el tensor
métrico g; en el sentido de que conserva el producto escalar. Dicha conexién, también

denominada conexién de Levi-Civita o conexién informacional se obtiene a partir de
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la familia de a-conexiones mediante la eleccion @ = 0. Una conexién que cumple tales
condiciones se denomina métrica, en general, las o-conexiones no son meétricas excepto
para a = 0, Amari (1980). Destaquemos finalmente que la 0-conexién coincide con los
simbolos de Christoffel de primera especie obtenidos a partir del tensor métrico, y que

las “lineas rectas” con esta conexion son las curvas de longitud minima o geodésicas.

Oller (1988) en una comunicacién personal, construye la representacion:

1
p—*%pﬁeg’n(u)

Tomando a%pﬁ i=1,..,n como base del espacio tangente en un punto p Lz ¥

considerando el producto escalar en Eg

<fig>=[fer du

obtiene que el producto escalar es invariante frente a cambios de la medida de

referencia p si y = 1 — 2B, y por tanto, es independiente del punto p elegido si y solo

sip = % es decir, la inclusidon de p se realiza tal y como hemos visto en un espacio

£
Posteriormente introduce una familia biparamétrica de conexiones definida por:

T = § Q80 5p"ougrPp

necesitandose y = 1 — 2B para obtener invariancia frente a cambios de la medida de

referencia. Resulta finalmente la familia uniparamétrica

I‘gk = (B — 1)E(dlogp d)logp 0, logp) + E(—}T 9,0;p 0y log p)

y teniendo presente que
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E(3,0)logp dylogp) = — E(3;logp J;logp 8, logp) + E(—l- d,0,p 9, log p)
J p

la familia de B-conexiones coincide con la familia de a-conexiones de Amari teniendo

en cuenta que a = 1 — 2B , por tanto la conexion de Levi-Civita que corresponde a

a = 0 se obtiene también con f§ = L.

2
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ITl. Distancias entre individuos estadisticos.

En este capitulo desarrollamos distancias entre valores muestrales, a los que
denominaremos individuos estadisticos, pertenccientes a una misma poblacién
estadistica, identificando a los individuos con formas lineales pertenecientes al espacio
tangente a la variedad paramétrica en el punto correspondiente a la poblacion.
Presentamos dos construcciones alternativas basadas en diferentes distancias entre las
formas lineales asociadas a los valores muestrales, y finalmente obtenemos expresiones
explicitas de la distancia en algunos ejemplos correspondientes a distribuciones

concretas.

3.1. Una representacion del Espacio tangente de un modclo estadistico y su dual.
3.2. Distancia inmediata. ’
3.3. Algunos ejemplos de distancias.

3.4. Distancia estructural.
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3.1. Una representacion del Espacio tangente de un modelo estadistico y su

dual.

3.1.1. Representacion del Espacio tangente.

Recordemos que si M es una n-variedad C* y sefialamos por C*(q¢) el conjunto
de funciones reales C® en alglin entorno de un punto ge M, un vector tangente en q,

Hicks (1965), es una funcién real X sobre C*(q) que verifica:
1) X(af+bg) = a (Xf) + b (Xg)
2) X(fg) = (XN g(q) + f(q) (Xg)

donde fy gsonde C°(q) y a y bsonde R.

El espacio tangente a M en un punto q de M, representado por M, es definido

como el conjunto de todos los vectores tangentes en q.

El espacio tangente tiene una estructura de espacio vectorial sobre el cuerpo de

los nimeros reales con las siguientes operaciones:
(X+Y)f= X+ Yl
(bX)f = b (Xrf)

donde X e Y son de M,/ de C¥(¢q) y b de R.
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Dada una n-carta local (§, U) sobre M con ¢ge U y el sistema de coordenadas
inducido por ella x; = 4-&, i=1,.,ndonde ©R" - R ufa..a,) = a, la familia de

il : .
vectores tangentes en q representada por ( o, )4 definida por:

d = 6([05—’), = ° -1 j ==
(L= e = DTG i L

donde la diferenciacion a la derecha es la usual en R", forma una base de M,.

Llamaremos a la base anterior, la base natural asociada al sistema de
coordenadas x; i = I,..,,n. De forma abreviada, cuando quede claro el sistema de
coordenadas, representaremos cada vector de la base por (3), Cualquier vector

tangente X, de M, podra ser expresado como una combinacién lineal de los vectores

(ai)q

n
Xq = lglx’ (al)q

donde x, seran las coordenadas de X, respecto a la base natural.

Consideremos ahora un modelo estadistico, con la misma notacién basica que en
el capitulo 2,y su A-representacion correspondiente (9, DYy . Sea (¢, U) una carta
local y sea ¢ un punto de la variedad g € U< D*. Notaremos por Ty al espacio tangente
a D* en el punto ¢ de coordenadas 0 ¢ = £”!(0) . A la base natural de TZ,‘, respecto

del sistema de coordenadas definido por (§, U), la notaremos por @y, i=1,.,n

A continuacién vamos a introducir una representacion adecuada del espacio
tangente a D* en ¢, de la cual presentamos una justificacion detallada, que nos va a
permitir introducir de forma natural un producto escalar definiendo una métrica

Riemanniana en la variedad D*.
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Admitamos que para todo ge D" existe una carta local (&, U) y una funcién
®:R- R tal que para todo B e §(U) se cumple que A(p(-|B)) € 3’2((1)(])(-]0)) dp). Notese
que esta condiciéon es facil de verificar para cualquiera de las A-representaciones
habituales comentadas en el capitulo anterior. Consideremos también la aplicaciéon
£~ L weR" » X d(p(10))dn) tal que £7! (B) = A(p(-IB)), donde W es un abierto de R”
que contiene a 0. La notacién £~ ! para la aplicacién supone un relativo abuso del
lenguaje, sin embargo la mantenemos con objeto de no recargar excesivamente la

notacién empleada.

Definamos ahora la funcién ¥ como ¥ = fo & ! ¥ es una funci6n diferenciable

sobre un abierto de R" que contiene el punto £(q) = 0 .

Impongamos a partir de ahora la siguiente condicion de regularidad, util para la
demostracién de la proposicion que enunciaremos a continuacion. Existe una funcién

g e LXD(p(-19)) dp) tal que para todo B e @

|M < g(x) i=1,..,n

29,
para casi todo punto x respecto p.

Proposicién 3.1. La transformacion lineal T:R™ = £4(d(p(-|0))dp) definida del modo
siguiente:
n oA(p(-]0
Ty = & WU,
1=y 09,

es la diferencial de £~ en &(q), es decir D~ TR = T .
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Demostracién. Sea

HAGRCI0 + A) — A(10) = TAI® _ (

_ - 2
[k(p(x|0 + h)) — Mp(x]0)) — T(h) ] D (p(x10)) dp(x) =

1Al x Al
Mp(x]0 + A)) — AMp(x]0) — 3 57~(i;((;(10)) w2
- =t D(p(x10)) dn(x)
X Al
Tomemos el limite cuando A — 0:
AMpxI0 + A)) — A(p(x]B)) — 3 a7k(i(;((;tlﬂ)) 512
T =l O (p(x]0)) dia(x)
h=0x I

Basandonos en el Teorema de la Convergencia Dominada de Lebesgue, Rudin
(1966), al haber impuesto la condicién de regularidad anterior, podemos conmutar la
integral con el limite, resultando:

Mpxi0 + A) = Mplxi0) — % =5

im
X h—0

[ n _oMp(x]0)

Ay 2
| ] D(p(x10)) du(x)

El limite interior de la integral es facil ver que se anula en casi todas partes

respecto p, implicando por tanto:

_ _ 2
im JA@CI0 + A) — AMp(10) = TAI® _
h=0 A2

y la proposicion queda demostrada =

LLamemos E?; al subespacio generado por las n funciones %_(gélg)l i=1,..,n
I

y definamos sobre €l una aplicacién lineal H, de la forma siguiente:

Mol -
H/(.a_(g(el'ﬂ) = D(f~ & I)(())(e,) i=1,..,n
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1H1 - Distancias entre individuos estadisticos

donde e i=1,..,nes la base candnica de R".

Por el teorema de Hahn-Banach, Rudin(1966), al ser £y un subespacio del espacio
vectorial L4 D(p(-10)) dp) , Hy puede ser extendido como aplicacion lineal sobre todo el
espacio vectorial, y bajo estas condiciones H; puede ser interpretada como el diferencial
de Fréchet de una extensién diferenciable de /', f , en un abierto de £X((p(-|0))dp),

restringido al subespacio Ej.

Sea ahora X, un vector de Ty

Xq = xl(al)q + e+ xn(an)q

Por las definiciones anteriores tendremos:

. _ & Mp(10)), _ 5 OMp(:0))
XS lglxi(al)qf ILZIXIH/(—'——"—%I ) Hf(lglxt———ael )

En estas condiciones cada vector puede ser representado por la combinacion:

= - OA@(10)) oA (p('19))
X o= = sy N1 4L M VST
g E(X) = x4 30, + xp 2,

Podemos por tanto establecer una correspondencia natural entre el espacio T(’,‘ y
el espacio Ey donde

< OM@(10)) oMp(10))

9, 77 a0, [3.1]

Ey =

donde < > indica espacio generado.

E:Ty — By

v _ L OMP(10)) (p(-10))
- Z = X e+ XL
Xq (Xq) X 20, + Xy 20,
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El espacio Ej es entonces un espacio vectorial de funciones medibles, variables

aleatorias, donde podemos introducir de forma natural un producto escalar. Dados

dos elementos X, }’eE% su producto escalar es:
<X, ¥ > = [ X(x)¥(x) D(p(x|0)) dis(x)
X

donde < , > indica aqui el producto escalar.

Esto nos permite definir un producto escalar en 7‘(’,L a través de la representacion

por E&“ Dados dos vectores X, Y, € T&
<Xp Yy > = <EX)E(Y) > = EEX)E(Y)) =

= [ R0 REXN 4010 dutx) i = 1, e m [3.2]
b 4 691 aej

Proposicién 3.2. El producto escalar definido en [3.2] es invariante frente a cambios

admisibles de la medida de referencia, p — v tal que p < < v, para cualquier espacio
medible (x, A), si y sélo si |

o) =—£-— y>0 , @0 =0
A0y

Demostracion. Vamos a seguir un desarrollo analogo al utilizado en la demostracion

de la Proposicion 2.2. La nueva medida induce un cambio ¢en las funciones de densidad

=dP _ - _ dP
P=-ar™? ’

_ dP _ dp du

P dv dn dv

donde he £'(v).
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La invariancia en el producto escalar se logra si:

A (A(x)p(x10)) IMA(x)P(x]0))

A (p(x10)) IA(p(x]0)) _ ® o o
S, 5, TP = [ %, (h(x)P(x10)) dv(x)
ij=1,.,n
Demostremos la condicion de suficiencia, si ®(p) = " , entonces
‘0)Yy

k =
5, o) P10 Gp(x10) P(p(xI0) Alx) dv(x)

h(x)? 3p(x|0) dp(x10) ®(A(x)p(x|8)) dv(x)

= k
x @ (h(x)p(x10))A(x)p(x|0)
con lo que queda demostrada la condicién de suficiencia.

Veamos ahora la condicién necesaria. Consideremos A(x) = aeR*  paratodo xey, y
dada la arbitrariedad del espacio de probabilidad, podemos trabajar con el caso

particular en que tenemos dos conjuntos disjuntos M,N e 4 tales que p(M) = p(N) = 1

y

0, xeM
p(x|0) = {0, xeN

0 en caso contrario

0, =1 — 0,. La condicioén a verificar se transforma en:

A(0,)2D(8y) + A'(8,)°D(0,) = a[r'(a0,) D (af,) + A'(ay) D (aby)]

donde tomando en particular 6; = 0, = L resulta:

2

MR D(1/2) = aM(a/2) Dlaj2)

o lo que es lo mismo:
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O = ___l‘_z_ .
MOy
Por tanto el producto escalar en el espacio tangente en cada punto de la variedad
define una métrica riemanniana en esta Gltima que viene especificada por un tensor
métrico de la forma

0 log(p(x]0)) 0 log(p(x10))
20, a0;

g 0) = k E( Y ij=1,.,n [3.3]

Sefialemos en este punto la semejanza entre el tensor métrico definido en [3.3] con
aquel obtenido en [2.4] tomando k = 1. Ademas el producto escalar obtenido es
independiente de A, con lo que podemos considerar equivalentes desde este punto de

vista todas las A -representaciones.

A partir de ahora consideraremos Ey = Ey .

Recordemos que las condiciones de regularidad expuestas en el capitulo II hacen
que E(d;log p(x|0)) = 0 y por tanto el producto escalar coincide con la covarianza

debido a que E(XY) = cov(X, V) .
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3.1.2. Representacion del Espacio tangente dual.

Denominaremos Espacio tangente dual M; de una variedad diferenciable M en un

punto g e M al dual del espacio tangente en q.

- - * v . . . .
Es bien sabido que M, es a su vez un espacio vectorial de dimensién igual a la

de M,. Sea ( i = 1,..,nuna base de M,, para cada i = 1,..., n existe una forma lineal

9
6x‘ )q

d \* .
que notamos por ('aT,)" tal que:

Q.
(3505~ R
3y d .
G oG )s =B W= T

donde §;,=1sii=jy 8;=0sii#j Es inmediato comprobar que la familia de
formas lineales (~a—‘}-); es una base de M; . Dicha base es conocida como base dual de
i

9
la base (ax, )g:

* “p .
En nuestro caso notaremos por E; al dual de la representacion definida en el

apartado anterior E, del espacio tangente a la variedad D* en un punto ¢ = £~ ().

La base dual de la Dbase ilﬁ%ggﬂ)— i=1,.,n la notaremos por
i
al -10) » . . 20Y -
(—ig%—l—g)—) i = 1,..,n. Por tanto y en la forma abreviada 4, log p(-|0) = (_c’i_lg%gijﬂ_))
I fi

6; log p(9;1og p(-10)) = 8y ij = l,..,n
donde &, son las deltas de Kronecker.

* * , . .y .
Todo elemento ¥ e L; se podra expresar como una combinacién lineal de la

forma
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Y = y,0,logp + - + Yndnlogp [3.4]

Si G(0) = [gy(0)] es la métrica definida por el producto escalar en FE,, se define la

meétrica dual G ~'(0) = [g¥(0)] por g,jg”‘ = g 8= 8{‘ , siendo 85‘ un tensor mixto

1 si i =k
5§‘={
0 si i+ k

Una mayor informacidn sobre los conceptos de geometria diferencial presentados

definido por:

hasta el momento puede encontrase en los clasicos textos de Spivak (1979) o Hicks

(1965).
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3.2. Distancia inmediata.

Sea (x, 4) un espacio medible sobre el que tenemos definido un modelo estadistico
representado por la familia paramétrica Fey= {p =/(,0):0€0©} , donde
0 = (0,,...,0,) son los parametros de la densidad y © un abierto de R" que representa
el conjunto de pardmetros para el cual la densidad esta definida. Los elementos de ¢

son los que denominaremos individuos estadisticos.

3 - . - .. . . *
Consideremos la siguiente aplicacidon entre el espacio muestral y y el espacio K,

dual de la representacion Ey del espacio tangente dual a F, o, el punto de coordenadas

8 =1(9,..,0,):
5:x — Eg
. [3.5]
x—-dx)=7Y
tal que )’*(Y) = ¥(x) para todo Ye £,

Fijado 0, todo elemento x ey, se identifica mediante & con una forma lineal
perteneciente a E; que aplica cada vector tangente de K al valor que toma dicho vector
sobre el individuo x. Si consideramos el caso general sin fijar 8, cada individuo se

identifica con un campo tensorial covariante de primer orden.

En estas condiciones se cumple lo siguiente:

» dlog p(x|0)

Y ) = d log p(x]|0) -

26, 30,

9;log p(x) i=1,.,n

y por tanto de la representacion [3.5] se sigue que todo individuo estadistico puede ser
representado en Ey mediante unas coordenadas » i=1,.,n que son los valores que

toman las n variables aleatorias y, = d;logp(xj0) i= 1,..,.n sobre los diferentes

individuos
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x — (9, log p(x10), ..., 8, log p(x|0)) [3.6]

La distancia entre dos individuos estadisticos x,Xey la definiremos como la

. . . * . . .
distancia euclidea en E, entre sus respectivas formas lineales asociadas:

LD = &V Ty = <V ¥ > =
= (3p log p(XI0) ~ 3 log p(x10))'G ™' (8)(d log p(XI0) — 3y log p(xI0)) [3.7]

donde hemos utilizado la siguiente notacién :

dlog p(x10) d log p(x10) )
a0, ' a0,

g log p(x]0) = (
y G~ 1(0) es la matriz del producto escalar en el espacio tangente dual, que corresponde

a la inversa de la matriz de informacion de Fisher.

Queremos hacer notar que la distancia obtenida, no es una distancia intrinseca
entre los individuos, en el sentido utilizado por Rao (1982), sino que depende de la
poblacién a la que pertenezcan los individuos, que nos determina el punto p = ¢~ 1(0)

en el cual estd construido el espacio tangente dual.

Para que la distancia 4 sca una verdadera distancia métrica y no solamente una
distancia pseudomeétrica o pseudodistancia, es necesario que se cumpla d*(x,X) = 0 si

y solo si x = X. En nuestro caso no seré cierto en gencral, ya que d*(x,%) = 0 cuando

dlogp(x|0) _ dlogp(xX|0)
09, 7

Si queremos obtener una auténtica distancia siempre podemos definir una
relacion de equivalencia en x. Diremos que x~X si y s6lo si d*(x,X) = 0, y ésto es una

relacion de equivalencia en y que particiona y en clases de equivalencia. Cada clase
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consta de todos los individuos equivalentes a uno dado. Si X, y X, son dos clases de
equivalencia, tomemos xeX; y Xe X, y definamos dz(X,,XZ) = d*(x,X). Nétese que
hemos utilizado el mismo simbolo para la distancia aun cuando son claramente

diferentes, al actuar una sobre x y la otra sobre las clases de equivalencia.

Cuando consideramos el conjunto de las clases de equivalencia, d se convierte en
una auténtica distancia métrica. A pesar de todo, para simplificar y haciendo un abuso
del lenguaje continuaremos hablando de distancia sobre los individuos de x en vez de

sobre las clases de equivalencia.

Otra construccién es posible si consideramos el caso general de las variedades

(@ DY), e interpretando a los individuos como funciones escalares sobre D*

X=fy 1 g (@) = g(x) = A(p(x|0(g))) paratodo ge Dt

Por otra parte cada f; estaria representada por un campo tensorial covariante

Y'eEy Y (N=Yf, oparatodoYely

y los individuos por tanto por:

x = @RI, -, SAP(XING)))
Respecto la base dual de la base canodnica asociada al sistema de coordenadas.

Si imponemos la condicién de invarianza frente a transformaciones de la medida
de referencia, tal y como hemos comprobado en apartados precedentes hemos de

tomar A(x) = log(x), coincidiendo con los resultados anteriores.

De forma analoga es posible la siguiente interpretacién para las variables

aleatorias. Sea V el espacio vectorial de todas las variables aleatorias definidas sobre
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un espacio de probabilidad (x, 4, P) . Sea Z el subespacio vectorial de V formado por
las variables aleatorias con los dos primeros momentos finitos, y Z, el subespacio de

Z formado por las variables aleatorias centradas. La aplicacion:

ZoxZy - R

(X', Yy > Cov (X", Y

es un producto escalar no degenerado en Z,. Z; es entonces un espacio de Hilbert y
para cada valor de 0 tenemos un subespacio vectorial £ del mismo. Toda variable
aleatoria XeZ puede identificarse con un elemento de E; mediante la aplicaciéon
I: Z —» E,, donde TI(X) es la proyeccion ortogonal de X — E(X) sobre E,. Si la
dimension de V es finita, no es necesaria la condicidon de existencia de los primeros
momentos, al existir siempre un subcspacio suplementario de E, de forma que
V = E @ H y todo XeV puede escribirse de forma Gnica como X = u+ v, donde
ue By y ve H. ldentificaremos toda variable aleatoria con el elemento de E; que

denominaremos proyeccién de X , TII(X), y que sera II(X) = w.

Por lo expuesto anteriormente las variables aleatorias pueden identificarse con
tensores contravariantes de orden | en £, o en el caso general, sin fijar 8, con un

campo tensorial contravariante de primer orden en la variedad.

Previamente a ver algunos ejemplos de construccién de la distancia, examinemos
algunas propiedades importantes. En las siguientes proposiciones supondremos validas
las condiciones de regularidad asumidas generalmente y ya mencionadas en apartados

precedentes.

Proposiciéon 3.3. La distancia [3.7] es invariante frente a cambios admisibles de la

medida de referencia p - v tal quep < < v,
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Demostracién. Inmediato a partir de la invariancia de la matriz de informacién de

Fisher y de las coordenadas y; = J;log p(x|0)=

Sea 7 una funcién medible que transforma el espacio medible (x, 4) en otro
espacio medible (x’, 4"). 7 induce un cambio en los espacios de probabilidad a través

de los cambios en las medidas probabilisticas de la forma siguiente P’ = PT ™.

Proposicién 3.4. Supuesta la existencia de una medida v positiva y acotada sobre A"y
que la funcibn de densidad resultante sea de tipo paramétrico
2,0 e L(v) P(B) = [t 0)dv()  paratodo BeA'. Entonces si T es un estadistico

suficiente:

d%(x,-x-) = dz'(ly ‘-) [38]
donde t = T(x) y { = T(X).

Demostracion. Tal y como hemos indicado en el apartado 4 dcl capitulo 1I, la matriz
de informacién de Fisher es invariante frente a transformaciones por estadisticos
suficientes. Ademas y debido al Teorema de factorizacion de Neyman-Fisher, si 7 es

un estadistico suficiente, bajo las suposiciones del enunciado:

p(x10) = g(¢|0) A(x)
Por tanto y a partir de la definicion [3.7] se siguec inmediatamente [3.8] =

Proposicion 3.5. La distancia [3.7] es no decreciente al aumentar el numero de

coordenadas.

Demostracion. En efecto, [3.7] puede ser representada mediante la forma cuadratica
uw'G " 'u donde u = (g log p(X{0) — dglog p(x|0)) , v recordemos que G es simétrica y

definida positiva. Consideremosu = (u; , u,)y
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Gll GIZ
G =
Gy Gy
la afirmaciéon del enunciado quedard demostrada si conseguimos demostrar que

w'G " 'uw = uiGy;'y, 2 0, donde:
'l g12
._] —_
G {Gzl Gzz]

Descompongamos u=v+w donde v= (GG 'y , GyGyi'uy) y

w= (0, u,— Gy,G;;'u)), entonces uw'G lu=wG'w + viG"'v + 2v'G7'w. Es

inmediato comprobar que el primer término w'G ™ 'w 2 0, puesto que G ! es también

definida positiva, igualmente se comprueba que
11 12 -1
(GG + G Gy)Gyy

-1 -1 -1
V'G v= (uiGll GI] ’ ulG!l GZ]) 21 22 -1 =
(GG + GGG oy

: -1
t =1 -1 Griuy t~=1
= (n,Gyy Gyy , wGyy Gyy) 0 = u;Gyy uy

ademas:

12 -1

o | G “(uy — Gy Gyy uy)

vG w=yv ” iy =
G (uy — G31Gyy 'wy)

= u{G;; (G,G"? + G1,6P)(u, — G1Gyy'w) = 0

Portantou'G¢ 'y — wiG 'y, = WG T 'w=20 =
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Proposicién 3.6. Sean 91,...,6,1,1, 02, v 9%2, ...,0", ...,0,’§k los parametros de la densidad
correspondiente a un modelo estadistico, donde n; + ... + 1, = n. Si el tensor métrico

es de la forma:

(4,0 .. 0]
0Ay.. 0

G(0) =
o A
| 00 .y ]

donde 4, son matrices n; x n. El cuadrado de la distancia entre dos individuos en el
espacio tangente dual de la variedad F(; oy = {p = f(;,0):0 e ®) donde 0 = (6,, ..., 6,) ,
es igual a la suma de las distancias al cuadrado entre los individuos en cada uno de los
espacios tangentes duales de las k variedades Fiy oy = {p = f(-, 0):0;€©;), donde

0, = (8},...00) i=1l..k.

Demostracion. Evidente a partir de la definicién de la distancia en [3.7] y del hecho de

que la inversa del tensor métrico es de la forma

- A -

A7V o0 0
0 A7 .. 0
G~ ') = ? .
0 0 .4
see k
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3.3. Algunos ejemplos de distancias.

3.3.1. Distribuciones uniparamétricas.

- . . . . p . Y
En este caso Ej es un espacio vectorial de dimension uno, y todo individuo x ey

d log p(x16)

» .. ’, . *
vendra representado por una Unica coordenada y = . La métrica de E,

vendra dada por G—1(9) = g”(e) = l/Eo((—alo—ga%(ﬂe—))z). Por tanto el cuadrado de la
distancia entre dos individuos x e y sera:

2 _ 11,0logp(x{0)  dlogp(y|9) .2
d°(x,y) = g ( 20 0 )

Presentaremos a continuacién resultados correspondientes a casos en que los

individuos son:

i) Muestras de tamafio m de una distribucion de Poisson de parimetro 2.

lmi’
Pty plh) = exp( = M) TP

+ Ap-

reR? (Xgs oo X) €(ZY™
donde Z* = {0,1,2,..}, y mX = Ifx’]x,.

Las coordenadas de un individuo vienen dadas por:

dlog p(xy, .., X,ulh) mX
E7Y ' A

El tensor métrico es de la forma:
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La distancia entre dos individuos x = (x;, ..., x,,) € y = (..., V) resulta:

di(x,y) = %(’i -¥)? [3.9]

=_ 1
dondex—w

ii) Muestras de tamafio m de una distribucion Weibull de parametro 2.

P(Xpreer XmN) = 77 AT exp( — Xiglx[) iﬁlx{—l

+

reR X1y oo X)) € (RTY r>0

Las coordenadas de un individuo vienen dadas por:

alOEP(xly ,Xmlk) nt nor
an e
El tensor métrico es de la forma:
" 2
g = 2
La distancia entre dos individuos x = (x;, ..., x,,) , ¥ = (,..., »,y) TeSUltAL
2 AZmo,mo
d*(x,y) = 7,,—(13_le, - ii\:]y,) [3.10]

iii) Muestras de tamafio m de una distribucion Gamma de parimetro a conocido el valor

de p.

mp,
& eXp(~uan‘.x;)le,”°—'

0
P(Xysees Xpplat, po) = Ty =0

aeR”’ (X{, oo X)) € (R F
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Las coordenadas de un individuo vienen dadas por:

al yeee s ,
OB (X1 s Xl Po) _ P %
da a =1
El tensor métrico es de la forma:

2

@ = oo
La distancia entre dos individuos x = (x;, ... Xp) , ¥ = (P1s0es V) €S
2 ma? 2
d (x,y) = Do x-V [3.11]

iv) Muestras de tamafio m de una distribucion exponencial de parametro .

Es un caso particular del anterior para p = 1, por tanto, la distancia entre dos

individuos x = (xy, ..., %) , ¥ = (V1seery V) €S:

d*(x,y) = mAXX — )2 [3.12]

v) Muestras de tamafio m de una distribucién Binomial de parametro p.

m —
plxlp) = ( )px(l -pnx
X

m xeZ, 0<p<l1

Las coordenadas de un individuo vienen dadas por:

dlogp(xlp) _ x— mp
ap P — p)

El tensor métrico es de la forma:
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l p—
&) = p(l —p)

La distancia entre dos individuos x e y es:

2 o (x =)
d*(x, y) (=7 [3.13]

vi) Muestra correspondiente a una distribucion Binomial negativa.

k+x—1 X
plx|p) = ( )p (1-p
X

k, xeZt, 0<p<l

Las coordenadas de un individuo vienen dadas por:

dlogp(xlp) _ &k x
o op P 1—p

El tensor métrico es de la forma:

P’ = p)

1" _
g (@ = A

La distancia entre dos individuos x e y es:

2 _ (x= 0Pt
di(x,y) = K=y [3.14]

vii) Muestras de tamafio m de una distribucion Normal univariante con varianza conocida.
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T (= W)’
- -
DXy ey Xty OF) = (—ee)” exp( =1 )

Vv 2no) 20}

neR (X1, oy X,,) €R” ooeR+

Las coordenadas de un individuo vienen dadas por:

m
d10g p(x1, ... , Xmllt, O2) ’_‘__[,l(x, -

o - ol

El tensor métrico es de la forma:

2
[o]
g = 5~

La distancia entre dos individuos x = (x;, ... X)) , ¥ = (V1se-r V) €S
d*(x,y) = 2(x - ¥)° [3.15)

Tg

viii) Muestras de tamafio m de una distribucion Normal univariante con media conocida.

202

1 - g (x; = o)’
PX1seees X, 67) = (—===)" exp( = )

‘\/ 2no?

B eR (X1, <oy Xp) €RT ogeR

Las coordenadas de un individuo vienen dadas por:

o X 2 - 2 2
Iy 3 X, — mo
al g ( 19 ov xm|p0, o ) lzl( i ]JO)

do o>
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El tensor métrico es de la forma:

2
n - O
g (0 = —
La distancia entre dos individuos x = (x}, ..., X)) » ¥ = (P1yee0 Pin) €S
d*(x,y) = 25 (x) — S [3.16]
20

M3

(x, — no)>

donde S%(x) = :

1
my
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3.3.2. Distribuciones multiparamétricas.

. * » N . . 5 , . e
El espacio Ey tendra una dimension igual al nimero de parametros, los individuos

vendran representados por las n coordenadas [3.6] y la distancia entre dos individuos

se obtendra a partir de la expresion [3.7].

Veamos algunos ejemplos:

i) Muestras de tamafio m de una distribucion multinomial.
1
PX1s oo X g1 [ Py Pp) = —;E,"(Pl)x’--'(l’n+1)x"+'

+ n+1 n+1
(i e DEEZ T =m X g

donde x! = x;!. L

- Xn+1

Las coordenadas de un individuo vienen dadas por:

dlog p(xy, s XpuglPys oo Pp) _ X =Xy = e =
apl Pi

L=p = = py

El tensor métrico toma la forma:

S, i

&y = m(
y Pi l—p— .. —p,

)

y su inverso es g¥ = %(Sljpi —pp) iLj=1l..,n

La distancia entre dos individuos x = (x;,.., x,) , ¥y = (35...,y,,) Viene expresada por:

: n+1(x, — 2
d2(x’ y) = _717 [;] (xl piyl') [3.17]
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En el caso de muestras de tamafio uno obtenemos que la distancia entre los individuos

x = (0,..., 0, g, 0,.,0) ey =(0,., 0,)1, 0,..., 0) resulta:

- N
d*(x,y) = (1 = §)lp + 27 W= Lentl [3.18]

ii) Muestras correspondientes a una distribucién multinomial negativa.

+ + o+ +r— 1 r
P(Xys cons Xp | Pyoces PRY = o * x 5 (r_’;’)'! r-1h P APy (L — Ipl)

n
1y XN @I Epr <]

Las coordenadas de un individuo vienen dadas por:

dlog p(xy, ..., XplPys -y Pn) _ X r i= 1. n
) P 1 —|pl o

donde |p| = py + - + p,.
En Oller (1982) encontramos:

= r |1 .
&y 1—|p|[ﬂ: o l—lpl]

1 — Ipl .
g'=—=1% - ppl Lj=1..n

y la distancia entre dos individuos x = (xy,...,x;) , ¥ = (4,..., »,) Viene dada por:

1 - n Y
di(x,y) = —rl‘gl"l};* [%“ - 1] (xg — yx; — ) =

—_ T n — )2 n
1 —|p| [,2 (i =y _ {1§1(xi —y,)}2] [3.19]
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iii) Muestras de tamafio m de una distribucién normal univariante

m
- 3 g —w
P(X) ey Xplnt, 02) = (__l_)’" exp( =1 . )
\/2n02 20

ogeR” peR (x,.., %y eR”
Las coordenadas de un individuo vienen dadas por:

n
0 log p(xl gerey xmlp., 02) — iz:l(xi - p)
o o2

3108 PlXisoer) Xpplts ) _
do ot

Teniendo presente que el tensor métrico es de la forma:

m
— 0
G =1 ¢o*
02m
2

a partir de la proposicién 3.6. y de [3.15] y [3.16], la distancia entre dos individuos

X = (xl,..., xm) , YT (-Vl""’ym) es:

fmw=;%u&ﬁ—ﬂ“u§m—swﬁ) [3.20]

dondex = L T xy 5x) =

g‘; 2
X; — .
m 2z, l=]( 1~ H)

L
m

iv) Muestras de tamafio m de una distribucién de Wald ( inversa gaussiana).

o a2
Xy X | M) = T1 A 3 )%exp - (____?L(x, H)

=1\ 2nx; 2p.2x,
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(xpmx)e®RYY" preR”

Las coordenadas de un individuo vienen dadas por:

m
X
dlog p(xy,..es X, 1) =L(l§l ] )
an l»12 2
s
X,
dlog p(xy,..., XA, 1) =L(ﬂ_ = _ E—l-) 4+ m
o 2°x pu? i=1% Ly
El tensor métrico es de la forma:
G=12r
0 m\

y la distancia entre dos individuos x = (xy,...,x,,,) , ¥ = (..., J,y) TESUNLA:

2 _ mx;—y _ _
Px,y) = —E(m@ — %) + 9 T LA+ Mg -y

v) Muestras de tamafio m de una distribucién logistica.

P11 X [0, B) =[] L sech¥((x) = @)/ 2)

1
148

(x1,y ) eR™  aeR BeR™”

Las coordenadas de un individuo vienen dadas por:

alogp(xl!"'vxm'a! B) 1 m (xi - a
= — Y tgh
da B 1§1 &

dlog p(xy,s Xl B) _ o _ Sﬂ: X a tgh(x‘ T a)
B2

B

[3.21]
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El tensor métrico es de la forma:

m 0
2
G=|3p m(ﬂ:2 + 3)
9B2

y la distancia entre dos individuos x = (xy,...,x,,) € ¥ = (J},..., ¥,y Tesulta:

P9 =3 E e = Tom !+ 2| & (576 = 5700 + a7 = TOM) |
1=1 B2 (n? + 3) Li=1

[3.22]

X;— Q
donde T(x)) = tgh( 12’3 )

vi) Muestras de tamafio 1 de una distribucion normal multivariante con matriz de

covarianzas conocida.
-n I _
P, Zo) = (2m) ™ 2151 T Zexp( — (¥ — w)'Eg (X = )
) 2

X,peR™ Yo € Py(R)

donde P,(R) es el grupo de matrices regulares simétricas y definidas positivas a

coeficientes reales.

Las coordenadas de un individuo las expresamos en notacién matricial:

0log p(XIn, o) _

on X -

El tensor métrico es:
G0 =%,
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y la distancia entre dos individuos X e Y es:

dXN=X- N x-n [3.23]

expresion que coincide formalmente, con la conocida distancia de Mahalanobis,

aunque esta ultima definida entre poblaciones, Mahalanobis (1936).

vii) Muestras de tamafio 1 de una distribucion normal multivariante con vector de medias

conocido.
-n__ 1 -
P(Xlo, ) = (2m)7 21Z17 2 exp( — (X ~ mp)Z X = po))

X,ppeR"  ZelP,(R)

donde P,(R) es el grupo de matrices regulares simétricas y definidas positivas a

coeficientes reales.

Las coordenadas de un individuo vienen dadas por:

dlogp 102, non 8y o 4 4 P 9
= — | —— 4 —_ - -+ -— —
20, 2[ %] o0y p§1q§1( 3 (" o o 0" ) x, — mp)(x, — my)
donde 6, = o a = l,...,—ngz;—l)— con a = (i — )(n— —;) +jyi<jy donde oY son los

elementos de ¥~ .

El tensor métrico resulta:

G ') =H

donde HePnn+1) definida por hag = OpOy + 00, donde
5 .

a, B, i,j,k,l= l,nconi<jyks<l|
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La distancia entre dos individuos X = (xy,..., x,) ¢ Y = (3,..., y,) resulta finalmente:

n b 5
X)) = %( 2 (ogopt olﬂjk)(% - 1)(% -1

[ £ (©%6? + o™, — m)y, — my) — (x5, = m)xy — mp)]

pg=1

uip%”m%W%—m%—w—w—mm—mm

donde pgy = (my,..., m,).

En notacién matricial llegamos a la siguiente expresiéon:

dXXx, 7y = %[(AY'Z" AN + (ax =7 ax? - 2(ax27'A?]

donde AX=X—poyAY =Y — p,.
viii) Muestras de tamafio 1 de una distribucion normal multivariante.

1
(X, Z) = (2n) _;LIZI— 2 exp( — %(X —wZ7TIX - )

X,MeR" ZeP,R)

[3.24]

[3.25]

donde P,(R) es el grupo de matrices regulares simétricas y definidas positivas a

coeficientes reales.

Teniendo en cuenta que el tensor métrico es de la forma:

fz"' o
G = _ e Pnrn+1)(R)
0 -H"! 2
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H1 - Distancias entre individuos estadisticos

donde H tiene el mismo significado que en el apartado anterior, y considerando la
proposicién 3.6. la distancia entre dos individuos X = (x,...,x,) ¢ Y = (y,.., y,) resulta

ser la suma de las expresiones [3.23] y [3.25].

X N=xX-NE'x-n+
[3.26]
+ —é—[(AY’Z—' AYY + (AX 27T AX)? - 2(AXET'ANY]

donde AX=X—-—pyAY=Y —pn
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3.4. Distancia estructural

En el desarrollo del presente apartado, (x, A) serd un espacio medible, con la
suposicion adicional de que y tiene una estructura de espacio de Banach real (x, Il,)

de dimensién m < «, donde |fi, es una norma en y que tendra asociada una métrica

d.

La distancia al cuadrado entre dos puntos proximos x,x + dx ey, vendra dada

utilizando dicha métrica por:

ds? = Jdx|?

La definicién de la aplicacién [3.5] &:x — E(;, nos permite la introduccién de una
meétrica en y definiendo la distancia entre dos puntos x,x + dx ey, como la distancia
en S entre sus respectivas formas lineales asociadas, donde S es ¢l conjunto imagen de

y por la aplicacién 8, §(x) = S.
5x) =V

Sx + dx) = V" + dY°

Bajo condiciones generales, S es una variedad, donde introduciendo la métrica

G ~1(9) el elemento de linea resulta:

ds® = g”dyidy,- ij = 1,..n [3.27]
donde y, son las coordenadas en Eg.

Continua siendo valido el comentario efectuado en el apartado 3.2. en el sentido
de que és sobre las clases de equivalencia de y sobre las cuales esta realmente definida

la distancia, a pesar de referirnos a elementos de ¥.
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Tal y como desarrollaremos a continuacion, es posible, bajo condiciones
generales, trasladar el calculo de la distancia al espacio y introduciendo en este ultimo

una forma cuadratica diferencial mediante una transformacion de las coordenadas.

Impongamos como condicién de regularidad la existencia de las derivadas

. a . T
parciales i , €s posible entonces efectuar la transformacion siguiente:
o
&’ log p(x|0) .
dy, = —dea a=1l,.,mi=1,.n 3.28]
resultando:

as? = y 8 log p(x]0) e 8? log p(x10) e =

y & log p(x|M) a° log p(x]0)
00,0x, 90,0x;

dx, de

donde llamando:

y @ log p(x]0) 3 log p(x]0)
30,0, 36,0,

gp =& [3.29]

podemos escribir:
ds® = gapdx,dxp [3.30]
La matriz G = [gy) son las componentes de un tensor de segundo orden, covariante

simétrico y en general semidefinido positivo. La variedad resultante sera por tanto en

general una variedad semi-Riemanniana.
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Siguiendo el criterio utilizado hasta este momento, parece mas conveniente, en
aquellos casos en que sea posible, la utilizacion de la distancia en el conjunto
3(x) = S, en lugar de la distancia euclidea ordinaria en el espacio tangente dual, puesto
que supone en cierta manera aprovechar mas la informacién proporcionada por la

organizacién del “espacio” en el cual se encuentran los individuos.
Tengamos en cuenta los siguientes resultados:

Proposicién 3.7. Si el subconjunto del espacio tangente dual que corresponde a la
imagen de y por la aplicacion § definida en [3.5], 8(x) = S, es un conjunto convexo, la
distancia estructural entre dos formas lineales pertenecientes a S , coincide con su

. . o . *
distancia inmediata en Eg.

Demostracion. Evidente a partir de las definiciones proporcionadas en el presente

capitulo =

Corolario. La distancia inmediata [3.7] basada en la estructura euclidea del espacio
tangente dual coincide con la distancia estructural si los individuos pertenccen a

distribuciones uniparameétricas. -

Demostracién. Evidente a partir de la Proposicion 3.7., al ser en este caso la dimension

de Fy iguala 1. w

Interesara estudiar la convexidad del conjunto S para decidir la utilizacion de una

u otra distancia. Veamos el siguiente resultado:
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Proposicion 3.8. Sea la dimensién del espacio muestral igual a 1. Si las derivadas
parciales d,log p(x|0) i = 1,...,n son linealmente independientes, el conjunto S no es

convexo.

. ) . *
Demostracion. En efecto, si la dimension de y es 1, S representa una curva en Eg, y sera
convexo unicamente si dicha curva es una recta continua. Las coordenadas de un
individuo x serdn d;,logp(x|0) i=1,..,n. SiS es una recta las coordenadas seran una

funcién lineal

dlogp(x|0) = Mx)yy+ ¢4 i=1,.,n
donde A(x) es una funcién continua.

Debido a que E(0logp(x|0)) =0 i=1,..,n , obtenemos que

4= —vEMx)) i=1,..,n ypor tanto:

3y log pxI0) = v(A(x) — E(Mx))) = v 1(x)

con lo que dadas dos coordenadas:

8;log p(x10) = vu(x)

9;log p(x|0) = v;p(x)
se comprueba inmediatamente su dependencia lineal.

Si S es convexo las derivadas parciales del logaritmo de la densidad respecto a

los pardmetros son linealmente dependientes dos a dos =

Como un caso particular de la proposicién anterior consideremos que ocurre
cuando los individuos son muestras de tamafio 1 de una distribuci6bn normal

univariante.
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Proposicién 3.9. La imagen del espacio muestral y por la aplicacion [3.5] cuando los
individuos son muestras de tamafio m de una distribuciéon normal univariante, es un

. * . » .
subconjunto convexo de Ey siy sélo sim = 2.

Demostracién. Las coordenadas son:

n
a]ogp _ 1§1 (xf p’)
op a2

El subconjunto § = §(x) ser4 convexo si para cualquier x,yeS ypara 0<¢<1 se
cumple que tx + (I — )y e S. Se debe cumplir por tanto la existencia de unos valores

Zy,.., 2, tales que:

m m m
X (= n) - (z—w
02 0’2 . 0'2

t

m 2 2 m m
2 (i =’ = mo 20wt =met Y =W - mo”
— + (1 — OH— = f=

0,3 0,3 03

llegandose finalmente a las igualdades:

NI
]

X+ (1 = OF

- N 3.31
(2% = 1(x*) + (1 - DB 231

donde mx = x x; y m(x?)= X x{.
i=1 i=1

Este sistema es incompatible para muestras de tamafio uno, con lo cual el conjunto S

no sera convexo, tal y como ya sabiamos debido a la proposiciéon 3.8. Vamos a
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comprobar ahora que el sistema tiene soluciéon para muestras de tamafio mayor o igual

a dos.

——

Llamemos e¢=z y b= (z°) y tomemos soluciones de la forma

zz=a+ h i=1,.m resulta entoncesque a=2 =a+ h Y por tanto h = 0. Ademas
b=(z%) =d® + 2dh + (hY) = a® + (h?). Las soluciones se obtendran de:
=0
a + (72_) =b
, _ . b—a’ap
tomemos A4 =0 j=3,.my h = —h, en estas condiciones A = (——)"".

2
Existira solucién siempre que b — a®> = 0, comprobemos que ésto ultimo es cierto

siempre. Recordemos que (x?) = (%)%, por tanto :

b—a= (D + (1 ~0pD) ~ 2@ = 2(1 — OFF — (1 = 0°F)° =

2

(x2) + (1 ~02) ~ x®ba ~ 201 — O%F — (1 -~ Hip?) =

v

(1 = 06D + (1 ~ 067 ~ 20 = OFF = (1 ~ 0D + O — 25) =
2l — @R+ PP -2 =1 —F—52=20 =
La distancia entre individuos que corresponden a muestras de tamafio uno de una

distribucién Normal univariante, sera por tanto convenicnte calcularla utilizando la

distancia geodé¢sica entre individuos. Procederemos a continuacion a su obtencion.

_ _ 2
Pxl, 0%) = —Le exp(— B
\/ 2no? 2
x,pekR oeR™"

La matriz inversa del tensor métrico es igual a:
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2
11 2 22 12 21

P logplxim, 0’ _ 1 dlogplxin,o?) _ 2Ax — 1)
apax 0'2 dodx 0»3

El elemento de linea resulta:

2(x — [.1)z + o

0_4

ds? = (dx)? [3.32]

La distancia entre dos puntos x' y x? sera:

5= U"(z("_“) to ); dx| [3.33]

(o)

Efectuando el cambio V2 = ; L », obtenemos:

= \/12—.{:'2\/}’2 +1 dy

-1

que mediante el nuevo cambio y = sht = £-—_¢ _ resulta:
S Pk
a2 f
o bien:
4\/2
Un cambio alternativo:
x —
L=y [3.35]
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nos lleva a:

resultando:

dondeu—-\/l+2y

\/Zy

IIT1 - Distancias entre individuos estadisticos

4 ——
_ +1n—”—'-J [3.36]

81



IV - Aplicaciones de las distancias entre individuos

IV. Aplicaciones de las Distancias entre individuos.

En este capitulo presentamos algunas aplicaciones de las distancias entre
individuos a la estimacion de parametros, utilizando tanto la distancia inmediata como
la estructural, a la verificaciéon de hipotesis estadisticas y a los problemas de

discriminacién de individuos.

4.1. Estimacién de parametros.
4.2. Contraste de hipotesis.

4.3. Clasificacion y discriminacién.
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4.1. Estimacion de Parametros.

4.1.1. Procedimiento general.

Dentro de las posibles aplicaciones de las distancias entre individuos para enfocar
desde un punto de vista geométrico diversos aspectos de la estadistica, destaquemos la

definicién de un método general de estimacion basado en consideraciones geométricas.

Sea (x, A) un espacio medible sobre el que tenemos definido un modelo estadistico
representado por Fi oy = {p = f(-,0):0e 0}, donde 8 = (0y,...,0,) son los parametros

de la densidad y © el espacio paramétrico.

Sea x = (:;1,...,;,,) una muecstra alcatoria que suponemos proviene de una
poblacién tebrica, entendida como un elemento de la familia paramétrica I o)
caracterizado por un determinado valor de los parametros. El problema de la
estimacion es determinar de alguna forma el valor de-dichos pardmetros a partir de la

informacién facilitada por la muestra.

El procedimiento propuesto por nosotros, se basa en determinar la distancia entre
la muestra obtenida x y otra hipotética muestra x suponiendd ambas procedentes de
una poblacién estadistica caractcrizada por un valor 0 = (0,,...,0,) de los parametros,
utilizando para ello la distancia en el espacio tangente dual E(’; entre sus respectivas

formas lineales asociadas.

d2(x, %) = - (8(x), 8(x)) [4.1]

donde 8(x) = Y es la forma lincal asociada con el individuo x a través de la aplicacion

& definida en [3.5].
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Una forma razonable para estimar el valor rcal de los paraAmetros de la poblaciéon de
la cual proviene la muestra x pucde ser tomar aquel valor de los parametros 6 que

minimice la esperanza de la distancia al cuadrado entre x y la muestra x.

Eo(d(x, %)) = JXP(XIO)d2(;(, x) d p(x) [4.2]

Por tanto, y supuesta la existencia del minimo para la esperanza de la distancia al

cuadrado, la estimacién 0 verificara:

E:(d¥(x,x)) = min Ey(d*(x, x)) [4.3]
e 0cO

Se trata de un criterio meramente geométrico puesto que dada una muestra

asignamos como parametros aquellos que definen la poblacion estadistica que tiene sus

individuos, mas cercanos, en promedio, a la muestra obtenida.

Debemos hacer notar que el minimo exigido en [4.3] no tiene porque existir
necesariamente, asi mismo resaltemos que el resultado de la estimacién dependerd de
la definicion de la distancia entre individuos que utilizemos. Al poseer dos diferentes
definiciones para la distancia entre elementos del espacio tangente dual o entre
individuos, la distancia inmediata y la distancia estructural, las estimaciones obtenidas

diferiran en tanto que las distancias tambien difieran.

4.1.2. Estimacion utilizando la distancia inmediata.

La distancia entre la muestra x y una muestra hipotética x, utilizando Ia distancia

euclidea en el espacio tangente dual, resulta, utilizando una notacién matricial:
di(x, x) = d2-(5(x), 5(x)) =
1] Eo 1
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= [ 3y log p(x10) — @ log p(x10)|'G ~"(®)] 3 log P(XI0) — 3 log p(x[0) ] [4.4]

donde G~ !(0) es la matriz asociada al producto escalar del espacio tangente dual.

La esperanza de la distancia al cuadrado es en este caso:

Eo(d™(x, X)) = (3 log p(x10))'G ~ "(8)(d log p(x|0))
— 2(3p log AxI0))'G ™ (D)E(9 log p(xI0)) + E((dg log p(x10))'G ~'(8)(dp Jog p(x[0))) =
= (9p log P(x10))'G ™ '(8)(2p log p(xI0)) + Etraza(G ~ ' (0)(dp log p(x10))(d log p(x|0))) =
= (3o log p(XI8))'G ™ '(8)(p log p(x10)) + traza(G ~'(O)E((d log p(x10))(3g log p(x10)))) =

= (3p log p(x10))'G ~1(8)(3y log p(x(0)) + n
[4.5]

donde hemos tenicndo en cuenta que E(dy log p(x|0)) = 0.

Resulta igual a la suma del nimero de parametros y la norma al cuadrado del

vector de coordenadas de la muestra x en el espacio tangente dual.

El minimo se alcanza, caso de existir, como solucién de:

I G log (x10) | = © [4.6]

Dicha soluciéon, bajo las habituales condiciones de regularidad, se corresponde

con la anulacién de las n ecuaciones de verosimilitud

dlog p(x|0) _ .
%0, 0 i=1,.,n fa.7]
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Los resultados de estimacion coincidirdn con los obtenidos por el método clasico
de maximizar la funcién de verosimilitud de la muestra, caso de existir un maximo para
tal funcién. Sin embargo el método de minimizar la esperanza del cuadrado de la
distancia no impone ninguna restricciéon sobre los ceros de las ecuaciones de
verosimilitud, no exige buscar un maximo para la verosimilitud. En este sentido
podriamos considerar que la obtencion de estimadores maximo verosimiles implica la
obtencidon de distancia minima, pero no asi a la inversa. No es la primera ocasién en
que se plantea la utilizacion de soluciones de las ecuaciones de verosimilitud que no
se corresponden con el maximo de la misma para la obtencién de estimaciones, Duda
y Hart (1973), intentan evaluar la funcién de verosimilitud correspondiente a una
mezcla de distribuciones normales donde todos los parametros son desconocidos, y
encuentran que la verosimilitud puede hacerse arbitrariamente grande si la varianza
tiende a cero, por tanto la solucidon maximo verosimil es singular. Sin embargo aducen
que empiricamente se obtienen estimaciones razonables utilizando el mayor de los
maximos locales de la funciéon de verosimilitud. Nosotros iriamos mas lejos
proponiendo como resultado de la estimacion cﬁglquier raiz consistente de las

ecuaciones de verosimilitud.

Presentamos a continuacion algunos resultados ya conocidos sobre la existencia

de soluciones de las ecuaciones de verosimilitud.
Bajo las condiciones de regularidad del capitulo 2, a las que afiadimos:

Bl. Las observaciones x;,..,x, son independientes e idénticamente

distribuidas con funcion de densidad p(-|0) 0e©.

B2. Las distribuciones correspondientes poseen soporte comin y son

identificables, es decir 0 # 0’ implica que p(-|0) # p(-10").
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B3. Existe un abierto Wc® que contienc ¢l verdadero punto de los

parametros 0, tal que para casi todo x existen las derivadas terceras

&

—_—— 0 todo 0eW
50,20, 80, px|0) paratodo 0Oe

B4. Existen funciones My, tales que para todo ijk = 1,..,n

63

—_— 0 <M todo 00
30, 66, 30, log p(x|0) yk(X) paratodo Oe

donde Ly (M(x)) < .
Entonces:

Proposicion 4.1. ( Teorema de Consistencia de Cramer ) Con probabilidad tendiendo a
uno cuando n —» o existen soluciones de las ecuaciones de verosimilitud

dlog p(xi0) _ 0
a9,

i=1,.,n

tales que convergen a 0, en probabilidad, es decir son consistentes.
Demostracion. Puede encontrarse en Lehman (1983).

Destaquemos que el estimador maximo verosimil no coincide necesariamente con
la raiz consistente garantizada por la proposicion anterior. Por ejemplo Kraft y Lecam
(1956) proporcionan un ejemplo en el que el estimador maximo verosimil existe, es

unico y satisface las ecuaciones de verosimilitud, aunque no es consistente.

En BandorfI-Nielsen (1978) o Makelainen et al. (1981) pueden encontrarse

también condiciones suficientes para la existencia o existencia y unicidad de raices de
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las ecuaciones de verosimilitud. Destaquemos que si p(x|0) es una familia exponencial

multiparamétrica no degenerada, entonces existe como maximo una solucién.

4.1.3. Estimacién utilizando la distancia estructural.

La posibilidad de realizar la estimacion utilizando como distancia entre individuos
la distancia geodésica definida en 3.4 nos impone una reflexién sobre la conveniencia

de emplear una u otra estimacion.

Basandonos en el corolario de la Proposicion 3.7., en caso de que los individuos
pertenezcan a distribuciones uniparamétricas, la la distancia estructural coincide con
la distancia inmediata, y por tanto la estimacion utilizando la distancia estructural se

reduce a lo comentado en el apartado anterior.

En la Proposicion 3.8., hemos demostrado que si €l tamafio muestral esm = 1,y
la dimensién del espacio paramétrico es'n = 2, la subvariedad S no es convexa, las
distancias inmediata y estructural difieren, y por tanto los resultados de la estimacion

también deberan diferir.

Veamos como ejemplo la familia paramétrica definida por la funcién de densidad:

F(—ty%

Pl B) = & F(5

dondepeR , B> 0y Fesuna funcion F:RY U {0) - R™ U {0) que satisface:

jiom F(uz) du =1

Asumiendo que:
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a= 4jo°° 2 (RO R d < ©

b= jio(l + 2N Y Fw?)du < ©

donde ¥F= —’;— Puede comprobarse facilmente que el inverso de la matriz de

informacion de Fisher es:

g =.P_ g =£b_. g°‘=g =1

Ademas suponiendo #F derivable respecto x:
azlogp___Lf X —H )2
dp ox ‘32 B
0 log P _ X - u x - p
OB ox

donde flu) = —2{¥Fu) + ALF (wu) vy glu) = —4 {(ZF)'(u)u2 + ZFu)}. Por tanto a

partir de [3.29] y [3.30] tenemos:

donde A(u) = (4 (u) + -’1)— 22wy ),
Tendremos que:

Ed(x,x) = [*_ [ j:% h(

dy

2 1
—F
B
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T y—u

donde haciendo los cambios z = =t y (= ZZE  resulta
Ed@x) = [ | G ai]? Az dz =
= { j"w[ j;" ) d1]2 R dz + [© [ [7n® di]? Ry dz +
+

2] fw[ jz_" h(1%) dt] [ 5 ne™y dit] F2*) dz

que al ser el segundo miembro independiente de la muestra y anularse el tercero,

resulta

E(d%(x, x)) = [ {° h(e?) dz]2 + K

donde K es una constante independiente de la muestra. La estimacion que minimiza

la esperanza del cuadrado de la distancia serd por tanto:

z= =

es decir ﬁ = .;, quedando B indeterminada.

Como un caso particular del ejemplo anterior consideremos la distribucion

~ 4 « o, .
normal univariante, donde F(¢) = l_.~7. Porla Proposicién 3.9, si el tamafio

muestral es superior o igual a 2, Szgs convexa y por tanto la estimacion de los
pardmetros se realizard buscando raices de las ecuaciones de verosimilitud, sin
embargo en caso de trabajar con muestras de tamaiio m = 1, la imagen del espacio
muestral por la aplicacion [3.5], no es un conjunto convexo, y teniendo en cuenta el

resultado anterior, la estimacion resultante serd p = x quedando ¢ indeterminado.

El resultado presentado contrasta con el que obtenemos aplicando directamente

el método de la maxima verosimilitud, puesto que obtendriamos como estimacién
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A

= x , 6 = 0. Creemos mas coherente el resultado proporcionado por el método de
minimizar la esperanza del cuadrado de la distancia, ya que al disponer de una muestra
de tamafio uno, no podemos conjeturar nada sobre el parametro de dispersion de la
distribucién y por tanto la estimacién que nos permite tomar un valor arbitrario es

mas razonable que aguella que le asigna el valor 0.
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4.2. Contraste de Hipotesis.

4.2.1. Consideraciones generales.

Otra posible aplicacién de la distancia entre individuos es la verificacion de
hipétesis estadisticas paramétricas sobre los resultados de un experimento.
Consideremos un cierto contraste de hipotesis definido sobre los parametros de la
densidad, donde la hip6tesis nula genera una cierta restriccibn sobre el espacio
paramétrico original ®, generiandose una subvariedad que denominaremos O, ,

podemos representar dicho contraste por:

HO: 05@]{
H:0e0

Para verificar la veracidad de la hip6tesis nula dada una muestra xey ,

consideremos los siguientes estadisticos: -

1 2 - = fen ~ = §
min By(d’(x, %)) = E, (d(x, %)) = Ey(x)
min Eg(d’(x, X)) = E; (d(x, %)) = E(x)

Obtenemos E, y E, sustituyendo en Eo(dz(x,x)) los parametros 0 = (0,....,9,) por
sus estimaciones de distancia minima dentro de cada una de las variedades

paramétricas correspondientes a la hipotesis nula //; o a la hipotesis alternativa H,.

Podriamos adoptar como criterio de decision, rechazar la hipotesis nula H,,
cuando £,(x) sea razonablemente mayor que E,(x), al no lograrse un minimo aceptable

para la E(d%(x, x)). Rechazariamos por tanto la hipotesis nula cuando el cociente:

92



IV - Aplicaciones de las distancias entre individuos

Ey(x

E(x)

A =

fuese suficientemente grande.

La region critica del test vendra dada por tanto por

W= (X0 %) | A = A [4.8]

donde ), es una constante que vendrd dada por la eleccién de un coeficiente de

significacion € tal que P(A = A \Hy) < €.

4.2.2. Hipotesis nula simple.

4.2.2.1. Distribucion asintdtica bajo Ia hipotesis nula.

Supongamos que deseamos contrastar una hipétesis nula del tipo Hy:6 = 0, .

En apartados precedentes hemos comprobado que bajo las condiciones de
regularidad enunciadas en el capitulo 11, las variables alcatorias g,log p(x|0,) cumplen

lo siguiente:

E(3; log p(x]0p)) = 0
cov(d;log p(p(x10)10q) , &, log p(p(x|B)105)) = £,(0y)

donde g;(0,) son los elementos de la matriz de informacion de Fisher.

Tomemos una muestra aleatoria de tamafio m, x = (x,..., x,,) procedente de una
~poblacion, elemento de la familia paramétrica F, @) caracterizado por un determinado

valor de los parametros, sobre la cual qucremos efectuar el contraste definido
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anteriormente. Entonces a,logp(;[(lo) = =g logp(::c1 [0g) + - + § logp(.;mlﬂo) y por

consiguiente, obtenemos las expresiones

E(3;log p(x(8)) = 0 y cov(d;log p(xI0y), 3)log p(x10g)) = m g0 -

Para valores de m elevados, m— o0, el vector aleatorio

aloEa%(xlOO) Yooy alogaz(xloo) )'f; X~ N(0, G), es decir, converge en ley a
1 n

X donde X es un vector aleatorio n-dimensional distribuido segin una normal

9 log p(x18p) = (

muitivariante con vector de medias cero y matriz de convarianzas igual a la matriz de

informacién de Fisher.

Como consecuencia de lo anterior y debido a las propiedades de la normalidad

multivariante:

(3o log p(x100))'G ~ ' (0)(dg log p(x10g)) = ¥~ X2 [4.9]

es decir, converge en ley a ¥, donde Y se distribuye seglin una ji-cuadrado con n grados

de libertad.

La region critica del test:

o 0= [4.10]
Hy: 0% 0, '

tal y como la hemos definido en {4.8], teniendo en cuenta el resultado del apartado

4.1.2. , vendra dada por:

W = (x: (3 log p(x100))'G ™' (8o)(p log p(x10)) = ¢} [4.11]

El test obtenido en [4.11] ha sido también formulado independientemente bajo la

denominacion de test de los Multiplicadores de Lagrange, Aitchison y Silvey (1958),
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o test de los scores, Tarone (1988), también denominado del gradiente, y utilizado por

vez primera por Fisher (1935).

Entre sus propiedades destaca el ser asint6ticamente equivalente al test de Wald
basado en estimadores maximo verosimiles y al test de la Razén de Verosimilitud,

Tarone (1988).

Una de las aplicaciones desarrolladas para el test de los “scores”, es en contrastes
del tipo Hy: 6 = 0y vs. H,:0 # 6, donde generalmente no existe un test localmente de

potencia maxima (LMP), si embargo utilizando el estadistico

Z% = g;; (3 log p(x10))?

se obtiene el test asint6tico insesgado localmente de potencia maxima (LMPU), Wald
(1941). Del mismo modo para contrastes con vectores paramétricos n-dimensionales
Hg:0 =05 vs. Hi:0 =;b 0, s€ c;ansidera un estadistico idéntico al definido en {4.11] con
una distribucién asint6tica ji-cuadrado con n grados de libertad. Y para contrastes
sobre la igualdad de parametros entre K poblaciones, s¢ ha desarrollado un test basado

en el estadistico:

-:2 _ K ~ ( N 1 a
Zp = kE'(Sk(O)} {G(0)}  {S5x(0))

donde S(0) = g log p(x{0), y 0 es ¢l estimador maximo verosimil basado en los datos de
las K poblaciones. Bajo la hipotesis nula de un valor comun de los parametros para las
K poblaciones, =% se distribuye asintéticamente segin una ji-cuadrado con n(K — 1)

grados de libertad.
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4.2.2.2. Ejemplos.: i) Distribucién normal univariante con varianza conocida.

Deseamos contrastar la hipotesis:

Hy: u =y,
Hyi:p# no

Siguiendo el desarrollo precedente es inmediato que:

£y [4.12]

E, o2

por tanto si Hy es cierta: 21 (ug - %)? sigue una distribucion 32 con un grado de
Go
libertad.

Notese que en este caso al ser la distribucion de

(X — up)

co/\/.nj

una N(O0,1), la distribucién del estadistico es exactamente una ji-cuadrado de un grado

de libertad, independientemente del tamafio muestral m.
ii) Distribucion de Poisson de parametro 1.

Deseamos contrastar la hipotesis:

Ho: % = X,
[{]: 7»# ko

LLegamos a obtener:
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(Ao — )2 £4.13]

.

2 (A — X)’ sigue asintoticamente una distribucién x? con un
0

por tanto si H, es cierta

grado de libertad.

iii) Distribucion Multinomial.

Deseamos contrastar la hipotesis:

Hy: p = py
Hy: p# po

A partir de los resultados obtenidos en 3.3.2. es facil comprobar que el test definido

en [4.11] toma la forma

-m =c) [4.14]

_— n+1 .x,z . . . e . . .y 2
y el estadistico = — m si H, es cierta sigue asintoticamente una distribucion y

=1 Mp
con n grados de libertad.

Como puede comprobarse el resultado obtenido en [4.14] coincide con el

conocido estadistico x de Pearson.
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4.3. Discriminacion y Clasificacién.

El problema de asignar un individuo © a una de varias poblaciones I, ..., IT;
caracterizada por unos determinados valores de los parametros 0,,...,0,, puede ser

tratada también con ayuda de la distancia entre individuos.

Sea x una observacion a clasificar entre un conjunto de poblaciones Iy, ..., IT,.

Podemos definir la siguiente funcidén discriminante:

S}y = Egq,(dix, %) [4.15]

donde x es al igual que en el caso de la estimacion, una hipotética muestra procedente

de la poblacién I,

La regla de decisién consistird en asignar x a la poblacion I, si:

SR) = min (0, ., (X)) [4.16]

Una posible variante a la funcién discriminante propuesta también en Cuadras

(1989,a), consiste en tomar:

Si(x) = dB (x,0) [4.17]

puesto que E(d; log p(x|0)) = 0, pudiéndose considerar la distancia al cuadrado entre la

muestra x y el individuo “medio” de la poblacion.

Posteriores comentarios a la aplicacion de la distancia entre individuos en
problemas de clasificacion y discriminacion, incluyendo la estimacion de la distancia
entre individuos cuando las poblaciones vienen caracterizadas por muestras aleatorias,

puede encontrarse en Cuadras (1989 a,b) y Sanchez (1989).
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V. Sobre una clase de funciones de densidad de

probabilidad

En este capitulo introducimos una clase de funciones de densidad de probabilidad
basadas en la representacion en un espacio de Hilbert de las medidas probabilisticas.
Las funciones que se obtienen pueden ser caracterizadas en una variedad paramétrica
de dimension finita estudidndose la geometria informacional del modelo. Las
variedades resultantes tienen curvatura constante y positiva, y ha sido posible la
obtencién de una expresién para las geodésicas y la distancia de Rao entre dos
distribuciones. Se introducen varios ejemplos con el correspondiente estudio
probabilistico y finalmente efectuamos un pequeiio comentario sobre la aplicacion de

dichas familias a la estadistica no paramétrica.

5.1. Construccion y consideraciones basicas.
5.2. Geometria informacional del modelo.
5.3. Ejemplos de familias.

5.4. Consideraciones f[inales.
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5.1. Construccion y consideraciones basicas.

En ciertas ocasiones, la geometria de algunos modelos estadisticos es bastante
complicada, por ejemplo la geometria del modelo normal multivariante, del cual
todavia no ha sido posible obtener una expresién explicita para la distancia entre dos
distribuciones, vease por ejemplo Eriksen (1986) o Calvo (1988). Este hecho sugiere
que quizd seria interesante considerar la construccién de modelos con propiedades
geométricas sencillas y con la capacidad de ajustarse de forma adecuada a una amplia
clase de muestras, teniendo en cuenta ademas que en muchas ocasiones no existen

razones tedricas para optar entre un modelo u otro.

Dentro de este contexto podemos establecer alguna relacién entre los aspectos
geométricos del anadlisis estadistico y la estadistica no paramétrica, mediante la
representacion de las distribuciones en un espacio de Hilbert a partir de un desarrollo
en serie utilizando sistemas ortonormales de funciones, donde los parametros de la
seriec podran ser estimados ‘a partir de los datos. Mostraremos que las variedades
resultantes seran de curvatura constar-lte vy positiva, la geometria serd la geometria

esférica y obtendremos la féormula explicita de la distancia entre dos distribuciones.

Sea n una o-finita medida aditiva de base numerable, definida sobre una o-algebra
de los subconjuntos de un espacio medible (x, 4) . M designa el espacio de todas las
funciones reales p -medibles sobre x v #%(x, pn) = ¥ es el espacio de todas las fe M

tales que

[ r@due <o

#? es un espacio de Hilbert real con el producto escalar y la norma

<fg> = [ fg@dux Ilf||2=fx A dpx) fige £?
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Bajo las suposiciones anteriores, %2 es un espacio separable y consecuentemente
existen sistemas ortogonales completos de funciones, en particular también
ortonormales, de forma que cualquier fe.¥> puede ser expresado como
f= ::;:)1 ¢ ¢, (x) donde { ¢,(x) },cn €S UN sistema ortogonal completo y ¢, los coeficientes

de Fourier de f con respecto a { ¢; (x) };cn, Que toman la forma:

<[> _ i
Yl & - e G Jxﬂx) P x) d p(x)

Sea I = {(0,,6,..) € R°°:l‘i._?l 0} < o, }, % es un espacio de Hilbert con el
R
producto escalar < 0,n > = ‘1‘3191111, 0,nel/? . Podemos también considerar los
. o, © 2 _ 2
subconjuntos So(?) = {(04,0,,...) € R :lgl 0 = r°,) ,para0 < r < o, esferas
de radio r en /%, y S,(r) = {(8;,..,8,) € R":ié':le,2 =/,} ,parad <r <  la

esfera de radio r usual en R". Una vez fijado un sistema ortonormal { @;(x) };cN, €Xiste

un isomorfismo natural entre £? y /% de la forma siguiente:

§:.¥’2~+12
S E() = (01,6,,.)

[5.1]

donde (,, 8,,...) son los coeficientes de Fourier de f con respecto a { ¢;(x) }ien- LOS
parametros (94, 0,, ...) pueden ser considerados como las coordenadas de f con respecto
a { ¢; (x) }en - Cuando por otra parte consideramos feM tal que [/ = ’:zol 0, 0,(x) donde
(04, 9,, ...) € S(r), debido a que & es también una isometria obtenemos un subconjunto
de &? que es una esfera de radio r en %2, la Hamaremos LU, £ U So(D) = LN,

también se verifica que &( ¥? (M= S (n.

Sea ahora IT el conjunto de medidas probabilisticas sobre (y, 4) tal que P < <

para todo Pell . Consideremos la immersién de P en %? definida por
172 . . . . . .

P - a[%—ﬂ] / , donde o e R. Es fécil verificar que la distancia en IT inducida por la

u
distancia en %2 permanece invariante bajo cambios de la medida de referencia u.
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Si consideramos la siguiente representacion:

1/2 0 .
u[%}i—] = 3 004 [5.2]

donde (@;(x)}en SON  un  sistema  ortonormal completo, entonces

0 = (61, 9,,..) e Sx(a), puesto que a[—‘;—ﬁ—] 172 e ¥Xw). La expresion [5.2] nos sugiere
una forma de definir una clase de familias de funciones de densidad de probabilidad

de dimension finita de la manera siguiente:

n+1 2
p(x|0) = I:IE] 0, ‘Pt(x)] £5.3]

donde {gfx)} i= 1,..,n+ 1 son miembros de un sistema ortonormal completo en

L2y 0 = (0,..,0,11) € Sps (1)

Tomemos ahora la variedad parameétrica n-dimensional
Sp+1(1) = {(91,...,6,,7+1)eR"+‘1 :':.i.:.:of =1} , claramente una variedad real
n-dimensional C* conexa y compacta. S,,; puede ser considerada como el espacio
paramétrico que represente el conjunto de parametros para el cual las densidades estan
definidas ® = S, , (1) . Notese que la condicion de identificabilidad, es decir si 0% ¢
y 0,00e® entonces p(x{0)+#p(x]0’), no se cumple en este caso, puesto que
obtendriamos la misma densidad si considéréramos los conjuntos 0 = (8,,...,9,,+,) ¥
0.= (—0,.,— 0,4,). Es conveniente introducir sobre la familia de densidades de
probabilidad la condicién de identificabilidad, que puede conseguirse introduciendo
ciertas restricciones sobre el espacio paramétrico ® , dando lugar a nuevos espacios

paramétricos restringidos © e

Una condicién suficiente de identificabilidad, puede ser dada en caso de que yx sea
un espacio topolégico, con 4 la correspondiente 4lgebra de Borel generada por la

topologia, a través de la siguiente
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n+1

Proposicién 5.1. Sea p(x[0) = [El 9, cp,(x)] 2una familia de densidades de probabilidad
definidas como en [5.3], y consideremos el siguiente espacio paramétrico
©,. = (Sp+1: V0> 0}, donde fijado veR" ! v'0 > 0 para toda funcién de la familia.
Supongamos que toda of{x) i=1,.,n+ 1 es una funcién continua en yx y que
9(x),--., Op+ 1{x) son linealmente independientes en todo abierto no vacio de y. Sea
V) = 0,01 (x) + = + 0,0 10,43(x) Y B = 0,0, () + -+ By 0p1(x)  con
yXx) = P*(x) entonces 6, =8, i=1,.,n+ 1,y la familia antes mencionada es por

tanto identificable.

Demostracién. Debido a que Ydy = i B%dp = 1 existe un punto xey tal que
yz(x) = B2(x) # 0, y consecuentemente existe un abierto ¥ con xe V tal que en cada
punto ce ¥V, y(x) y y(c) tienen el mismo signo. De idéntica manera y debido a que B es
también una funcién continua, existe un abjerto W con x & W tal que en todo punto
zeW , B(x) y B(z) tienen el mismo signo. Esto significa que 7y(x) = B(x) o
¥(x) = — B(x) para todo xeWnV. Se sigue que ':g::(e, ~8)ox)=0 o
'EZ:(Q, + 8) 9{x) = 0 , y debido a la independencia lineal de ¢, en W n V' concluimos
que 8, = 8,0 8, = — 8, para todo i = 1,..,n + 1, pero debido a que v'0 > 0y v' 0 > 0,

se sigue inmediatamente {a proposicién »

El ejemplo 1 de la seccion 5.3 ofrece un ejemplo de una familia de densidades
de probabilidad discretas, donde la identificabilidad se logra porque los parametros se
identifican con la raiz cuadrada positiva de medidas probabilisticas, dando lugar a un

nuevo espacio paramétrico restringido diferente del anterior.
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5.2. Geometria informacional del modelo.

Para obtener la distancia entre dos distribuciones, podemos seguir el esquema
usual de la geometria riemanniana definiendo en cualquiera de las variedades ® o0 @
un campo tensorial métrico a partir de la matriz de informacién de Fisher, Rao (1945),
Burbea y Rao (1982), y consecuentemente el espacio paramétrico se convierte en una

variedad Riemanniana n-dimensional, como veremos a continuacion.

En primer lugar debemos definir un entorno coordenado de todo punto 0 de la
variedad. Dado un punto 0e® = S, (1) consideremos un entorno abierto U de 0.
Puesto que 0eS,. (1) 6 # 0 paraalgin | <j < n+ 1, podemos asumir sin pérdida
de generalidad que 6,,,, # 0. La carta local (U,w) donde y : U —» R”" esta definida por
ejemplo, por w(0) = (9,,..,9,) 0OeU, induce un familia de funciones coordenadas
reales definida por x; = oy i= 1,., n donde y son las coordenadas naturales en

Rn

A partir de ahora consideramos como variedad paramétrica la variedad
n-dimensional ® = S, ,,. Los resultados son esencialmente los mismos para ciertas
variedades paramétricas restringidas, como por ejemplo la definida en la Proposicién

5.1 y la correspondiente al ejemplo 1 de la seccion 5.3. .

El logaritmo de la funcién de densidad resulta:

n
logp(xi0) = 2108 (T Opexx) + (1= 0] = = = )P gy 1)) [5.4]

derivando parcialmente respecto §, obtenemos:

2[@(3()_( 01 @41 () ]

1 — 02 - _ 92 1/2
d; log p(x|0) = —; 21 2"] " [5.5]
kglek (pk(X) + (l - 01 e T QI‘I) / (pn+1(X)
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resultando por tanto las componentes del campo tensorial métrico:

0; 0

2 2
L T

gy(0) = E(d;log p(x|0) 9, log p(x|0)) = 4[5,, + ij = 1,..,n [5.6]

0 en notacién matricial:

00’
= + —_—
6@ = 4( + 2

Puede comprobarse que es C™, simétrico, definido positivo y su determinante es

igual a:

4"
lgy (O} = [5.7]
Y 102 — .. — 02

definiendo por tanto una métrica Riemanniana sobre la variedad.

Pasemos ahora a calcular el inverso del tensor métrico, resultando:

2% = %(5” ~00) ij=l.n [5.8]

en notacién matricial:

G o = -}‘-(1 - 00)

En efecto, pucde comprobarse de forma inmediata que:

00' 1 ’
4(1"'—'—'———1 ﬂ'ﬂ)—l ({—00)=1 [5.9]

Procedamos al calculo de los simbolos de Christoffel de primera y segunda

especie. Obtengamos en primer lugar:
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dgn _ (Byf * 3ud) (1 - 07 — .. — 02) + 2090, [5.10]
a9, (1 — 0} — ... — 022
resultando por tanto los simbolos de Christoffel de primera especie:
80 0,0,0
l:‘j,k1=4[ e , “] [5.11]
1-02—.—-06 (@(-0-. -6)
ijk = 1,..n
A continuacién obtengamos los de segunda especie:
8,9, 0,06,
= L " - 004 ’ + =
w4 - - 02 (-0t — .. — 0%y
_ 58,9, _ 80,07 N
1-02—..-02 1-02-.-¢6
’+ 3908, . 6,6,0,07 _
(1-02~ .. -0 (-02—-. -0
2 2
2 2
1—-07 — .. — 02 1~02— .. —02
N 0,0,9, 0001 — (1 - 6} — .. — 0} _
(1 -0~ ..~ 0% (1— 02— ... — o}?
0,0,0,
= 5,0, + [5.12]
7 1—-6l— .. -6
iik=1,.,n

Para obtener la curvatura riemanniana de la variedad necesitamos obtener el

tensor de Riemann-ChristofTel de primera especie, y previamente el de segunda especie.
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0,0, 058,0,
s = {[s,keﬁ + ra— ][swea +— e B
n n

500 4 OaB0K8 + Bu0R(1 — (1 - 07 — ... — 6 L B0k004(1 ~ (1 = of — ..o | _
ey 1 - 62— .. — 02 (1—02 — .. — o2
5:x9,0 0,0,0,9
- 2ija g + zikja - [5.13]
I - 91 T e T 0’! (1 - 01 T e 7T 9,,)

Obtengamos ahora:

B,k()j@a - SUGkGa

ThIfy — ThChe = : : [5.14]
1 - 91 T oaes T 9,,
ard, (8400 + 50,9, + 8,0,0)(1 — 03 — .. — 0%) + 20,0,00,
= Budy + 5 = [5.15]
99 (1-0%— .. — 6%
El tensor de Riemann-ChristofTel de segunda especie resulta finalmente:
org, g
Ry = '—'—“aogk ~ o, + Ty = Ty Ty =
[5.16]

8209, — 8410,9;

1—-0l~ .. -0

= 8"{8“] - Susak +
a,ijk = l,...,n‘

El tensor de Riemann-ChristofTel de primera especie se obtiene a partir de:

Ruye = Rijp Zop =

n 04/0:0, — 3,19,9; 0,0
agl{{"“” I By, R
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5,40,0, — 5,,0,0 5,,08, — 5,8,0

890 ne 90y k) h Y k"h
= 4] 8, 8py — 8y Spp + + [5.17]

-y =t a0 |
hijk = 1,.,n
Por otra parte:
ahjelek + SlkGth ehejglek

g = 15 |58 + + £5.18]
hy 8tk w1 1-02— .. -0 (1-0—.. —0%

Eni8ik — Eni8yy T

= 15 | 3psdp - Pnicdy ¥ 1— 02— .. — 02

Resultando por tanto:

Rpy = % &8k — &nrBy) [5.20]
hijk = 1,..n
y la curvatura riemanniana es:
k=1 [5.21]
4

positiva y constante en todo el espacio e independiente de la orientacién del plano que

consideremos, es decir el espacio es isotropo.
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Nuestro objetivo es ahora hallar la distancia entre dos puntos de la variedad
paramétrica ©. Para ello debemos hallar la curva geodésica que conecta a ambos. Las

ecuaciones diferenciales de las geodésicas son en nuestro caso:

0,00 .
k160, =0 =l [5.22]

8, + [ 5,0 +
' [" 1—-6;—..—0

donde el punto indica derivacién respecto el parametro de la curva s, y donde, al igual
que en ¢l resto del capitulo, hacemos uso del convenio de sumacién de los indices

repetidos.

Deben ser resueltas con la condiciéon de norma unitaria:

0,0 .
plv ; -
4[6'” N 02 — .. — & ]euev - L

El sistema [5.22] puede escribirse como:

, . 9 .
b+ o _ﬁ](.ej)2 + ! = 000, = 0 i=1,..n [5.24]

2
1—01_... n

y de [5.23] obtenemos:

n . 2 l e . 1
+ = — :
R S 523
sustituyendo {5.25] en [5.24] obtenemos:
40, + 9, = 0 i=1,..,n [5.26]

Multipliquemos cada ecuaciéon por 0, y sumemos las n ecuaciones resultantes,

obtenemos:
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460, +1 -1 -0l ~..— 0 =0 [5.27]

a partir de:

02, =1—0— .. — ¢ [5.28]
derivemos dos veces respecto el parametro de la curva, obtenemos:

R . n . " n . . 92
Ont1)? + 8,010,4y = — lgll(onz + 60 =~ ,3:,(9,)2 +—th [529]

a partir de [5.28] derivemos una vez y elevemos al cuadrado,

(0,5 19,4 1)% = 0,00/ [5.30]
de [5.25] y [5.30] obtenemos:
43 (0)* = 1 = 4(6,4,) [5.31]
y sustituyendo en [5.29]:
; 2, & ; 2 624,
Ont1)" + 0,410,417 = (8,4 9)" — -""T— [5.32]
olo que es lo mismo:
N 02 .
9n+]9n+1 + _!%L = 0 — 4GH+1 + 0n+l = 0 [5.333

por lo que el sistema [5.26] pucde escribirse teniendo en cuenta todos los parametros

como:

49, + 6, =0 i=l,,n+1 [5.34]
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que es un sistema de ecuaciones diferenciales lineales homogéneas de segundo orden
cuya solucion general viene dada por:

0, = 4, cos—;- + B, sin—;- i=1.,n+1 [5.35]
donde s es la distancia a lo largo de la curva geodésica, y 4; y B; son constantes de
integracién que hemos de elegir convenientemente, de forma que dados dos individuos
a=(a,. . a,4+1) ¥ b=(b,.. b,4,) debe suceder que para s=0, 6, =aqy paras=p

0, = b; , donde p es la distancia geodésica. De forma immediata se obtiene 4, = aq y
a partir de:

lgj,‘(A, cos—;— + B, sin —;‘—)2 =1 [5.36]

siguiendo un desarrollo ya conocido liegamos a B, = (b; — a,cos%)( sin %)"‘ , Y

finalmente, teniendo en cuenta la condicion de norma unitaria, la distancia geodésica

entre dos distribuciones resulta:

+1
(P, P") = 2arccos (% a b) [5.37]
i=1
dpP nti 2 ndt o, dp’ nil 2
d — - m—
ffn ¢ = (Il con  Za=1 Yy o (,Z, b)) con
n
b =1

i=1

La distancia estd claramente acotada por 0 < 5 < 2n.

Notese la relacion entre nuestra construcciéon y la distancia de Bhattacharyya
entre poblaciones, Bhattacharyya (1943) o posteriores desarrollos Rao (1949), donde
siendo T1 el conjunto de medidas probabilisticas introducido en el apartado 5.1., las

dP

funciones de densidad p = an Pell, son representadas en una porcién P(a) sobre
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la superficie de una hiperesfera por medio de las raices cuadradas positivas

p - + u\/p e P(a), es decir

P)={feL:f=+a/p p= %ﬁ- Pe) [5.38]

obviamente fix)eRY |, 1N = .

Sea ahora T la clase de densidades de probabilidad definida en la seccion S.1. ,
podemos representar cada funcion de densidad peT con p = g2, pbr g, donde
g(x) = :ge, pAx), bajo las suposiciones mencionadas en la seccién 5.1. . Notese que
g ©s una raiz cuadrada de p pero no necesariamente la positiva. Obtenemos una

porcion de esfera Q de %2, representada por:

n+1
0= (ge2’:g()= T 0,9(x) [5.39]

diferente de P(a), puesto que g(x) no pertenece necesariamente a RV,
Consecuentementc; se obtendran diferentes distancias, aunque ambas definidas sobre
la superficie de una hiperesfera. Ambas distancias coincidiran si los signos de las
funciones g en [5.39] son los mismos. En particular, si el signo es positivo ambas

superficies coincidiran.
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5.3. Algunos ejemplos de familias.

El primero de los ejemplos presentados corresponde a un caso en el cual

trabajamos con una medida discreta y el resto al caso continuo.

5.3.1. Distribuciones multinomiales.

Sean n,..,7n,+; n+1 clases formando una particion de una determinada
poblacidn, cada una de ellas de probabilidad p;. Definamos una medida discreta p sobre
el espacio medible (x, 4) donde x = R"*! y 4 es una o -algebra de conjuntos sobre x ,
de la forma siguiente. Sea E = {e;,...,e,+,} donde ¢; = (0,.., %,.... 0)eR, ., entonces
pfe) =1 i=l.,n+ 1y puB)=0 si BNE=9. Sea f;:R""' SR i=1,.,n+ 1

una familia de funciones reales definidas del modo siguiente:

s

4 ] x=e;.
f(x) = { i=1,.,n+1
0 X%Ci

Obviamente fi(x) son un sistema ortonormal en %2 y por tanto podemos construir una

familia de funciones de densidad de probabilidad como:

PxIB) = (8; f3(x) + - + O,p g (%)) [5.40]

tomando 6; = + \/ p; obtenemos que la familia es identificable, y la distancia entre dos

poblaciones caracterizadas por (py,..., p,+1) Y (41,1 G+ ;) resulta:

_q4 h¥+1 —
d = 2cos l(igl\/p,.q,) [5.413
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distancia de Rao y también de Bhattacharyya entre dos distribuciones multinomiales,
tal y como se puede ver por ejemplo en Atkinson y Mitchell (1981) u Oller (1982). En

este caso la distancia estd acotada por0 < d < n.

En general, para cualquier miembro de la clase de funciones de densidad de
probabilidad definida en {5.3] cualquier momento, supuesta su existencia, se puede
obtener a partir de: E(xX"y = jxxk ('E:B, @) du también expresable a través de la
forma cuadratica E(X")=0'Bk0, donde 0= (6;,..9,44) y B, es una matriz

simétrica de orden n+ 1 de la forma:

by = [ =" ox) apx) s [5.42]

resultando, en este caso, el conocido resultado:

n+1 —_— ——
Bx) = (B, s EGona ) = T e/ /By fiken) fen) =
[5.43]
n+1 2
= IZ-] epSi(e) = Py Pat1)

La covarianza se obtiene a partir de:

n+1 —_—
E(x;xp) = . BE~(=15U ey Opy 7 N

donde &; son las delta de Kronecker, resultando como es natural:

p(l —p) si i=j
cov(x;, x;) = _ [5.44]
Dy st iFj

En los siguientes tres ejemplos, los espacios paramétricos, teniendo en cuenta la
proposicién 5.1 para lograr identificabilidad vendran dados por

n
® = {(8y,..., 6,) eR" ! :EOO? = 1,6, > 0) para un parametro j fijo.
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5.3.2. Sistema de funciones de Hermite.

Sea p la medida de Lebesgue sobre la recta real ( — o0, + o0) y tomemos el sistema

de funciones de Hermite normalizado

2
hix) = H{x)e *P272m~ 12z~ j=09,1,.2,. [5.45]

donde H,(x)=(——l)‘e"24d{l—(e—"z). La correspondiente familia de funciones de
dx

densidad resulta:

PXI0) = ( T 8 AN [5.46]

con las convenientes restricciones sobre los pardmetros §;

Los polinomios de Hermite normalizados satisfacen las sigutentes formulas de

recurrencia, Courant y Hilbert (1953):

xhf(x) = (%)'”fy-n(x) + (i-’%i)”2 Bogx)  i=12.  [547]

a partir de [5.42] la esperanza puede ser expresada uUnicamente respecto a los

parametros, resultando tras algunos calculos:

E(X) = V2 "i'o,e,-+l (i + n'e [5.48]
=0 :

De la misma forma podemos obtener:

_ . 1 a2, 22 , , 12
var (X) = IEO(' + —2‘) 0 + IEOOI 02+ )i+ 2)) 7" —
_ [5.49]
-2 g o0, 6+ 0P
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Momentos de orden mayor serian mas complicados, pero todos ellos se pueden hallar

en funcién Gnicamente de los parametros a partir de [5.47], que da lugar a :
[ x*nhdx = (L2 x*Vh_ hdx + G2 K, dx [5.50]
” jh( ) . j—l"‘i > xx Y+ 1y .
La funcién de distribucién puede ser asi mismo obtenida a partir de una forma

cuadratica del modo siguiente: F(x) = 0’ C(x)0 , donde 8 = (0,,...,6,,4;) y C es una

matriz simétrica de orden n+ 1 de la forma:

¢ = jjw (t) By(0) dt [5.51]

Para la obtencion de los coeficientes de la matriz hemos de considerar dos casos

separadamente:
a) i<j
x < H(De P H(ne 'P I x 2
H A det = di = H(nOH(He ° dt
J.—w k(&) A(D) j_oo(zli!nlﬂ NN T NG (21+ji!j!n)1[2j—oo {0 {()e

podemos escribir la integral de la forma siguiente:

I JHOH 0 e” = - 1y f* coh',(z)—d‘l’t-'j- e U di

sabemos que ', = 2iH,_,, por lo tanto haciendo una integracién por partes:

x d -7 d™' - Py X .. g7 -
,_ Q)] e dt LU —€ ]_ j_ 2i H; (D) ¢ dt

_ oqy=1 = x4 px d-t P
= HH;_ (= 1Y " Te 26 f* H_y(0) e dt

. ] _p _
teniendo en cuenta que -it}-e = H(- e s
d
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Por repetida integracién por partes llegamos finalmente a:

I’_‘wﬂf(o;‘%e"'dw oz"g-l"—,,)—!H,-n(x)Hj—n_,(xM—n’“e""

[l ne B

n

resultando finalmente:

x =1, ! G—n—-N
J7 HLORD dt = (——-2_—) (D' T Bn) by 1(x)(~—-—————)”2 [5.52]

\/ (i — n)
b) i=j

Mediante un desarrollo analogo al anterior llegamos a:

1Ry p () ()

o (i-n'l

§ Ay de = ( _1):‘2;, +n TP T ? a [5.53]

V2

5.3.3. Sistema de funciones de Laguerre.

Sobre el intervalo (0, + o0) podemos considerar el sistema formado por los

polinomios de Laguerre, el cual en la version normalizada toma la forma:

!
Ux) = i—lge"/zﬁ(x’ e %) i=01.2,.. [5.54]

Los. polinomios de Laguerre normalizados satisfacen las siguientes formulas de

recurrencia, Courant y Hilbert (1953):
(1+ 2/ =)= G+ D (x) +jb_1(x) [5.551

a partir de [5.55] puede ser obtenido cualquier momento de orden K, teniendo en cuenta

que la matriz [5.42] toma la forma:
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[y pde = (1 + zojxx"“l,g,dx — (i + 1)jxx"“1,+, dx — ijxxk_ll,_, L dx [5.56]
X

n
En concreto la esperanza de la funcion de densidad p(x|0) = (1§09‘ I,(x))2 resulta:

noa n—1 i
EX) =30 +2)—2% 6,0,,,(+1) [5.57]
=0 1=0
y la varianza

no2c2 nol 2 no? 2 ;
var (X) = z 9, (6i + 6i + 2) -2 Z 9,9,4_1 (4i + 8i + 4) + 2 z 9,0[4,2 (l + 3i + 2) -
=0 =0 =0

~ [T 02(L+20) — z"i'o,e,+1 (@ + D [5.58]
=0 =9

5.3.4. Sistema de funciones de Legendre.

Sobre el intervalo( —1, 1) podemos trabajar con los polinomios de Legendre

normalizados:

, 12 ‘
+
) = = ’(x)(z'] > D) i=0,172 [5.59]
2

donde P(x) = —}-—“'lT(x2 -1 i=01,...
2t dx

Satisfacen las siguientes férmulas de recurrencia, Courant y Hilbert (1953):

[ 27+ 1

' j+r1v2i+1 hp - J 12
= +
*P) = 53 [2j+ 3 AR e vy v ol B/

[5.60]

La matriz [5.42]) que nos permite obtener cualquier momento toma la forma:
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i+ 1
(2 + 127 + 3))'/?

k k-
Ixx P pdx = Ixx lP1+ll’j‘"~"' +

[561]
i
((2i + 1)(2i — 1)

jxxk_]Pt—!dex

n
obtenemos que la esperanza de la funcién de densidad p(x|0) = (l'éoe, p,(x))2 resulta:

EX)=2F 0,0, ——Ltl [562]
=0 (20 + 1)(2i + 3))

y la varianza es:

no 2 (i + 1)? n=2 (i + (i +2)
- 2 369 -
var(X) ,Eoel[(zi F2i- 1) (¥ N2+ 1)] 2L ’”[ 2i + N2+ 1)(2i + 5)]"2]

_‘l .
- 12'S 0,0, ; i+l __p [5.63]
=0 ((2i + Qi + 3/

Es inmediata la generalizacion del caso anterior al trabajo en un intervalo de longitud

arbitraria [-a,a).
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5.4. Consideraciones finales.

Un problema fundamental en estadistica es proponer modelos que se ajusten a
una muestra de observaciones, de forma que posteriores analisis, por ejemplo contraste
de hipotesis o clasificaciones, pueden ser llevados a cabo teniendo en cuenta el modelo
desarrollado. A veces los datos poseen tal estructura que no existe un modelo sencillo
que se ajuste a ellos. Al no poder efectuar ninguna suposicién de la distribucion de
probabilidad del modelo, se debe hacer uso de modelos que puedan emplearse con
cualquier tipo de datos y que poseen un nimero ilimitado de parametros, éstos son los

llamados modelos no parameétricos.

La clase de funciones de densidad de probabilidad que hemos considerado en las
secciones previas puede ajustarse con cualquier clase de observaciones. Los parametros
de la funciéon pueden ser estimadqs a partir de los datos por alguno de los conocidos
métodos de estimacidén. Uno de los mas ampliamente utilizados es el método de la
maxima verosimilhud (MLE), sin embargo esté método presenta algunos problemas
cuando tratamos con funciones que poscen un gran nimero de parametros y una gran
capacidad de ajuste a una muestra. En el siguiente capitulo comprobamos que la
estimacion maximo verosimil conduce a soluciones de poca utilidad, tal y como es
sobradamente conocido y puedc encontrase una abundante bibliografia al respecto.
Por tanto es conveniente la utilizacion de técnicas suplementarias o alternativas, a las

cuales se adaptan las funciones estudiadas en el presente capitulo.

Ademas de obtencr una razonable estimacion para los parametros, podemos
considerar el problema de efectuar anélisis estadisticos. Las técnicas no paramétricas
usuales pueden ser complementadas con otras técnicas basadas en consideraciones
geomeétricas, principalmente en las distancias entre funciones de densidad. Debido a

que conocemos la geometria informactional del modelo y poseemos una expresion para
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la distancia de Rao entre dos funciones pertenecientes a una familia, es posible aplicar
técnicas estadisticas basadas en esa distancia. Sefialemos las posibilidad de construir
contrastes de hip6tesis para comparar dos o mas poblaciones basados en la distancia
de Rao. Burbea y Oller (1989) proponen varios tests bajo ciertas condiciones de
regularidad. También es posible la representacion grafica de la poblaciones en
dimensién reducida mediante el andlisis de coordenadas principales, técnicas de

taxonomia numérica o técnicas de multidimensional scaling, Mardia et al. (1979).
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V1. Estimacion no paramétrica de la densidad.

Consideramos en el presente capitulo el problema de la estimacién de las
funciones de densidad introducidas en el capitulo anterior. Comprobamos los
inconvenientes de la estimacién maximo verosimil y proponemos un algoritmo tipo
stepwise basado en ella, que intenta paliar tales inconvenientes. También presentamos
algunos resultados desarrollando el procedimiento de estimacidn propuesto en el

capitulo 4, utilizando una aproximacion a la distancia estructural.

6.1. Estimacion no paramétrica de la densidad
6.2. Estimaciéon maximo verosimil.
6.3. Un algoritmo stepwise de estimacioén no parameétrica.

6.4. Estimacion minimizando la esperanza del cuadrado de la distancia.
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6.1. Estimacion no paramétrica de la densidad.

Comenzaremos desarrollando un procedimiento de estimacién en el que
suponemos conocida la verdadera funciéon de densidad de probabilidad de la poblacién
y deseamos aproximar la misma mediante un elemento de la clase de funciones definida

en [5.3]

Supongamos que una poblacién esta caracterizada por la funcién de densidad de

probabilidad p(x). Sea ;;(x) una estimacion de p(x) de la forma definida en [5.3].

a » nt+t” 2
p(x) = p(x|0) = [El 6 (p,(x)] Le.1]

Nosotros deseamos que esta estimacién minimize la funcion de error definida como:

S n-+1
RO) = VP = "E ool [6.2]

Queremos por tanto, determinar los coeficientes 9, que hagan minimo:
—n+t n+1 )
R®) = [ pt0) = 2/p0) T 800 + (T 0,0(0) dx =

n+1 B +1
= [ ptx)dx ~ 2’ o,jx\/p(x) ofx) dx + ';5:19,2

Derivando parcialmente respecto 6, asumiendo condiciones de regularidad suficientes,

obtenemos:

g(f = - ZJX\/P(JC) Pp(x) dx + 20, k=1.,n+1
k

y por tanto obtenemos la estimacion:
0, = jx\/p(x) 0ulx) dx k=1,..n+1 [6.3]
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donde normalizando resulta:

i
o /P @)
Notese que [6.3] es la definicion del valor esperado de la funcién o) , valor
que puede ser aproximado a partir de la media muestral: )
e x)
(VA o de = Lk § 949 (6.5
X J=1 \/P(-’Cj)

[6.5] admite de forma inmediata una forma recursiva al afiadir una muestra a las

existentes. Si llamamos

» m QX))
J=1/p(x)
es inmediato que:
O 0m + 1) = mi‘ 1 [m 0,(m) + 3—’1‘35_"&_2—] [6.6]
\/P(xm+1) ‘

Una vez determinado el valor de los diferentes parametros podemos formular la
funcion de densidad aplicando [6.1]. Si poseemos la verdadera densidad p(x), el nimero
n + 1 de términos que debemos escoger, del cual depende evidentemente la calidad de
la aproximacion, puede ser determinado por comparacion directa entre la estimacion

y la verdadera densidad mediante la distancia

—n+1 "
d=2cos ! jx \/p(x) lz;] 0; p(x) dx \ [6.7]

que puede ser evaluada de forma numérica. Afladiremos términos hasta que la adicion
de nuevos términos no provoque una variacion significativa en la distancia o se supere

cierta tolerancia predeterminada.
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6.2. Estimacion maximo verosimil.

6.2.1. Planteamiénto.

Un enfoque alternativo al expuesto en el apartado precedente y utilizable en el
caso frecuente de que la Unica infbrmacién que poseamos sobre la funcién de densidad
p(x) venga dada por una muestra aleatoria de tamafio m, x,, ..., x,,, s considerar la
funcién de densidad de probabilidad de la poblacién como miembro de una de las
familias definidas en [5.3], y estimando los parametros por el método de la maxima

verosimilitud.

El problema de estimar una funcién de densidad de probabilidad pe ¥ ) a
partir de una muestra aleatoria x;, ..., x,, puede ser tratado a partir de los trabajos de
Fisher (1922), donde se introduce la llamada funciéon de verosimilitud. Por la

verosimilitud de que p(x)e & ! (n) de lugar a la muestra aleatoria Xy eee s Xpy ent(endemos:

Ly = T plx) [6.5]

El procedimiento de estimacion por méaxima verosimilitud (MLE) consiste en

maximizar L(p) sujeto a las restricciones

pel | jxpdu=l , p=20

dondc F es una determinada clase de funciones de densidad a la cual p pertenece, y que
puede considerarse un subespacio de dimensiéon finita o infinita de

g'wy , Fe2'@.
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6.2.2. Resultados generales.

Dada una muestra aleatoria simple x,, ..., x,, a partir de la cual queremos estimar
los parametros de un miembro de la clase de funciones definidas en {5.3], la funcion

de verosimilitud es:

m [n+1 2
L=T1 [ ) 91<m(xj)] £6.9]
J=1Ll1=1
y su logaritmo:
m n+1
logL = 21‘_[,‘ ]og(lz_jl 6,0, (x)) [6.10]

. s v ., n+1
El problema es ahora maximizar ef log L con la condicién z 0} = 1.
=1

Resulta €] sistema de ecuaciones:

X
2z#+.2xek=o k=1,.,n+1 [6.11]
/=1 X B0(x)
=1 /
n+1 2
T 6 =1 [6.12]

=1

Multiplicando cada una de las n+ [ primeras ecuaciones por 0, y sumando obtenemos:

n+tt m  @L(x)0 +1
23 *_):1—;;:‘—(’1—"—+ 21'F 0} =0 [6.13]
CHUTUE o) k=

sustituyendo [6.12] en {6.13] resulta:

2m + 24 =10 [6.14]

por tanto finalmente obtenemos el sistema:
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X
2 %09 o =0 k=1..n+1 [6.15]

1 nt+1
m lgl 9, 9, (x))

J

sistema de ecuaciones que puede ser resuelto mediante técnicas de calculo numérico.

El resultado obtenido por maxima verosimilitud es anédlogo al obtenido en [6.5]

considerando p(x) como miembro de las familias [5.3].

Nétese que en el caso m = 1, la estimacion resulta:

. = Pr(x)
(@2(x) + - + @2, ()2

[6.16]

Al no conocer la forma explicita completa de p(x), no podemos determinar por
comparaciéon directa el nimero de términos a utilizar. ‘Ademés, es un resultado
conocido la no existencia en general de un méaximo para la funcién de verosimilitud si
el subespacio Fc & () al cual perteAnece la funcion de densidad es de dimension

infinita, Tapia y Thompson (1978).

La no existencia de solucion maximo verosimil en el caso infinito dimensional se
traduce en estimaciones que presentan un fenémeno de inestabilidad dimensional
cuando se aplican a variedades con un nimero grande, aunque finito, de parametros,
tal y como es el caso de nuestras familias. Por inest‘abi[idad dimensional entendemos
la aparicion de irregularidades, “picos”, en la estimacioén de las funciones de densidad
al aumentar el nimero de dimensiones. Este hecho se produce al tender la estimacién
méaximo verosimil en el caso de dimensiénAinﬁnita, a una combinaciéon de funcionales

delta de Dirac en los puntos de la muestra.

M3

pe) = () = = Bx - x) [6.17]

t
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donde § es la funcidén delta de Dirac, definida por:

% s(ydy =1
- [6.18]

) =10 si p#0
Para la estimacion [6.17] el valor de la verosimilitud seria + oo ,

Cuando el nimero de dimensiones es pequefio 0 tenemos un conocimiento previo
y preciso de la familia a la cual pertenece la funcién de densidad, aportando una mayor
rigidez al modelo, el problema de inestabilidad dimensional no interfiere para obtener

un resultado satisfactorio.

En el siguiente apartado observamos, presentando una serie de ejemplos, como
el fenomeno de inestabilidad dimensional aparece al trabajar con las familias definidas

en el capitulo anterior y los problemas que esto plantea.

6.2.3. Resultados con las familias del apartado 5.3.2.

Para la ejecucion de los ejemplos numéricos, hemos tomado como familia de
funciones de densidad la definida en el apartado 5.3.2., utilizando como funciones
ortogonales los polinomios de Hermite normalizados. Entre las razones que podemos
aducir para la seleccion de esta familia en concreto, citaremos que su dominio de
definicién comprende toda la recta real y que hemos obtenido la expresion explicita
para la funcién de distribucion, tal y como figura en {5.52] y [5.53]. Esto ultimo nos
permitird la obtenciéon de muestras simuladas correspondientés a diferentes elementos

de la familia, que utilizaremos en el apartado siguiente.

En los ejemplos numéricos correspondicntes a las figuras 1 a 8, hemos trabajado

siempre con datos tales que tienen media muestral Q0 y varianza muestral corregida 1/2.

128



VI - Estimacién no paramétrica de la densidad

Adoptamos este convenio debido a que la funcion de densidad correspondiente a una

distribuciéon normal de media O y varianza 1/2 coincide con el elemento de la familia:

p(x10) = K (x) [6.19]

y nos simplifica de esta forma la resolucién numérica de las ecuaciones de verosimilitud
[6.15] al poder facilitar a los métodos numeéricos una aproximacién inicial razonable

al algoritmo numeérico:

90 =1 s 9] TE e = 0,, =0 [6.20]

La resolucién de las ecuaciones de verosimilitud {6.15] se ha efectuado aplicando el

algoritmo de Newton-Raphson, Cohen (1977).

En las Figs.1 y 2 vemos como para una muestra de tamaflom=1 x =0, al
aumentar el nimero de parametros, 20 y 50 respectivamente, la solucién méximo
verosimil converge a una funcién delta de Dirac en el punto x = 0. El mismo efecto se

comprueba c¢n las Figs. 3, 4, 5 'y 6 para una muestra de tamafio

m=2 x;= — 05, x, =+ 0.5 donde consideramos 10 , 15, 20 y 50 parametros, y
en las Figs. 7 y8conm=3 x, = — 1/\/2 y X =00, x;= + 1/\/2 con 20 y 50
parametros.

En las Figs. 9a , 9b se presenta el resultado correspondiente a una simulacién de
tamafio m=30 de una distribucion N(0,1) donde hemos considerado 15 y 30
parametros respectivamente. Para los datos simulados se ha obtenido x = 0.11470 y
s = 0.70483 . Se comprueba como el resultado dificre notablemente de la distribucion
real. La distancia entre la real y la estimada, a partir de la férmula
d=2cos ! jx\/ ;\/ ;— dx , es de 0.674556 y 0.768904 respectivamente. En las Figs. 10a
y 10b hemos procedido del mismo modo, utilizando una muestra de tamafio m= 50

de una distribucion N(0,1), también estimando con 15y 30 parametros. En este caso
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-
0.5 -~
— /\ T
I T T T Y T T ]
-2.00 -1.50 -1.00 -.50 .00 .50 1.00 1.50 2.00
Figura 1. Estimacion mdximo verosimil con una muestra de tamaffio I x = 0.0y n = 20

pardmetros.

Valores obtenidos para los parametros.

0, = 0.53270435

0, = —0.37667912
0, = 032621378
0 = —0.29779083
0y = 0.27855760
8,0 = —0.26426286

0, = 0.25301236
0,4 = —0.24380869
0,6 = 0.23606664

0,5 = —0.22941542
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-2.00

-1.50

~-1.00

-.50 .00

.50

Figura 2. Estimacién mdximo verosimil con una muestra de tamaito | x

pardameltros.

0, = 0.42206043
0, = -0.29844189
0, = 0.25845838
6, = -0.23593891
0, = 0.22070044
0, = -0.20937479
0,, = 0.20046109
0,, = -0.19316900
0 = 0.18703497
0, = -0.18176526

Valores obtenidos para los parametros.

mwnnnnnn

0.17716289
-0.17308950
0.16944498
-0.16615439
0.16316032
-0.16041791
0.15789139
-0.15555209
0.15337634
-0.15134478

B2e+1 = 00

0.14944089
-0.14765102
0.14596349
-0.14436817
0.14285642
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el
I T T T T T T 1
~2.00 -1.50 -1.00 -.50 .00 .50 1.00 1.50 2.00
Figura 3. Estimacion mdximo  verosimil con wuna muestra de tamafio

x,=—05, x,=+ 05 yp n= [0pardmelros.

Valores obtenidos para los parametros.

0p = 0.90311569
0, = —0.31930006
0, = 0.46087399F — 01
0 = 0.13042092
0g = —0.25158531
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I ] ] ] I ] 1 L
-~2.00 -1.50 -1.00 -.50 .00 .50 1.00 1.50- 2.00
Figura 4. [Estimacion  mdximo  verosimil con  una muestra de tamafio
xx==—05, x,= + 05 yn =[5 pardmetros.

Valores obtenidos para los parametros.

0, = 0.75208128
0, = —0.26590151
0, = 0.38379878E — 0l
0, = 0.10860974
0g = —0.20951092
0,0 = 0.27871990
0,, = —0.32432085
0,4 = 0.35161954

02k+1 = 0.0 k=0,..,6
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-
0.4 — !
f T T T T T T |
-2.00 -1.50 -1.00 -.50 .00 .50 1.00 1.50 2.00
Figura 5. Estimacién mdximo verosimil con una muestra de tamafio 2 x, = — 0.5 , x, = + 0.5

y n = 20 pardmetros.

Valores obtenidos para los parametros.

0 0.668275
0, = —0.23627120

0, = 0.34103114E — 01
0g = 0.96507013F — 01
05 = —0.18616456
0,, = —0.28818089
0,4 = 0.31243742
0,6 = —0.32382667
0,g = 0.32493872

Oypsq = 0.0 k=0,..,9



VI - Estimacion no paramétrica de la densidad.

1

~2.00 ~-1.50 -1.00 -.50 .00 .50 1.00 1.50 2.00
Figura 6. Estimacion mdximo verosimil con una iuestra de (tlamafio
= =05, x,= + 0.5yn = 50 pardmetros.
Valores obtenidos para los parametros.

0, = 0.54083997 0 = -0.25722069 0o = -0.46232384E-01

6, = -0.19121599 0,, = 0.24616414 0, = 0.22427015E-01

08, = 0.27599897E-01 0, = -0.23092723 0, = 0.53845951E-03

6 = 0.78103840E-01 0,, = 0.21244943 0, = -0.22488456E-01

0, = -0.15066427 0 = -0.19152576 0, = 0.43279905E-01
0, = 0.20043415 6, = 0.16883129

0,, = -0.23322690 0;; = -0.14494193

0,, = 0.25285810 0,y = 0.12034905

0,6 = -0.26207525 0, = -0.95471382E-01

0, = 026297534 0,, = 0.70665181E-01

03,4y = 0.0 k=0,.24
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— .
f T T Y T T T 1
-2.00 -1.50 -1.00 -.50 .00 .50 1.00 1.50 2.00
Figura 7.  Estimacién mdximo verosimil con wuna muestra de tamafio

x3=—-1/V2 , x5=00, x,=+ l/\/2 y n = 20 pardmetros.

Valores obtenidos para los parametros.

6, = 0.92203099
0, = —0.27597427
0, = 0.21917030F — 01
0 = 0.98894596E — 01
0g = —0.14547068
0,0 = 0.14582139
0,, = —0.11687243
0,4 = 0.69989562F — 0l
0,6 = —0.13192762F — 01
0,5 = —0.47736742E — 01
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0
|
i r T T T T 1
! -2.00 =150 =100 -.50 150 2.00
I
Figura 8.  Estimacion mdximo verosimil con wuna rmuestra de tamafo 3
3= —1/V2 , =00, =+ l/\/2 y n = 50 pardmetros.
Valores obtenidos para los parametros. ‘
0, = 0.57461506 0y = 0.57008199E-01 O0p = 0.23863804
0, = -0.15755957 0, = -0.95619559E-01 0,, = -0.23204494
0, = -0.71681105E-02 6,0 = 0.13080823 04 = 0.22224397
0, = 0.85206807E-01 0, = -0.16166627 0 = -0.20971042
0, = -0.11474329 0, = 0.18764556 0, = 0.19491756
0, = 0.11402583 0, = -0.20847744
0,, = -0.94126523E-01 0,, = 0.22411019
0, = 0.62498227E-01 0,, = -0.23465908
0, = -0.24408344E-01 0,, = 0.24036402
6, = -0.16343396E-01 0,, = -0.24155790

92k+1 = 0.0 k= 0,..., 24
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1.00 =

0.0

0.60 ~
—= REAL
o £ STIMADA

0.40 =

0.20 -

©.00 = T T T T T

-3.00 -1.93 -1.00 0.07 1.00 1.93 3.00

Figura 9a. Estimacion MLE de una muestra de tamafo m=30 de una N(0,1) con 15 pardmetros.

1.00 =

0.80 =

0.60 =

0.40

0.20

Figura 9b. Estimacion MLE de una muestra de tamafio m= 30 de una N(0,1) con 30 pardmeiros.
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0.60 =

0.50 =

Q.40 ~

~= REAL
0.30 =

e ESTIMADA

0.20

0.i0 =

0.00 -
-3.3 -2.0 -1.0 -Q 1.0 2.0 3.0

Figura 10a. Estimacion MLFE de una muestra de tamafio m= 50 de una N(0,1) con |5 pardmetros.

0.50 =
0.40 -
0.30 <
- === REAL
e ESTIMADA

0.20
0.10 =
0.00 =

] ¥ L] Y 1 o

-3.00 -1.83 -1.00 0.07 1.00 1.93 3.00

Figura 10b. Estimacién MLE de una muestra de tamafio m= 50 de una N(0,1) con 30 pardmetros.
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la media muestral era de ¥ = 0.01014 y la desviacion tipica muestral de s = 0.95971 . Las
distancias entre las funciones simuladas y la real es de 0.404867 y de 0.436314 para 15
y 30 parametros respectivamente. En ambos casos se observa como al aumentar el
nimero de parametros que intervienen en la estimacion, aumenta la distorsién de las

funciones.

Por lo visto hasta el momento se desprende que la utilizacién de la estimacion
maximo verosimil sin ninguna consideracion adicional no es plenamente satisfactoria
en los modelos que aqui consideramos. Se observa que la estimacién depende
enormemente del nimero de parametros considerado y que asi como la eleccion de un
numero de pardmetros excesivamente bajo produce estimaciones alejadas de la realidad
de los datos debido a la rigidez de las funciones, incrementar de forma ilimitada los
mismos produce una inestabilidad en las estimaciones que no podemos evaluar ni

solucionar sin un conocimiento previo de la distribucion real.

En los siguientes apartados proponemos algunas soluciones para resolver el
problema anterior. En el apartado 6.3 presentamos un algoritmo stepwise que
selecciona automaticamente el orden de las estimaciones y las funciones que
intervienen en las mismas. Esto se realiza mediante comparaciones de las
verosimilitudes para sucesivas estimaciones al aumentar o disminuir el nimero de
parametros. En el apartado 6.4 utilizamos un método diferente de estimacion
utilizando las distancias entre individuos definidas en ¢l capitulo 3 y el proceso de

estimacién introducido en el capitulo 4.
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6.3. Un algoritmo stepwise de estimacion no paramétrica.

6.3.1. Desarrollo del algoritmo.

El algoritmo consta de tres partes basicas, una primera que comprende las etapas
1 a 4, en la cual tras una adecuacién de los datos a los métodos numéricos, efectuamos
un proceso de estimacidon ascendente, aumentando progresivamente el nimero de
parametros empleados hasta que no se produzca un incremento significativo en el
maximo dc la funcién de verosimilitud. En la segunda etapa, que corresponde al
nimero 5, a partir de la estimacién anterior, buscamos los pardmetros
correspondientes a la funcién de densidad con los datos sin transformar. Finalmente
en el paso 6, efectuamos un proceso descendente suprimiendo de la estimacion aquellos
parametros cuya eliminacién no provoca un descenso significativo del maximo de la

funcion de verosimilitud.

1. En primer lugar efectﬁamos una transformacion lineal de los datos del
tipo y, = ﬁ——b——a i=1,..,m El motivo de tal transformaciéon es
solventar problemas numéricos que se pueden presentar al trabajar con la
familia ortonormal, en particular nos permitird proporcionar una buena
aproximacién inicial a la solucién de las ecuaciones de verosimilitud. Una
alternativa es trabajar con a= mediana muestral, y b= recorrido
intercuartil muestral. Al trabajar con los polinomios de Hermitée hemos
tomado a=Xy b= J;S\/ﬂ;—l, con lo cual los datos transformados

pasan a tener media muestral 0 y varianza muestral insesgada 1/2, pudiendo

tomar como aproximacion inicial la definida en [6.20).

2. Dada una muestra y,, ..., y,, v fijados unos coeficientes a,,...,a, €N

definimos:
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A

Ia,, vy Og = sup L(eu,a er s ea*) = Ssup nl{ x ea, Do, (yj)]2
e.,,,...,e,,kes,‘(l) Oay, .- O, € Si(1) J=1 i=1

[6.21]

3. Seleccionamos un numero arbitrario N de parametros a explorar y
definimos el conjunto de indices I/ = {1,...,N}. La eleccién del nimero N
vendra motivada por criterios de tiempo computacional. Es razonable la
seleccidén de los N primeros términos, ya que al ser la media muestral de los
datos 0 y la varianza muestral insesgada 1/2 es de esperar que 6, — 0 al

incrementarse j debido a [6.19].

4. Desde k = | y hasta un maximo de N, supuesto que en el paso k tenemos

fijados a,, ..., @) |, buscamos para ie I — {a;,..,0,_}, aquel i tal que
Ifl],‘.., ﬂk_’,i 2 Ia],..., ﬂ-k,_.‘,j [6-22]

para todo jel— {ay,..,05-4}. Si k=22 efectuamos una prueba de

significacion del término i, hallando la razén de verosimilitud

l .
A= [6.23]
@y, .oy Oy, £

Por el teorema de Wilks, bajo la hipoétesis de igualdad de ambos espacios
paramétricos, U = — 2In A converge a una distribucién x? con un grado de
libertad. Si aplicando el test rechazamos la hipotesis y consideramos que
existen diferencias significativas entre las verosimilitudes, fijamos o, = i, €
incrementando k& en una unidad volvemos a 4. En caso contrario si el test
no detecta diferencias significativas, detenemos el proceso de adicion de

términos y pasamos a la siguiente ctapa del algoritmo.
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5. Con los parametros obtenidos en el paso anterior formamos segin [6.1]

la funcién de densidad estimada correspondiente a los datos transformados

P?Y(y) = [’:é: ea, (Pu,] 2 [6.24]

Para obtener los coeficientes correspondientes a la funcién con datos no

transformados, realizamos numéricamente la proyeccién

0; = jx\/ﬁx(x) Qpdx  i=1,..,r [6.25]

X —a

b

donde I;x (%) = ;;y( )% v r es tal que para una tolerancia arbitraria ¢,

1 - )’: szss.
J=1

6. Hacemos un filtrado final con los datos sin transformar. Definimos

I' = {a;,..qa,) donde a,, ...,qa, €1, ...,7, y buscamos aquel ie I’ tal que

s

L3

A
Ia], ooy O 1y Op g gy oeey O = Ia,, vaey Uj- 1 aﬂ, 1o oo & [6'26]

para todo jel’. Si

A

gy oveey Wy gy Xyayy , o

A= = o O [6.27]

Loy, ...«

r

no proporciona diferencias significativas entre las verosimilitudes, entonces
eliminamos el término i, redefinimos [ = {0y, ..., 1, X4 1y, 0} ¥
volvemos a ejecutar la busqueda definida en 6. En caso contrario el
algoritmo finaliza. El cociente [6.27] lo calculamos siempre entre la
verosimilitud después de haber eliminado el parametro conveniente y la

verosimilitud inicial con los r pardmetros originales, de forma que los grados
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de libertad de la %2 son en cada paso por [6.27] el nimero de parametros que

llevamos eliminados respecto al nimero inicial r.

6.3.2. Resultados.

Para verificar la eficacia del algoritmo, hemos dptado en primer lugar por la
siguiente estrategia. Fijado un elemento de las familias del capitulo 5 utilizando los
polinomios de Hermite normalizados A{x) como familia ortonormal, simulamos una
muestra aleatoria simple de tamafio m de una poblacién que tenga aquel elemento
como funcién de densidad de probabilidad. La simulaciéon se ha llevado a cabo por el
Método de Montecarlo utilizando la funcién de distribucién de probabilidad hallada
por nosotros en [5.52]) y [5.53]. A continuacién aplicamos el algoritmo de estimacién
a la muestra simulada y evaluamos la bondad del resultado comparando la estimacion
con la funcién original mediante la distancia [5.37]. En general hemos comprobado

que es suficiente trabajar con una tolerancia € de 0,01 y N = 15.

Ejemplo 6.3.2.1.

Corresponde a una funcién de densidad unimodal, tal y como se refleja en la
Fig. 11 . Los parametros originales son: 6,=09 , 6,b=04,0,=0.17 , 6,=0.0
en otro caso. En la Fig. 12 presentamos para una simulacion en particular, la grafica
comparativa de las funciones de distribucion real y empirica, comprobando el ajuste
entre las mismas. Al igual que en los ejemplos que presentaremos a continuacién, se
han obtenido muestras simuladas de tamafios 30 y 200, sobre las que hemos aplicado

el algoritmo. También sc han considerado dos diferentes niveles de significacién para

los contrastes del algoritmo, 5 % y 10 %. Los resultados obtenidos son presentados

enlas Tablas1 a 4.
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Ejemplo 6.3.2.2.

La grafica de la funcién de densidad se presenta en la Fig. 13, y tal y como se
aprecia, es una distribucién multimodal y simétrica. Los parametros originales son:
9,=05 , 6=05 , 6,=05 , 6;,=05 , 6,=0.0 en caso contrario. En la
Fig. 14 presentamos la grafica del ajuste para una simulacién particular, y los

resultados se presentan en las Tablas S a 8.
Ejemplo 6.3.2.3.

Corresponde a una funciéon de densidad multimodal y asimétrica, de la forma que
se observa en la Fig. 15 . Los parametros originales son:
6;,=09 , =04 , 6,=0.17 , 6,=00 en otro caso. En la Fig. 16
presentamos la grafica del ajuste para una simulacién particular, y los resultados se

presentan en las Tablas 9 a 12.
Entre las conclusiones que se pueden extraer de los resultados, destaquemos:
* El ajuste mejora notablemente al aumentar el tamafio muestral.

* Con menores tamafios muestrales, intervienen menos aquellos parametros

con menor peso en la funcién de densidad.

* No se aprecian diferencias significativas entre los resultados obtenidos con

los niveles de significacion del 5% y del 10%.

* No se ha encontrado una correlacién significativa entre las distancias

finales y el ajuste de las simulaciones.
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VI - Estimacion no paramétrica de la densidad.

0.60 =

0.50 =

0.40 -

0.30 ~

0.20

0.10 4

Figura 11. Funcién de densidad correspondiente a los pardmetros del ejemplo 6.3.2.7.
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Figura 12. Funciones de distribucion real y empirica correspondiente a una sirmulacién de tamarsio
200 a partir de los pardmetros del ejemplo 6.3.2.1. Mdxima diferencia en valor absoluto para esta
simulacion 0.0447.



VI - Estimacion no paramétrica de la densidad.

0.350 =

0.300 o

0.250 =
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0.100 =
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Figura 13. Funcién de densidad correspondiente a los pardmetros del ejemplo 6.3.2.2.
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Figura 14. Funciones de distribucion real y empirica correspondiente a una simulacion de tamano
200 a partir de los pardmetros del efemplo 6.3.2.2. Mdxima diferencia en valor absoluto para esta
simulacion 0.06478.



VI - Tistimacion no paramétrica de la densidad.

0.50 =

0.40 =

0.30

0.20 -

0.10 -

0.00 =
L T T L ¥ T 1 L{ L) 1
-5.00 ~4.00 -3.00 -2.00 -1.00 000 1.00 200 3.00 4.00

Figura 15. Funcién de densidad correspondiente a los pardmetros del ejemplo 6.3.2.3.
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Figura 16. Funciones de distribucion real y empirica correspondiente a una simulacion de tamafio
200 a partir de los parémetros del ejemplo 6.3.2.3. Mdxima diferencia en valor absoluto para esta
simulacion 0.04882.



VI - Estimacion no paramétrica de la densidad.

Muestras procedentes de una simulacion de pardmetros

9‘ = 0.9 , 92 = 04 , 93 = 0.17
6, = 0.0 en caso contrario

Nivel de significacion: 5%
Tamafio muestral simulado: 30 Niumero de simulaciones: 70

Ajuste de las simulaciones. D, = sup|S(x) — Fx)|

Valor maximo: 0.287 Valor minimo: 0.0680
Media: 0.144 Desviacion tipica: 0.0470
Superan Kolmogorov-Smirnov: 68 Porcentaje: 97.14 %

Combinaciones de pardmetros resuitantes.

Combinacion Nimero Porcentaje
1-2 52 74.29 %
1-2-3 14 20.00 %
1-2-9 2 2.86 %
1-2-15 1 1.43 %
1-2-3-4 : 1 1.43 %

Parametro aislado Nuomero Media Desviacion tipica

1 70 0.885 0.049
2 70 0.433 0.102
3 15 0.255 0.032
9 2 0.126 0.040
4 1 -0.281 0.000
I

5 1 0.237 0.000

Distancias entre la funcion real y la estimada

Valor méaximo: 0.8120 Valor minimo: 0.1350
Media: 0.3960 Desviacidn tipica: 0.1100

Tabla 1



VI - Estimacién no paramétrica de la densidad.

Muestras procedentes de una simulacion de pardmetros

91 = 0.9 , 92 =04 ’ 03 = 0.17
6, = 0.0 en caso contrario

Nivel de significacion: 5%
. 'Tamafio muestral simulado: 200 Namero de simulaciones: 64

Ajuste de las simulaciones. D, = sup|S(x) — Fx)|

Valor maximo: 0.0985 Valor minimo: 0.0307
Media: 0.0573 Desviacion tipica: 0.0161
Superan Kolmogorov-Smimov: 63 Porcentaje: 98.44 %

Combinaciones de parédmetros resultantes.

Combinacion Namero Porcentaje
1-2-3 46 71.88 %
1-2 18 28.13 %

Parametro aislado =~ NGmero Media Desviacion tipica

1 64 0.898 0.022
2 64 0.407 0.047
3 46 0.186 0.031

Distancias entre la funcion real y la estimada

0.5235 Valor minimo: 0.0676

Valor maximo:
Desviacion tipica: 0.1274

Media: 0.1877

Tabla 2



VI - Estimacién no paramétrica de la densidad.

Muestras procedentes de una simulacion de pardmetros

6,=09 , 6,=04 , 6;=0.17
6, = 0.0 en caso contrario

Nivel de significacion: 10 %
Tamaifio muestral simulado: 30 Numero de simulaciones: 80

Ajuste de las simulaciones. D, = sup|S,(x) — Fx)|

Valor maximo: 0.277 Valor minimo: 0.0637
Media: 0.140 Desviacion tipica: 0.0462
Superan Kolmogorov-Smirnov: 79 Porcentaje: 98.750 %

Combinaciones de pardmetros resultantes.

Combinacion Nuomero Porcentaje
1-2 50 62.50 %
1-2-3 24 30.00 %
1-2-13 2 2.50 %
1-2-4 1.25 %
1-2-5 1 1.25 %
1-2-3-5 1 1.25 %
1-2-3-9 1 1.25 %

Parametro aislado Numero Media Desviacion tipica

1 80 0.884 0.055
2 80 0.421 0.108
3 26 0.269 0.039
5 2 -0.058 0.297
13 2 0.200 . 0.126
4 1 0.240 0.000
9 1 0.115 0.000

Distancias entre la funcién real y la estimada

Valor maximo: 0.906 Valor minimo: - 0.106
Media: 0.390 Desviacion tipica: 0.140

Tabla 3



VI - Estimacion no paramétrica de la densidad.

Muestras procedentes de una simulacion de pardmetros

6,=09 , 6,=04 , 0;=0.17
0, = 0.0 en caso contrario

Nivel de significacién: 10 %
Tamafio muestral simulado: 200 Nuamero de simulaciones: 65
Ajuste de las simulaciones. D, = sup|S,(x) — Kx)!
Valor maximo: 0.0885 Valor minimo: 0.0296
Media: 0.0579 Desviacion tipica: 0.0156
Superan Kolmogorov-Smirnov: 65 Porcentaje: 100.00 %

Combinaciones de pardmetros resultantes.

Combinacion Numero Porcentaje
1-2-3 50 76.92 %
1-2 14 21.54 %
1-2-3-9 1 1.54 %

Parametro aislado  Numero Media Desviacion tipica

1 65 0.894 0.019
2 65 0.416 0.043
3 51 0.175 0.027
9 1 0.121 0.000

Distancias entre la funcion real y la estimada

Valor maximo: 0.4623 Valor minimo: 0.0693
Media: 0.1678 Desviacion tipica: 0.1204

Tabla 4



VI - Estimacién no paramétrica de la densidad.

Muestras procedentes de una simulacion de pardmetros

9,

0.5 ,

03 = 0.5
9, = (0.0

’

95 = 0.5

1

. 07 = 0.5

en caso contrario

Nivel de significacion: 5%
Tamafio muestral simulado: 30 Numero de simulaciones: 44
Ajuste de las simulaciones. D, = sup|S(x) — F(x)|
Valor maximo: 0.2412 Valor minimo: 0.0627
Media: 0.1467 Desviacion tipica: 0.0389
Superan Kolmogorov-Smirnov: 44 Porcentaje: 100.00 %
Combinaciones de pardmetros resuilantes.
Combinacion Numero Porcentaje
1-3-5 13 29.55 %
1-2-3-5 11 25.00 %
1-3-5-7 9 20.45 %
i-2-5 3 6.82 %
1-5-9 2 4.55 %
1-2-5-7 2 4.55 %
5 1 227 %
39 1 227 %
1-5-7 | 2.27 %
1-3-5-9 1 227 %
Parametro aislado Numero Media Desviacion tipica
5 43 0.622 0.095
1 42 0.596 0.087
3 35 0.432 0.092
2 16 0.414 0.054
7 12 0.318 0.074
9 4 -0.444 0.150
Distancias entre la funcion real y la estimada
Valor maximo: 3.1416 Valor minimo: 1.9250
Media: 2.3991 Desviacion tipica: 0.2544

Tabla §



VI - Estimacion no paramétrica de la densidad.

Muestras procedentes de una simulacion de pardmetros

91 = 0.5 . 93 = 0.5 . 95 = 0.5 , 97 = 0.5
0, = 0.0 en caso contrario

Nivel de significacion: 5%

Tamaifio muestral simulado: 200 Namero de simulaciones: 52
Ajuste de las simulaciones. D, = sup|S,(x) — F(x)|

Valor maximo: 0.1111 Valor minimo: 0.0300

Media: 0.0562 Desviacion tipica: 0.0175

Superan Kolmogorov-Smimov: 5! Porcentaje: 98.08 %

Combinaciones de pardmetros resultantes.

Combinacién Nimero ~ Porcentaje
1-3-5-7 52 100.00 %
Parametro aislado Nuimero Media Desviacién tipica
1 52 0.498 0.032
3 52 0.495 0.035
5 52 0.501 0.028
7 52 0.501 0.032

Distancias entre la funcién real y la estimada

Valor maximo: 0.2409 Valor minimo: 0.0309
Media: 0.1171 Desviacion tipica: 0.0484

Tabla 6



VI - Estimacién no paramétrica de la densidad.

Muestras procedentes de una simulacion de pardmetros

0,

0.5 ,

93 = 0.5

95 = 0.5

]

6, = 0.0

en caso contrario

0, = 0.5

Nivel de significacion: 10 %
Tamafio muestral simulado: 30 Numero de simulaciones: 31
Ajuste de las simulaciones. D, = sup|S,(x) — Fx)|
Valor maximo: 0.2413 Valor minimo: 0.0680
Media: 0.1416 Desviacion tipica: 0.0450
Superan Kolmogorov-Smimov: 31 Porcentaje: 100.00 %
Combinaciones de pardmetros resultantes.
Combinacion Numero Porcentaje
1-3-5 12 38.76 %
1-2-3-5 5 16.15 %
1-6 3 9.69 %
1-2-5-7 3 9.69 %
1-2-3-5-7 2 6.45 %
1-4 1 323 %
1-5 1 323 %
1-5-8 | 3.2 %
1-7-9 1 3.23 %
1-2-5-9 1 3.23 %
1-3-5-9 1 3.23 %
Parametro aislado = Namero Media Desviacion tipica
1 31 0.674 0.137
5 26 0.586 0.080
3 20 0.426 0.073
2 11 0.414 0.074
7 6 0.334 0.045
6 3 0.332 0.012
9 3 -0.351 0.118
4 1 -0.234 0.000
8 1 -0.380 0.000
Distancias entre la funcion real y la estimada
Valor maximo: 2.5599 Valor minimo: 1.7470
Media: 2.2621 Desviacién tipica: 0.2329

Tabla 7



VI - Estimacion no paramétrica de la densidad.

Muestras procedentes de una simulacién de pardmetros

91 = 0.5 , 93 = 0.5 , 95 = 0.5 . 97 = 0.5
0, = 0.0  en caso contrario

Nivel de significacion: 10 %

Tamaifio muestral simulado: 200 Nimero de simulaciones: 66
Ajuste de las sirmulaciones. D, = sup|S(x) — Fx)|

Valor maximo: 0.1088 Valor minimo: 0.0294

Media: 0.0565 Desviacion tipica: 0.0183

Superan Kolmogorov-Smirnov: 63 Porcentaje: 95.46 %

Combinaciones de pardmetros resultantes.

Combinacion Numero Porcentaje
1-3-5-7 64 96.97 %
1-3-5-7-9 2 3.03 %

Parametro aislado Nimero Media Desviacion tipica

1 66 0.500 0.033
3 66 0.500 0.032
5 66 0.499 0.032
7 66 0.497 0.034
9 2 0.501 0.106

Distancias entre la funcion real y la estimada

Valor maximo: 0.2507 Valor minimo: 0.0173
Media: 0.1236 Desviacion tipica: 0.0490

Tabla 8



VI - Estimacion no paramétrica de la densidad.

Muestras procedentes de una simulacion de parametros

93 = 0.9 ’ 94 =04 y 96 = 0.17
6, = 0.0 en caso contrario

Nivel de significacién: 5%
Tamaifio muestral simulado: 30 NiOmero de simulaciones: 56

Ajuste de las simulaciones. D, = sup|S,(x) — F(x)|

Valor maximo: 0.2922 Valor minimo: 0.0512
Media: 0.1380 Desviacion tipica: 0.0535
Superan Kolmogorov-Smimov: 52 Porcentaje: 92.86 %

Cornbinaciones de pardmetros resultantes.

Combinacion Niamero Porcentaje
3-4 30 53.57 %
3 14 25.00 %
1-3-4-5 5 8.93 %
1-3-5 3 5.36 %
3-6 2 3.57 %
2-4-5 i 1.79 %
1-3-4-6 i 1.79 %
Parametro aislado Nﬁmero Media Desviacion tipica
3 55 0.870 0.170
4 37 0412 0.077
5 9 0.349 0.053
1 8 0.723 0.084
6 3 0.367 0.099
2 1 0.726 0.000
Distancias entre la funcién real y la estimada
Valor maximo: 2.6633 Valor minimo: 0.1936
Media: 0.7978 Desviacion tipica: 0.6260

Tabla 9



VI - Estimacion no parameétrica de la densidad.

Muestras procedentes de una simulacion de pardmetros

63 = 0.9 , 94 =04 , 66 = 0.17
6, = 0.0 en caso contrario

Nivel de significacion: S %
Tamafio muestral simulado: 200 Namero de simulaciones: 49

Ajuste de las simulaciones. D, = sup|S{x) — F(x)|

Valor maximo: 0.1108 Valor minimo: 0.0255
Media: 0.0598 Desviacion tipica: 0.0208
Superan Kolmogorov-Smimov: 46 Porcentaje: 93.88 %

Combinaciones de pardmetros resuliantes.

Combinacion Numero Porcentaje
3-4-6 32 65.31 %
3-4 8 16.33 %
3-5-4 4 8.16 %
3-4-7 1 2.04 %
3-4-6-1 1 2.04 %
3-4-5-7 1 2.04 %
1-3-4-5-6-7 1 2.04 %
1-2-3-4-5-6-7 1 2.04 %

Parametro aistado Numero Media Desviacion tipica

3 49 0.892 0.073
4 49 0.388 0.051
6 34 0.170 0.039
S 7 0.157 0.084
7 4 -0.002 0.409
1 3 -0.402 0.463
2 1 0.132 0.000

Distancias entre la funcién real y la estimada

Valor maximo: 1.7767 Valor minimo: 0.0665
Media: 0.2711 Desviacion tipica: 0.3371

Tabla 10



VI - Estimacion no paramétrica de la densidad.

Muestras procedentes de una simulacion de pardmetros

93 = 0.9 ’ 94 =04 s 66 = 0.17
0, = 0.0 en caso contrario
Nivel de significacion: 10 %

Tamaifio muestral simulado:

30 Numero de simulaciones: 48
Ajuste de las simulaciones. D, = sup|S,(x) — F(x)|
Valor maximo: 0.2639 Valor minimo: 0.0643
Media: 0.1389 Desviacion tipica: 0.0480
Superan Kolmogorov-Smirnov: 47 Porcentaje: 97.92 %
Combinaciones de pardmetros resultantes.
Combinacion Numero Porcentaje
3-4 26 55.08 %
3 11 22.88 %
1-3-4-5 3 6.24 %
1-4-2-5 2 4.17 %
3-6 1 2.08 %
1-3-5 1 2.08 %
2-4-5 1 2.08 %
3-4-5 1 2.08 %
3-4-6 1 2.08 %
1-3-5-6-9 1 2.08 %
Parametro aislado Nuamero Media Desviacion tipica
3 45 0.876 0.154
4 34 0.434 0.108
5 9 0.365 0.080
1 7 0.679 0.088
2 3 0.501 0.086
6 3 0.254 0.075
9 1 0.323 0.000
Distancias entre la funcion real y la estimada
Valor maximo: 2.6889 Valor minimo: 0.1348
Media: 0.8391 Desviacion tipica: 0.6980

Tabla 11



VI - Estimacion no paramétrica de la densidad.

Muestras procedentes de una simulacién de pardmetros

0, =09 , 0,=04 , 05=017
6; = 0.0 en caso contrario

Nivel de significacion: 10 %

Tamaifio muestral simulado: 200 Numero de simulaciones: 54
Ajuste de las simulaciones. D, = sup|S,(x) — F(x)|

Valor maximo: 0.1108 Valor minimo: 0.0255

Media: 0.0595 Desviacion tipica: 0.0208

Superan Kolmogorov-Smirmmov: 46 Porcentaje: 92.00 %

Combinaciones de pardmetros resultantes.

Combinacion Numero Porcentaje
3-4-6 32 64.00 %
34 8 16.00 %
3-5-4 4 8.00 %
3-4-7 1 2.00 %
3-4-6-1 1 2.00 %
3-4-5-7 1 2.00 %
1-3-4-5-6 1 2.00 %
1-3-4-5-6-7 1 2.00 %
1-2-3-4-5-6-7 1 2.00 %

Parametro aislado Numero Media Desviacion tipica

3 50 0.884 0.090
4 50 0.386 0.052
6 a5 0.169 0.039
S 8 0.182 0.105
1 4 0.480 0.409
7 4 -0.002 0.180
2 1 0.132 0.000

Distancias entre la funcion real y la estimada

Valor maximo: 1.8560 Valor minimo: 0.0665
Media: 0.3027 Desviacion tipica: 0.4020

Tabla 12



VI - Eistimacion no paramdétrica de la densidad.
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Figura 17. Funcion de densidad correspondiente a los pardmetros del cjemplo 6.3.2.2. frente a la
estimacion obtenida de la misma de pardmetros

0, = 0.670
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0, = 0.537
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0, = — 0.181



V1 - Estimacidn no paramétrica de la densidad

Enla Fig. 17 presentamos un resultado correspondiente al ejemplo 6.3.2.3. con
una muestra de tamafio 200 y un nivel de significacion del 5 %, que corresponde al
resultado que difiere mas del original de los presentados en la Tabla 10 . Se observa
que la moda méas importante es recuperada con un grado aceptable de precisién,
mientras que en las otras modas la ubicacién es la correcta aun cuando en la funcién
estimada son menos acusadas. El logaritmo de la verosimilitud para la muestra
simulada con los parametros originales es de -305.3454, mientras que con los
parametros obtenidos por el algoritmo es de -309.275. La distancia entre la funcién

real y la estimada es de 1.7767.
Ejemplo 6.3.2.4.

En las Figs. 18a y 18b presentamos la estimacidon obtenida al aplicar el
algoritmo sobre los datos utilizados en las Figs. 92, 9b, 10a y 10b . La simulacién
corresponde a una distribucién N(0,1) con tamafios muestrales de 30 y 50
respectivamente. Comparando los resultados entonces obtenidos aplicando de forma
directa Ja estimacién méaximo verosimil con 15 y 30 parametros, con los resultados
obtenidos ahora, comprobamos como desaparece la distorsion. Con la muestra de
tamaifio 30 el Gnico parametro significativo es el primero, con la de tamafio 50 son
significativos el primero y tercero con valores 0.9793 y 0.2023 respectivamente. Las
distancias entre la funcion de densidad estimada y la real son de 0.539275 para la
muestra de tamafio 30, y de 0.176686 para la de tamafio 50. En la Fig. 18a se aprecia
una desviacion notable de la N(0,1). Sin embargo. el resultado es 16gico ya que, tal y
como indicamos en el apartado 6.2.3. , la desviacidn tipica muestral obtenida en esta
simulaciéon es de s = 0.70483, y el resultado coincide con uné distribucion N(0, 1/2). En
el presente ejemplo asi como en todos los siguientes, hemos trabajado con un nivel de

significacion del 5 % para todos los contrastes.

162



V1 - Estimacion no paramétrica de Ja densidad.

0.60 =
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Figura 18a. Estimacion stepwise oblenida a partir de una muestra simulada de tamario 30 de una
distribucion N(0,1). Los datos son los mismos que los utilizados en las Figs. 9a y 9b.
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Figura 18b. Estimacion stepwise obtenida a partir de una muestra simulada de tamafio 50 de una
distribucion N(0,1). Los datos son los mismos que los utilizados en las Figs. 10a y 10b.



VI - Estimacién no paramétrica de la densidad.

=— REAL
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Figura 19. Estimacion stepwise obtenida a partir de una muestra simulada de tamafio 100 de una
distribucion N( 512, 1/4 ).

Valores obtenidos para los parametros.

0, = 03275
0; = 0.4869
6, = 0.5247
0s = 0.4434
0 = 0.3350
-0, = 0.2674



VI - Estimacion no paramétrica de la densidad.
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Figura 20. Estimacion stepwise obtenida a partir de una muestra simulada de tarnasio 100 de una
distribucion 05N ( — 2/\/5 , l/\/S Y + O5N( + 2/\/5 , 1/\/5 ).

Valores obtenidos para los parametros.

0, = 09035
0.3351
—0.2672
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VI - Estimacion no paramétrica de la densidad.

0.350 A

0.300 =
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Figura 21. Estimacion stepwise obtenida a partir de una muesira simulada de tamano 200 de una
distribucién 015N ( — 3/2, 1) + 025N ( + 3/2, 1/3).

Valores obtenidos para los parametros.

0, = 0.7299 -
0, = —0.1481
6, = 0.5905
65 = 0.2017
6 = —0.1987

0.1284
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VI - Estimacién no paramétrica de la densidad

Ejemplo 6.3.2.5.

En la Fig. 19 presentamos los resultados obtenidos a partir de una simulacién
de tamafio 100 de una distribucién N (5/2, 1/4) . La distancia entre la distribucién real

y la estimacién es de 0.349931. Se han encontrado 6 parametros significativos.
Ejemplo 6.3.2.6.

Simulada una muestra de tamafio 100 de una distribucién bimodal con funcién
de densidad mezcla de dos distribuciones normales del tipo
05SN( — 2/\/;, 1/\/5_) + 0SN( + 2/\/5_, l/\/;) , el resultado obtenido es
presentado en la Fig. 20 . La distancia entre la estimacion y la densidad real es de

0.214552, con 3 parametros significativos.
Ejemplo 6.3.2.7.

Finalmente en la Fig. 21 presentamos e¢l resultado obtenido al realizar una
simulacién de tamarfio 200 de una mezcla de normales
0.75N( —3/2, 1) + 02SN( + 3/2, 1/3) . La distancia entre la estimaciéon y la

densidad real es de 0.297978, y se han obtenido 6 parametros significativos.

6.3.3. Comparacion con otros métodos.

Uno de los métodos mas ampliamente utilizados en estimacién no paramétrica,
es ¢l método de los Kernel, Rosenblatt (1956), Parzen(1962). Dada una muestra

aleatoria x, ..., x,,, consideramos como estimador de p(x):

x_XJ

] m
X K(

6.28
mhy, j=1 - ) [ ]

plx) =
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donde K es una funcion Kernel que verifica:

§7 KOy < oo

Sup |K(p)] <

— 00 <y<o00
Jim yiKO)| = 0
K(») =0

{ fw K()dy = 1

y h,, es un parametro de la amplitud de los intervalos de estimacion.

Existen varias funciones Kernel de uso general, nosotros para comparar
resultados con el algoritmo stepwise hemos optado por una de las mas utilizadas, la

funcioén Kernel de Gauss, definida por:

Kp) = —L 5 | < o. [6.29]
« Var

La comparacién la hemos realizado simulando 25 muestras de tamafio 25 de una

distribucién N(0,1), aplicando a cada simulacion la estimaciéon Kernel y la stepwise y

evaluando posteriormente la distancia d = 2cos ! 5 \/; \/q_ dx. La estimacién Kernel

depende en gran medida del valor A,, que se considere. Nosotros hemos utilizado

h, = 0.56, al ser el 6ptimo para las simulaciones utilizadas segun se desprende de Tapia

y Thompson (1978). Los resultados se muestran en la Tabla 13.
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ALGORITMO STEPWISE

Valor maximo: 0.688 Valor minimo: 0.174
Media: 0.419 Desviacion tipica: 0.162
ESTIMACION KERNEL
Valor maximo: 0.819 Valor minimo: 0.189
Media: 0.416 Desviacion tipica: 0.146
Tabla 13

Como puede observarse los resultados son practicamente coincidentes con ambos

métodos.

Existen otros métodos explicitamente desarrollados con el objetivo de eliminar el
problema de la inestabilidad dimensional, destaquemos el concepto de maxima
verosimilitud penalizada (MPLE). Debido en Vsu origen a Good (1971) y desarrollado
posteriormente por él mismo, Good y Gaskins (1971,1980) y por otros autores, de

Montricher et al. (1975), Tapia y Thompson (1978), el método se basa en las siguientes

consideraciones.

Sea F una clase de funciones de densidad. Una funcién penalizadora ¢: F — R es
un funcional real definido sobre F. Dada una muestra aleatoria x;, ..., x,,,, se define la

verosimilitud ¢ -penalizada de que pe F dé lugar a la muestra, como el funcional:
A n '
L(p) = ll;ll p(x;) exp( — o(p) [6.30]
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Obtener la solucion MPLE consiste en maximizar [6.49] condicionado a:

peF jxpdp=1 , p=0 [6.31]

Diversas funciones penalizadoras han sido utilizadas, destaquemos la propuesta

por Good (1971), donde:

o) = o " TV dx + I (0P ) dx [6.32]

Good y Gaskins (1971) sugieren, por criterios de simplicidad, trabajar con
funciones p?(x) de la forma definida en [5.3], coincidentes con las funciones estudiadas
por nosotros en el capitulo 5 . En los trabajos citados anteriormente pueden
encontrarse estudios tedricos referentes a la existencia de soluciones MPLE asi como

ejemplos numeéricos de la aplicacion de la técnica.
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6.4. Estimacion minimizando la esperanza del cuadrado de la distancia.

6.4.1. Consideraciones generales.

Una posible alternativa al empleo de las técnicas MLE surge con el método de
estimaciéon presentado en la secciéon 4.1 , basado en la distancia entre individuos. Tal
y como comprobamos en el capitulo 4 la minimizacién de la esperanza de la distancia
al cuadrado entre la muestra real y otra muestra hipotética conduce a la estimacién
MLE si utilizamos la distancia inmediata [3.6], pero no asi utilizando la distancia
estructural [3.27]. Nuestro objetivo es comprobar que la utilizacion de la distancia
[3.27] proporciona estimaciones que corrigen en parte el defecto de inestabilidad

dimensional presentado por la estimaciobn MLE.

Tomando como base las funciones definidas en el apartado 5.3.2 y una muestra

X1,y X, €l tensor métrico [3.29] respecto a las coordenadas x; resulta:

ui:o 000k hy _ \(xedfxe) — ' hy -y (edidx)) TR Py (xpd(xg) — iy (xph(xp))

2
m

It {4

Sop K=o n 2. 1 -
12 0 (12 0 G

a,B=1,.,m [6.33]

La complejidad de las funciones empleadas no ha permitido por el momento la
obtencién dela férmula explicita de la distancia entre dos‘individuos estadisticos. En
el siguiente apartado proponemos una aproximacion a la distancia riemanniana entre
dos puntos de una variedad paramétrica y posteriormente utilizaremos dicha

aproximacion para llevar a cabo la estimacién de los parametros.
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6.4.2. Una aproximacion a la distancia riemanniana.

Aun cuando una variedad paramétrica no sea euclidea, siempre es posible
encontrar un sistema de coordenadas en el cual los simbolos de Christoffel se anulen
en un punto P del espacio. Tales coordenadas se denominan coordenadas geodésicas
para ese punto particular o localmente cartesianas en P. Por tanto el tensor métrico
puede ser considerado constante en un entorno restringido del punto P y podemos
calcular la distancia entre dos puntos cualesquiera de la variedad como si fuera un

espacio euclideo.

Las leyes de transformacion de los simbolos de Christoffel pueden ser expresadas

como.

& x, . dx, 0xp v 0%,
= [6.34]
ayoy,  * Py ay 7 Yoy,

TEij=1,...,m

donde ,I'5p es el valor de los simbolos de ChristofTel en las coordenadas originales, y

,I'}; es el valor en las nuevas coordenadas, pero puesto que ,I ) = 0 resulta:

& Xe e Oxy Oxg
0y, 0y * ay ay

€, ij=1,.,m [6.35]

Sokolnikoff (1971) propone una solucion particular para este sistema en forma

de polinomio de segundo grado:

Xg=xb 4+ p, - = TBe yp Ve a=l,.,m [6.36]

donde xf es el valor de x, en p y TR, el valor de los simbolos de ChristofTel en p.
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De [6.36]) podemos ver que las coordenadas del punto p en el nuevo sistema de

referencia seran (0,...,, 0). Ademas en el nuevo sistema:

Ox,

o= = 8 — (The)pyp [6.37]
Ve

por tanto el tensor métrico vendra dado en el nuevo sistema por:

o = (82— (Thopy) (8 — (TR 2up [6.38]
0xy o )
y como en el punto p 3 =35, el tensor métrico en el punto p sera
n

20,0, 0) = g, (xF,..., x5)

Introduzcamos en [6.36] un parametro perturbador A, resulta

Mo = +3u= 2 Thetple &= Luym (6.39]

donde A, = x, — x£, cvidenteménte_ para A = O tenemos y, =0 a=1,.m

A continuacién vamos a expresar las nuevas coordenadas y, (A) mediante un
desarrollo en seric de Taylor en el punto A = 0, la soluciébn que nos interesa es la

correspondiente a A = 1. Derivemos [6.39] respecto A

]
7y

Wy

Aa = W h (rgs)p.Ve a=1l.,m [6'40]

derivemos una segunda vez y resulta:

2
azya - (¢ ay° Q"B + é g
a2 e

o a2

[6.41]

Las expresiones [6.40] y [6.41] en ¢l punto A = 0 dan lugar a:
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aya=A a.Va
o

, = %, A4, 6.42
an az PP Le.42]

por lo tanto a partir del desarrollo de Taylor de grado 2 de las nuevas coordenadas en

funcion de A, podemos aproximar el valor de p,(1) mediante:

po(l) = A, + é rg, 54, a=1l.,m [6.43]

La distancia entre dos individuos a = (x{,..,x%) y b= (x},...,x%) puede

calcularse dado un punto p como:

d*(a,b) = (gp), U5 — &) Uf — ¥§) [6.44]

y tomando como valor de las coordenadas y, la primera aproximacién proporcionada
por [6.42}, y, ® A, = x, — xf, obtenemos una sencilla expresion que nos proporciona

una aproximacion a la distancia:

d¥(a,b) ® (g,p), (x5 — x2) (xb — xf) [6.45]

Tomando como aproximacion a las nuevas coordenadas la expresion [6.43] completa,

obtendriamos finalmente como aproximacion a la distancia:

gpv

d(a, b) = (gap), (x5 — x8) (xf — xp) + —( Sy b= X0 (0 — x) (xp — xf) +

+ 2 v, Bl (TR0, () = ) (xf = %8 (2 = %) (2 = ) [6.46]

Una posibilidad para obtener una evaluaciéon aproximada de la esperanza de la
distancia al cuadrado entre la muestra que se posee y cualquier muestra hipotética
procedente de una distribuciéon concreta seria utilizar las expresiones [6.45] ¢ [6.46].

La eleccion del punto P es en cierta manera arbitraria, la opcidbn mas favorable para
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obtener una buena aproximacion a la distancia seria tomar un punto intermedio entre
las dos muestras para las cuales estamos calculando la distancia. Sin embargo debido
a la complejidad del tensor métrico [6.28]) hemos optado por tomar como punto P el
correspondiente a la muestra real, por lo tanto a la hora de calcular la esperanza, [6.28]

es constante y la complejidad del calculo queda reducida enormemente.

6.4.3. Algoritmo de minimizacion numérica.

La obtencién de los valores de los parametros que minimizan la esperanza del
cuadrado de la distancia, requiere la solucién de un problema de minimizacién
numeérica de funciones de varias variables con restricciones. Hemos optado por la

utilizacion del algoritmo de minimizacién debido a Rosenbrok (1960).

Sea g(x = (x{,..., X;3)) la funcién a minimizar, el método parte de una aproximacioén
xo al minimo, y de un conjunto de vectores unidad y direcciones mutuamente
ortogonales &,q,..., &,,0. Inicialmente tomamos como vectores ortonormales los de la
base canénica. En la etapa k+ 1, tomamos un paso d, en la direcciéon &,,, y evaluamos

la funcién en el punto x, = d, x;;. Si, para un a > 1 dado

g(xg + dy &4} < g(x)

f6.47]
y &(x, + ad) &) > g(xy)
el paso se considera provechoso. Si por el contrario
8(x, + ad; &) < g(xp) [6.48]

sustituimos d, por ad,;, y se intenta satisfacer [6.47] de nuevo. Si inicialmente

tuvieramos que:

g(x, + di &) > glxg) [6.49]

175



VI - Estimacion no paramétrica de la densidad

sustituiriamos d; por — pBd; (0 < B < 1) e intentariamos satisfacer de nuevo [6.47].
A continuacién avanzamos un paso d, a partir del punto x, + d, &, en la direccion
E,. repitiendo las comprobaciones [6.47] a [6.49]. Anilogamente obtendriamos
d;,...d,. LLegando al final de la k+1 ésima etapa, obteniendo una nueva

aproximacion x, ., al minimo de g, donde

X1 =Xt dy Ep + o+ dp G £6.50]

El siguiente paso consiste en establecer un nuevo conjunto de vectores
direccionales  ortogonales, & 441, &mes mediante el  procedimiento de

ortogonalizacion de Gram-Schmidt sobre el conjunto de vectores:

Ay =d &+ -+ dy By

A2 = dz gzk + e+ dm E.»mk . [6513

---------------------

El efecto de aplicar [6.51] y posteriormente Gram-Schmidt es asegurar que &, ,, | esté
en la direccidn de avance mas rapida hacia el minimo. &,,;, es la mejor direccién
normal a &, ;4 , ¥ asi sucesivamente. Las iteraciones finalizan tras un nimero finito
de etapas o, alternativamente, cuando |x,,, — x,| es menor que una tolerancia

prevista.

El problema de introducir la restriccion [6.12] puede ser resuelto mediante la

técnica de superficies de respuestai creadas, Carroll (1961), que para el caso de

restricciones de la forma

k(x) =0 i=1,..,p [6.52]

176



VI - Estimacion no paramétrica de la densidad

consiste en la creaciéon de superficies de respuesta ¢(x, a,), resultando

olx, a,) = g(x) + (7:7)[:5,1 Kx) r=12,.. £6.53]

Esta técnica asegura que la funcidén toma valores muy grandes en la proximidad
de una restriccién y se crea un minimo dentro de la regiéon permitida. Partiendo de un
valor de a; buscamos un minimo para ¢(x,a,) y buscamos un a, tal que 0 < a, < a,.
Obtenemos una sucesion de puntos que bajo condiciones generales, tiende al verdadero
minimo de g(x) para a, — 0. Una completa exposicion del método, del tratamiento de
restricciones mas generales asi como ejemplos de aplicacibn puede encontrarse en

Cohen (1977).

6.4.4. Resultados.

Presentamos a continuacion algunos resultados comparativos de la aplicacién de
los métodos de estimacién maximo verosimil (MLE) y de la minimizacién de la
esperanza de la distancia entre individuos al cuadrado (MESD). Los ejempios

considerados son los mismos que algunos de los comentados en el apartado 6.2.3.

En la Fig. 22 con los datos de la Fig. 1 , una muestra de tamafio m = 1,

x = 0, y una estimacién de 20 parametros, se observa que la estimacién MESD esta

maés suavizada que la MLE.

Enlas Figs. 23 y 24 comparamos los resultados con los obtenidos en las Figs.
3 y5.La muestra es de tamafio 2, x; = — 0.5 ,x, = 0.5, y las estimaciénes de 10 y
20 parametros. Nuevamente se’ observa como las estimaciones MESD son

sensiblemente mas suaves que la MLE.
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—— MI..E

-— M.E.5.0.

1 R i \
-2.00 -1.50 -1.00 -0.50 000 0.50 1.00 1.50 2.00

Figura 22. Estimaciones MLE y MESD con una muestra de tamaiio [ x = 0.0y n = 20
pardmeltros.

Valores obtenjdos para los parametros en la estimacion MESD.

6, = 0.7338459
8, = —0.44893847
6, = 0.33528298
B = —0.25568469
6 = 0.19961080

0,0 = —0.15284868
0,, = 0.11085614
0,4 = —0.07919429

0,6 = 0.05034236

0,3 = —0.024606!
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- M.i.E.
— M.E.5.0.
e
— T T T = T T 1 )
-2.00 -1.50 ~-1.00 -0.50 0.00 0.50 1.00 1.50 2.00
Figura 23. Estimaciones MILE y MESD con wuna muesira de lamaiio

x,= —05, x=+05 p n= [0 pardmetros.

Valores obtenidos para los parametros en la estimacion MESD.

8o = 0.93427048
0, = —0.33978577
0, = 0.10416150
0 = 0.00405403
05 = —0.03206056
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= M.E.S.D.

—= M.L.E.

| ¥

~2.00 -1.50 -1.00 -0.50 0.00 0.50 1.00 1.50 2.00
Figura 24. FEstimaciones MLLE y MESD con una muestra de tamainio 2 x, = -- 0.5, x, = + 0.5

y n = 20 pardmetros.

Valores obtenidos para los parametros en la estimacion MESD. .

0, = 0.8731400

8, = —0.34151663
6, = 0.10378813
8, = 0.03673594
0 = —0.11868716
0,0 = 0.15917754
0,, = —0.16823010
0,4 = 0.15251627
0,6 = —0.11687457
0,3 = 0.06504072
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T T T e —n
-2.00 -1.50 -1.00 -0.50 0.00 0.50 1.00 1.50 2.00

Figura 25, Lstimaciones MLE y MESD con wuna rnuestra de tamailo

xi=—1/V2 , x,=00, x3= + /N2 yn = 20 parametros.

Valores obtenidos para los parametros.

06, = 0.92715721

9, = —0.27855287
0, = 0.02928407
8, = 0.08542500
0g = —0.12854033
0,0 = 0.13065706
0,, = —0.11018162

0,5 = 0.07944685
0,6 = —0.047096878
0,5 = 0.019217292
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Finalmente en la Fig. 25 presentamos el resultado comparativo frente a la Fig.
7 , donde con una muestra de tamafio 3, x; = — I/\/Z y X3 =0., x3=+ 1/\/2 , Y
una estimacion de 20 parametros se observa que en este ejemplo la estimacién MESD

resulta ser mas bimodal que la MLE.

Debido al elevado tiempo de ejecucidon requerido por el algoritmo de
minimizacién numérica al trabajar con un elevado numero de variables, no ha sido

posible la comparacion de ambos métodos para un nimero mayor de parametros.
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VII. Aplicaciones a la Biologia.

Presentamos algunas aplicaciones a la Biologia de varias técnicas expuestas en
capitulos precedentes. En un primer ejemplo utilizamos el algoritmo stepwise para
estimar la funcién de densidad y distribuciéon de una medida biométrica a partir de
unos datos en forma de histograma donde se aprecia una bimodalidad acusada. En un
segundo ejemplo realizamos una clasificacién de diversos patrones electroforéticos,

asimilandolos a funciones de densidad.

7.1. Estimacién del tamafio en Octopus vulgaris.

7.2. Clasificacion de patrones electroforéticos.
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7.1. Estimacién del tamafio en Octopus vulgaris.

7.1.1. Introduccion.

La exploracion previa de los datos con vistas a determinar o confirmar el tipo de
distribucién de los mismos, es un paso importante en todo analisis. Efectuar
descripciones mediante histogramas o diagramas de barras es un adecuado primer paso
que puede dar indicios de desviacion de hipdtesis previas o de la presencia de una
mezcla de varias poblaciones. Cuando se presentcn tales circunstancias y deseemos una
representacion funcional de la funcion de densidad o verificar la significacién de
irregularidades aparecidas en los histogramas, la aplicacibn de un método de
estimacion no paramétrico de la densidad del tipo del algoritmo stepwise, es

claramente aconsejable.

Como ejemplo del funcionamicnto del algoritmo stepwise de estimacién no
paramétrica aplicado a datos reales, hemos realizado el siguiente estudio basado en
unos datos obtenidos de Alonso et al. (1976). En el texto mencionado se comentan
algunos métodos para la discriminacion entre varias poblaciones mediante el estudio
de la funcion de distribucién empirica. Se ilustran dichos comentarios con unos datos
obtenidos en individuos de la especie Octopus vulgaris sobre los cuales se evaluaba la
variable aleatoria T (tamafio). En total se consideraron 505 individuos extraidos del
Oceano Atlantico, a una profundidad que va de 15 a 35 metros, durante una campafia
que se desarrolldé en los meses de Abril y Mayo dec 1974. Los datos eran presentados
en forma de histograma, agrupando los diferentes valorcs de la variable T en 24
intervalos y proporcionando la frecuencia observada en cada uno de ellos. De la vision
directa del histograma ya se desprende la presencia de dos modas y la posible mezcla

de dos poblaciones de Octopus vulgaris. Nuestro objetivo es comprobar que la
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aplicacion del algoritmo stepwise confirma la presencia de ambas modas en la funcién

de densidad estimada.

Hemos realizado una previa transformacion del histograma centrando los
intervalos en el origen de coordenadas y reduciendo la longitud de cada uno de ellos

a 0,1 unidades. El histograma transformado puede observarse en la Fig. 26 .

Al utilizar el algoritmo datos continuos y presentarse éstos en forma agrupada,
hemos optado por la estrategia consistente en repartir las diferentes observaciones de
forma uniforme dentro del intervalo. De manera que cuando la frecuencia de un
intervalo es n, las observaciones se presentan en el centro de los » subintervalos iguales

en los que podria ser dividido el intervalo original.

807

70+

40+

30=1

20+

10

Figura 26. Histograma correspondiente a los datos utilizados en el efemplo 7.1. Alonso

et al. (1976).
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7.1.2. Resultados.

Tras la aplicacién del algoritmo stepwise hemos encontrado, trabajando como en
el resto de ejemplos con un nivel de significacién en los contrastes del 5% , un total

de 9 parametros significativos, que son

0, = 0.90349 8,, = 0.15720
9, = -0.14180 0, = -0.11380
0, = -0.17587 0,, = -0.12335
0, = 0.15970 0, = -0.15258
0, = -0.17608

En la Fig. 27 presentamos la funcioén de densidad estimada y en la Fig. 28 1Ia
funcion de distribucién obtenida utilizando los nueve parametros significativos a partir

de las expresiones [5.52} y [5.53].

Puede comprobarse que efectivamente en la funcion de densidad estimada se
recuperan las dos modas principales que presentaba el histograma, siendo ambas por
tanto significativas segin el algoritmo stepwise. Podria sugerirse como conclusién la
posible presencia, para la variable tamafio, de dos poblaciones de Octopus vulgaris

en la muestra estudiada.

Creemos que puede considerarse el ejemplo precedente una validacién de los

resultados proporcionados por el algoritmo stepwise al trabajar con datos reales.
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0.60
0.50 -
0.40 - [
0.30

0.20 —

0.00 J——I_ ¥

I I i o L | i I
-12 -1. -8 -6 -4 -2 0. 2 4 .6 .8 1. 1.2

Figura 27. Estimacion stepwise de la densidad correspondiente a los datos del ejemplo 7.1. Se ha
superpuesto el histograma a la misma escala.
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1.00

0.80

0.60

0.40

0.20

0.00
-1.50 -1.00 -.50 00 .50 1.00 1.50

Figura 28. Funcién de distribucion obtenida a partir de los paramétros significativos de la
estimacion stepwise de la densidad con los datos del ejemplo 7.1.
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7.2. Clasificacion de patrones electroforéticos.

7.2.1. Introduccion.

Con frecuencia nos encontramos con la necesidad de analizar datos donde las
observaciones sobre cada individuo vienen dadas en forma de funcién continua sobre
un eje. Por ejemplo podemos citar, espectros de absorcion a diferentes longitudes de
onda, densidades a lo largo de un gradiente continuo, etc. La metodologia que
sugerimos se basa en la identificacién de cada grafica obtenida con una funcién de
densidad de probabilidad y a continuacién aplicar sobre las mismas las técnicas de

analisis basadas en las funciones de densidad.

Para identificar cada grafica con una funcién de densidad se procederad en primer
lugar a una normalizacién de la funcién. Sea f;(x) xex la funcién observada sobre

el individuo i, que supondremos continua y positiva, y sea K, = jxﬁ (x) dx . La funcion

fix)

normalizada sera por tanto p(x) = e
!

Una vez que definida sobre cada individuo una funcién de densidad p(x), la
representacion de la misma en forma analitica se llevara a cabo utilizando el
procedimiento de estimaciéon desarrollado en el apartado 6.1 . Como resultado
tendremos para cada individuo una representaciéon funcional tal como se ha definido
en [5.3] y que nos permite introducir una distancia entre los diferentes individuos
utilizando la expresion [5.37] y posteriormente aplicar técnicas de clasificacién y

representacion que nos proporcionaran una idea de las relaciones entre los individuos.

Como ejemplo practico hemos utilizado una serie de patrones electroforéticos de
proteinas en suero, obtenidos en pacientes con mieloma multiple. El mieloma multiple,

segun Miale (1982), es una enfermedad tumoral en la que se produce una anormal
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proliferacién de células plasmaticas de origen B-linfocitico. Entre las caracteristicas
que presenta la enfermedad destaquemos la destruccién del hueso, la sustitucién de la
médula osea por células plasmaticas, hiperproteinemia e hiperglobulinemia. El anormal
metabolismo de las proteinas y la alta concentraciéon de inmunoglobulina produce una
hiperviscosidad con un flujo sanguineo defectuoso y como consecuencia una
insuficiencia vascular. Una de las evidencias de estas anormalidades proteinicas,
utilizada para el diagnéstico de la enfermedad, es una electroforesis del suero que
muestre cantidades anoémalas en las bandas correspondientes a las globulinas. Existen
diferentes tipos de anormalidades proteinicas asociadas al mieloma multiple, en la
mayoria de casos se detecta un notable incremento de la Ig G ( alrededor del 60 % de
los casos ) o de la Ig A ( alrededor del 18 % ) que se traduce a la hora de realizar el
patrén electroforético en irregularidades en las bandas correspondientes a la gamma y
beta globulinas, al ser los principales componentes de las inmunoglobulinas. También
existen casos, alrededor del 1 % de los mielomas, en los cuales no se aprecia ninguna

anormalidad proteinica, denominandose mieloma hiposecretorio.

Los patrones electroforéticos utilizados en el presente ejemplo han sido obtenidos

de Miale (1982) y se presentan en la Fig. 29 .

La experiencia aleatoria asociada estaria formada por un espacio muestral
continuo que representaria los diferentes valores de migracion sobre la placa
electroforética, de las diferentes proteinas, y la funcion de densidad representaria la

distribucién de probabilidad de las mismas.

190



VIl - Aplicaciones a la Biologia.

A

Figura 29. Patrones electroforéticos estudiados en el ejemplo 7.2.
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Figura 29. (continuacién). Patrones electroforéticos estudiados en el ejemplo 7.2.
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7.2.2. Resultados.

Cada patron electroforético ha sido transformado en valores numéricos para
permitir llevar a cabo el proceso de estimacidon de las funciones de densidad. La
estimacién se ha obtenido aplicando [6.4] y tras un analisis de la bondad de las
estimaciones, hemos considerado funciones con un total de 50 parametros. En la
Tabla 14

presentamos la matriz de interdistancias entre los diez individuos

prescindiendo de la diagonal principal.

1.34644

0.72795 1.09438

1.76739 1.98122 1.63299

1.14743 1.01632 0.79540 1.61076

1.41473 1.72876 1.24756 0.68683 1.40740

1.10852 1.11068 0.71575 1.47115 0.25018 1.22691

1.29274 1.47144 1.04431 0.86684 0.89969 0.67151 0.70696

1.44774 1.38018 1.17908 1.39413 0.66257 1.19457 0.60130 0.66801
1.75375 0.96964 1.52867 1.95548 0.92032 1.77798 1.02093 1.34078
0.94203 ‘

Tabla 14. Matriz de interdistancias entre los diez patrones electroforéticos.

Posteriormente se ha realizado un Anélisis de Coordenadas Principales, Cuadras
(1981), sobre la matriz de interdistancias anterior, con objeto de representar los
individuos en dimensién reducida y permitir una clara visualizacién de las relaciones
entre ambos. El Analisis ha sido realizado con el programa VCOOR cedido por el
Dr. Angel Villarroya. En la Fig. 30 presentamos la representacion de los diez patrones

segun las dos primeras coordenadas principales. El porceniaje de variabilidad explicado

es del 50.62 % con la primera coordenada y del 79.17 % con las dos primeras.

También se ha llevado a cabo una clasificacion jerdrquica utilizando técnicas de

Taxonomia Numérica. Utilizando el paquete CLUSTAN hemos obtenido una
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disimilaridad ultramétrica entre los patrones mediante el método UPGMA, Cuadras
(1981), y la posterior representacién en forma de dendrograma se muestra en la Fig.

31 . La correlacién cofenética obtenida es de 0.69,

7.2.3. Discusion.

De los resultados tanto del Analisis de Coordenadas Principales como de la
Taxonomia Numeérica, se desprende la aparicion de tres grupos diferenciados. La
discriminacion entre los tres grupos se basa principalmente en la ubicacién de los picos
irregulares del patrén electroforético. En el primer grupo, formado por los individuos
4, 6 y 8 aparece una clara irregularidad en el extremo izquierdo de las gréaficas,
correspondiente a la banda de la gamma-globulina. Los individuos 2, 5, 7, 9 y 10
presentan un pico irregular mas desplazado a la derécha, afectando igualmente a la
banda de la gamma-globulina, ‘pero parcialmente también afecta a la de la
beta-globulina. Finalmente los individuos 1 y 3 no presentan ninguna irregularidad en
la zona correspondiente a la gamma-globulina y si en la zona de la beta-globulina,
mucho mas pronunciada en el individuo 1 que en el 3. Este ultimo corresponde a un
individuo con niveles practicamente normales de globulinas, excepto un ligero exceso
en la beta-globulina, tras una terapia médica y nos sirve para apreciar las

irregularidades presentes en los demas.

De forma global podemos considerar que existe una adecuada correspondencia
entre los resultados obtenidos con los métodos de representacion a partir de la matriz
de interdistancias, con los que cabria esperar conociendo las particularidades de cada
uno de los individuos, y por tanto podemos considerar vilida y adecuada la

representacion de los individuos mediante las funciones de densidad estimadas.
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Ademas de las representaciones graficas y clasificaciones jerarquicas, el poseer
una representacion funcional y una distancia entre funciones de densidad, permite
desarrollar otras técnicas, como por ejemplo el diagnostico y clasificacién automatica
de los individuos, siguiendo alguno de los algoritmos de diagnostico desarrollados en

diferentes trabajos, por ejemplo en Oller (1982).
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Figura 30. Representacion de los patrones electroforéticos mediante las dos primeras coordenadas
principales. :
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Figura 31. Dendrograma obtenido a partir de las distancias entre los patrones electroforéticos.
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R_esumen de Resultados.

Presentamos a continuacién un resumen de los principales resultados aportados

por la presente memoria.

Comenzamos realizando una aproximaciéon al concepto de modelo estadistico
desde el punto de vista geométrico, centrandonos principalmente en consideraciones
sobre la introduccién de distancias, y en particular estudiando la métrica informacional

y sus propiedades.

Dada una variedad parameétrica correspondiente a un modelo estadistico, hemos
efectuado un estudio del espacio tangente y del espacio tangente dual en un punto a
la variedad, introduciendo representaciones adecuadas de los mismos. Tales
representaciones han permitido identificar a los elementos del espacio muestral con
campos tensoriales covariantes de primer orden en la variedad, mientras que las
variables aleatorias pueden ser identificadas con campos tensoriales contravariantes

también de primer orden.

Hemos introducido dos definiciones de distancias, en sentido estricto
.pseudodistancias, entre valores muestrales basadas ambas en distancias en el espacio

tangente dual entre sus respectivas formas lincales asociadas segun la aplicacion

&X—’Eg
x—8x)=7Y

tal que Y (") = Y(x) para todo Y e E,.

La primera, a la que denominamos distancia inmediata, es definida a partir de la

distancia euclidea en el espacio tangente dual. Se han obtenido expresiones explicitas
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para la distancia cuando los individuos estadisticos son muestras correspondientes a
las distribuciones Poisson, Weibull, Gamma, Exponencial, Binomial, Binomial
negativa, Multinomial, Multinomial negativa, Wald, Logistica, Normal univariante y
Normal multivariante. Se han estudiado ciertas propiedades relacionadas con la
distancia inmediata, entre las que destacamos su invarianza frente a cambios de la
medida de referencia y transformaciones por estadisticos suficientes, y su no

decrecimiento al aumentar el numero de parametros de las variedades.

La distancia estructural es definida a partir de la distancia sobre el conjunto
imagen del espacio muestral por la aplicacion anterior, al que denominaremos S. Se
demuestra que coincide con la distancia inmediata si S es un conjunto convexo y
también que S no es convexo si la dimensién del espacio muestral es uno y el namero
de parametros de la variedad mayor o igual a dos. Se ha obtenido la expresion explicita
para la distancia estructural entre muestras de tamafio uno correspondientes a una

distribucién Normal univariante.

Se han estudiado las aplicaciones de las distancias entre individuos a técnicas
clasicas de inferencia estadistica, definiendo nuevos procedimientos de estimacién de
parametros y contraste de hipoétesis desde un punto de vista geométrico. Se comprueba
como utilizando la distancia inmediata se recuperan gran parte de los resultados
clasicos, en particular las ecuaciones de verosimilitud y el contraste de hipotesis
mediante el test de los multiplicadores de Laérange. Hemos comprobado también
como utilizando en estimacion de parametros la distancia estructural en un ejemplo
en que ésta difere de la inmediata, se obtienen resultados que difieren respecto a la
méxima verosimilitud clasica y que podemos considerar méas acordes con resultados
intuitivos al dejar indeterminada la estimacion de la varianza trabajando con muestras

de tamarfio uno de una distribucidon Normal univariante.
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Se ha introducido una clase de funciones de densidad de probabilidad que pueden
ser caracterizadas en una variedad paramétrica de dimensién finita. Se comprueba que
las variedades resultantes son de curvatura constante y positiva. Se han obtenido las
expresiones para las geodésicas y la distancia de Rao entre dos distribuciones. Hemos
efectuado un estudio probabilistico en varios ejemplos y finalmente consideramos la
aplicacion de tales familias a la estimaciéon no paramétrica de funciones de densidad

gracias a su capacidad de adaptacion.

Se ha abordado el problema de la estimacién de parametros en las familias
anteriormente citadas. Comprobamos los inconvenientes de la estimacidon méximo
verosimil y para subsanarlos hemos propuesto un algoritmo tipo stepwisc que toma
en cuenta la significacion de los incrementos de la verosimilitud al modificar el nimero
de parametros de las familias. Utilizamos diversas simulaciones para comprobar la
bondad del algoritmo, obteniendo resultados satisfactorios tanto al trabajar con
distribuciones clasicas como con las nuevas familias. Se han comparado los resultados
con otros métodos clasicos de estimacion no paramétrica, en particular con el método

de los Kernel.

También se ha estudidado el método de minimizar la esperanza del cuadrado de
la distancia estructural entre individuos (MESD). Para poder llevar a cabo tal estudio
se ha desarrollado una aproximacion a la distancia Riemanniana v se han utilizado
técnicas de minimizacién numérica de funciones de varias variables con restricciones.
Se han obtenido algunos ejemplos que muestran un mejor comportamiento de la

estimacién MESD frente a la MLE.
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Finalmente se han considerado dos ejemplos practicos consistentes en la
estimacién de una funcién de densidad bimodal a partir de unos datos en forma de
histograma y en la clasificaciéon de diversos patrones electroforéticos asimilandolos a
funciones de densidad. En ambos ejemplos los resultados parecen validar

completamente la metodologia empleada.
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