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RESUM

Les técniques de clustering tenen I'objectiu de trobar patrons amagats dins de les dades i,
particularment, dividir un conjunt d’observacions en grups acord a un conjunt de mesures. Els
primers métodes es van desenvolupar als anys 30 i 40 i avui dia n’existeixen més d’un
centenar.

En aquest treball s’han estudiat tres técniques de Hard clustering: K-means, clustering
jerarquic, K-medoids i una tecnica de Soft clustering: Gaussian Mixture Models.
Addicionalment, s’"han seleccionat aleatdriament dues mostres de 200 persones de I'estudi de
salut ELSA amb els objectius d’il-lustrar aquests metodes per descobrir quins s’adapten millor
aaquestes dades i de determinar grups de persones, estratificats per sexe, amb perfils de salut
comuns.

El K-means i el clustering jerarquic aglomeratiu son les tecniques que han presentat els millors
resultats. En canvi, els Gaussian Mixture Models és el metode que pitjor s’ha adaptat a les
dues mostres analitzades.

Paraules clau:

K-means, clustering jerarquic, K-medoids, Gaussian Mixture Models, Hard clustering, Soft
clustering, index de Rand Ajustat, elbow method, average silhouette method, gap statistic.

ABSTRACT

Clustering techniques aim to find hidden patterns within the data and to divide a set of
observations into groups according to a set of measures. The first methods were developed
in the 1930s and 1940s and today there are more than a hundred.

In this work, three Hard clustering techniques: K-means, hierarchical clustering, K-medoids
and a Soft clustering technique: Gaussian Mixture Models have been studied. In addition, two
samples of 200 people have been randomly selected from the ELSA health study with the
objectives of illustrating these methods to discover which are best suited to these data and to
determine groups of people, stratified by sex, with common health profiles.

K-means and agglomerative hierarchical clustering were the best performing techniques. On
the other hand, the Gaussian Mixture Models is the method that has been the worst adapted
to the two samples analyzed.

Key words:

K-means, hierarchical clustering, K-medoids, Gaussian Mixture Models, Hard clustering, Soft
clustering, Adjusted Rand Index, elbow method, average silhouette method, gap statistic.
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I. INTRODUCCIO

Actualment, ens trobem en una época en que les empreses, els governs i les organitzacions
tenen la necessitat d’obtenir la maxima informacio possible i emmagatzemar-la en grans bases
de dades. Malgrat aix0, tota aquesta informacid necessita ser tractada per poder mostrar
patrons d’utilitat de cara a extreure’n conclusions i, sobretot, prendre mesures enfocades a
evolucionar, aprendre i millorar en el nostre dia a dia.

Normalment, les dades estan emmagatzemades com un conjunt d’observacions (que
habitualment poden ser subjectives o individuals) a les que se’ls hi pren una série de mesures.
Per tractar aquestes dades, ens pot interessar classificar els individus en grups diferenciats, ja
gue es pot donar el cas que, en una mateixa base de dades, els individus es comportin de
manera diferent en funcid de les caracteristiques que s’analitzen. A simple vista i sense tractar
les dades, extreure patrons diferents en un dataset és practicament impossible, per aixo
existeixen diferents tecniques de classificacio, com per exemple les tecniques de clustering,
gue ens permeten assolir aguest objectiu.

En aquest treball s’estudiaran, per una banda, les tecniques de clustering més utilitzades avui
dia: clustering jerarquic, K-means i K-medoids, que sén técniques basades en dissimilaritats
gue, per a un conjunt d’atributs continus, calculen la similitud i la dissemblanca entre les
observacions d’una base de dades a través de distancies matematiques (p.ex. la distancia
Euclidiana). D’altra banda, s’estudiara una aproximacido probabilistica més actual de les
tecniques de clustering basada en els finite mixture models (en catala, models de barreges
finites), el clustering probabilistic, en concret es tracta dels Gaussian Mixture Models.

1.1. Objectius del treball

Els objectius d’aquest treball es poden dividir en dues arees ben diferenciades. El primer
objectiu és estudiar i coneixer la metodologia dels diferents métodes de clustering escollits en
aquest treball: clustering jerarquic, K-means, K-medoids i Gaussian Mixture Models. A més a
més, es treballaran tres técniques comunes de seleccié de clusters optims: 'elbow method,
I'average silhouette method i el gap statistic, i una técnica per comparar les estructures dels
clusters entre diferents metodes, I'index de Rand Ajustat (ARI). Assolir aquest objectiu em
proporcionara un know-how en l'area de clustering que no tenia al principi d’aquest treball.

El segon objectiu radica en, una vegada assolit el primer objectiu, aplicar els coneixements
adquirits per una mostra procedent d’un estudi real de salut. Aquest objectiu em permetra
il-lustrar els coneixements adquirits i, empiricament, determinar quin métode divideix millor
les observacions per aquesta mostra i, a més d’aix0, si les quatre técniques classifiquen les
dades de manera similar o, per contra, succeeix el que en Machine Learning es coneix com el
“no free lunch methods”. Es a dir, per a una mateixa base de dades no tots els métodes
extrauran les mateixes estructures de clustering, no perquée un metode sigui millor o pitjor
gue un altre, siné perque depenent de les caracteristiques que presenti la base de dades hi
haura algoritmes que s’adaptin millor al problema que es vol tractar.



1.2. Metodologia i estructura

El treball s’estructura en dues parts, la primera és la part purament teorica on es presentaran
tots els métodes, i la segona és la part practica on s’aplicaran els metodes mencionats
anteriorment.

Tenint en consideracid I'index, la part teorica cobreix del capitol Il al capitol IV. Al capitol Il
s’introdueixen els métodes de clustering, s’exposa cada técnica amb les seves caracteristiques
i 'esquema que segueix I'algoritme. Al capitol Il es presenten els tres metodes de seleccid de
clusters optims i al capitol IV s’explica com es compararan els métodes de clustering i I'index
de Rand Ajustat. Al final de cada metode s’especifiquen quines funcions del software estadistic
R sén necessaries per dur-lo a terme.

La segona part del treball compren el capitol V i el capitol VI. En el capitol V es fa una breu
analisi exploratoria de la base de dades de salut on s’apliquen els métodes de clustering,
s’estratifica la base de dades en funcid del sexe, de manera que per a cada métode s’acabaran
analitzant dues mostres, una de dones i una altra d’homes, i s’especifiquen quines variables
continues s’utilitzen a I’"hora de crear els clusters. Finalment, al capitol VI s’apliquen totes les
tecniques introduides a la part teorica per la mostra de dones i per la mostra d’homes, es fa
el profiling dels clisters a través dels tests ANOVA i Kruskal-Wallis, per a les variables
numeriques, i el test Chi-quadrat, per a les variables categoriques, i es fa una breu comparativa
entre els diferents metodes per veure si, la mostra de dones per una banda i la mostra
d’homes per l'altre, perfilen les dades de manera similar i si les estructures de clUsters que es
creen per cada algoritme son similars entre elles.

En el darrer capitol s’exposa el que s’ha anat aprenent durant tot el treball i les conclusions a
les quals s’ha arribat per la mostra de dones i per la mostra d’homes.

Pel que fa a la base de dades de salut amb les que s’ha treballat, s’"han extret les dades de
I'estudi de cohort The English Longitudinal Study of Ageing (ELSA) pels individus que van
participar en I’estudi entre els anys 2008 i 2009.

Tota la informacid sobre I'estudi ELSA i les dades que s’utilitzen es pot trobar al seglient enllag:
https://www.elsa-project.ac.uk/.

1.3. Agraiments

Gracies als meus tutors, Daniel Fernandez Martinez i Albert Sanchez Niubd, per tota I'ajuda
proporcionada, per totes les reunions telematiques que hem pogut tenir i la predisposicié que
han mostrat a I’'hora de resoldre tots els dubtes que m’han anat sorgint durant el treball de la
manera més rapida i eficient possible.


https://www.elsa-project.ac.uk/

Il. TECNIQUES DE CLUSTERING

El terme clustering es refereix a un gran nombre de tecniques no supervisades en |'analisi de
dades multivariant amb la finalitat de dividir el conjunt d’observacions d’'un dataset en
diferents grups anomenats clusters, conglomerats, classes o simplement grups. L'objectiu
d’aplicar el clustering és trobar estructures de cluster on les observacions dins de cada grup
siguin similars entre elles i diferents de les observacions en els altres grups. Tenint en compte
gue la similitud entre observacions és una quantitat que reflecteix la forca de la relacié entre
dos elements de dades i representa com sdn de similars dos patrons de dades. A més, el
clustering és una eina que ajuda a determinar patrons amagats, és a dir, estructures que no
es veuen ni es coneixen a simple vista.

En el cas particular d’aquest treball només s’aplicaran metodes de clustering enfocats a
variables continues. Aixi, la similitud entre dades es calculara a través de distancies
matematiques (es veuran en detall al subapartat 2.1.2). En altres paraules, aguests métodes
pretenen minimitzar les diferéncies/distancies dins de cada cluster (Intra-cluster distances) i
maximitzar les distancies entre els diferents clisters (Inter-cluster distances) com es pot veure
ala Figura 2.1.

Figura 2.1: Visualitzacid de les distancies dins dels clusters (Intra-cluster
distances) i les distancies entre clisters (Inter-cluster distances).

Es maximitzen les

Es minimitzen les Inter-cluster
Intra-cluster distances
distances

Font: <https://www.researchgate.net/figure/Intra-cluster-distances-vs-
inter-cluster-distances fig22 336111538>.

L’analisi de clustering forma part de I’'area de Machine Learning (aprenentatge automatic). El
Machine Learning és una aplicacié dins de la Intel-ligéncia Artificial (IA) que proporciona als
sistemes informatics la possibilitat d’aprendre i millorar automaticament a partir de
I'experiéncia sense haver-se programat explicitament. L'aprenentatge automatic se centra en
el desenvolupament d’algoritmes matematics que poden accedir a les dades i utilitzar-les per
aprendre per ells mateixos.

Els métodes de Machine Learning es classifiquen, a grans trets, entre les técniques
d’aprenentatge supervisat i les técniques d’aprenentatge no supervisat (veure Figura 2.2), tot
i que també hi ha variants com I'aprenentatge semisupervisat, on es combina el coneixement
a priori de 'usuari i les tecniques no supervisades en un métode de dues fases.


https://www.researchgate.net/figure/Intra-cluster-distances-vs-inter-cluster-distances_fig22_336111538
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Parlant de forma general, els metodes classificats com aprenentatge supervisat sén aquells on
I'analista o usuari ja sap la variable resposta que es vol predir o classificar (depenent de
I'objectiu a obtenir) i aguest només actua de guia per entrenar a l'algoritme d’aprenentatge
les conclusions a les quals ha d’arribar. Per tant, requereix que els resultats de I'algoritme
siguin coneguts amb anterioritat i que les dades utilitzades per entrenar-lo ja estiguin
etiquetades amb la resposta correcta. La regressid lineal i logistica o I’analisi discriminant sén
exemples molt utilitzats de tecniques d’aprenentatge supervisat.

En canvi, a les técniques d’aprenentatge no supervisat no es disposa d’una variable resposta
o una etiqueta de classe a predir o classificar coneguda. La idea general és que el métode sigui
capac d’aprendre a identificar processos i patrons complexos durant el procés de I'algoritme
d’aprenentatge. L'analisi de clustering esta classificat dins de I'aprenentatge no supervisat.

Figura 2.2: Classificacié del Machine Learning entre I'aprenentage supervisat i I'aprenentatge no

supervisat.
Machine Learning

Aprenentatge

Aprenentatge
no supervisat

supervisat

Analisi de Reduccié de la
clustering dimensionalitat

RegreSSié

Font: <https://www.diegocalvo.es/en/machine-learning-supervised-unsupervised/machine-
learning-classification/>.

Les técniques de clustering s’apliquen en moltes arees d’investigacié com la biologia,
I’'enginyeria, 'economia, la medicina, etc. donat que permet a I'analista dividir les dades per
estudiar caracteristiques i comportaments, a priori desconeguts, que sén comuns dins de la
mostra i actuar en funcié dels resultats. Per exemple, en el mén del marqueting I’analista pot
estar interessat a distingir perfils de compradors per vendre productes en funcioé dels gustos i
les necessitats que tinguin.

No obstant aix0, s’ha de tenir en compte que el clustering es tracta d’una técnica descriptiva
per explorar i descriure les dades, diferent de les técniques inferencials o de prediccid, com
per exemple els models de regressid, on es busca predir una variable resposta en concret. De
totes maneres, una vegada es té una estructura de clustering definida, es pot classificar a un
nou objecte o individu si es disposa de les seves mesures corresponents a les variables
utilitzades per definir el clustering.

Avui en dia, existeixen diferents metodologies per definir la similitud entre el conjunt
d’observacions d’'una base de dades i és una area en expansid, ja que actualment es coneixen
més de 100 métodes de clustering diferents. Es important remarcar que les solucions que
s’obtenen a I'’hora d’aplicar el clustering no sén Uniques atées que, principalment, el resultat


https://www.diegocalvo.es/en/machine-learning-supervised-unsupervised/machine-learning-classification/
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pot variar depenent de les variables que es seleccionen per agrupar les dades i el métode que
s’utilitza. No tots els meétodes de clustering donaran les mateixes solucions per les mateixes
dades (aix0 és conegut en Machine Learning com el “no free lunch methods”).

Existeixen diverses formes possibles per classificar els metodes de clustering. Per aquest
treball es dividiran les técniques de clustering en dos subgrups: el clustering no probabilistic
(Hard clustering) i el clustering probabilistic (Soft clustering). En el clustering no probabilistic,
cada observacié de la base de dades pertany a un sol cldster i no se sap quina és la probabilitat
de pertanyer a un cluster diferent. D’altra banda, en el clustering probabilistic cada observacié
té associada una probabilitat de pertanyer a més d’un clister a la vegada (veure Figura 2.3).

Figura 2.3: Exemple de com es classifiquen les dades en el Hard clustering
(p.ex. el métode jerarquic, K-means i K-medoids) i en el Soft clustering
(p.ex. els Gaussian Mixture Models).

Una observaciod € un cluster Una observacié € multiples clusters
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Font: <https://towardsdatascience.com/a-friendly-introduction-to-
text-clustering-fa996bcefd04>

A grans trets, es pot definir que els metodes de clustering probabilistics consideren que les
dades provenen d’una distribucié de probabilitat que és una barreja de dos o més clusters. Un
dels metodes més populars sén els Gaussian Mixture Models (GMMs), que s’aplica per a
variables continues que han de seguir una distribucié Gaussiana.

Figura 2.4: Matriu de dades pels metodes de clustering amb | individus
i K variables numeriques per crear els clusters.

1 k K
1
7 Lk
I

Font: Fernandez, Daniel. Multivariate Analysis (MVA) Clustering [projeccio
visual]. Universitat Politécnica de Catalunya, 2021. 94 diapositives.
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Dins del clustering no probabilistic es pot distingir entre dos grans grups de técniques: els
metodes jerarquics i els métodes de particié. En aquest cas les variables continues no han de
seguir cap distribucio de probabilitat, donat que sén métodes que depenen de distancies
matematiques i, per tant, no tenen associada cap distribucié de probabilitat subjacent. Per
aplicar els métodes de Hard clustering, la matriu de dades amb la informacié dels individus i
les variables que s’utilitzen per crear els clisters pren la forma de la Figura 2.4.

Els métodes jerarquics consideren que les observacions més properes entre elles, a 'espai de
les dades, presenten més similitud que les observacions que es troben més llunyanes entre si.
En cada pas d’aquests métodes es van generant grups fins que s’assoleix el nombre
d’agrupacions optimes considerades per |'algoritme.

El clustering jerarquic es pot dividir entre les técniques d’aglomerat, en que cada observacio
forma un cluster i es van unint fins a arribar a un Unic clUster que conté totes les dades, i les
técniques de divisid, en aquest cas es parteix d’'un sol clUster que agrupa totes les
observacions i en cada pas es divideix en grups més heterogenis, acabant amb tants clusters
com elements dins de la mostra.

Figura 2.5: Exemple del clustering aglomeratiu (Agglomerative) i
divisiu (Divisive) per dividir les dades en clusters.

P.grst
Agglomerative
rs,t
P q
s, t
Divisive
p q r S t
Font: <https://www.researchgate.net/figure/Conceptual-

dendrogram-for-agglomerative-and-divisive-Hierarchical-based-
clustering-19 fig2 321399805>.

A la Figura 2.5 es pot observar un exemple de I'esquema de les técniques d’aglomerat, a la
part esquerra, i 'esquema de les tecniques de divisid, a la part dreta. En els subapartats 2.1.3
i 2.1.4 s’exposen detalladament els passos estandard que segueix cada algoritme de clustering
jerarquic.

Per altra banda, els metodes de particid sén algoritmes de clustering iteratius que s’executen
fins a trobar la millor particié de I'espai que es genera en la dimensié de les dades. Abans
d’aplicar aquest tipus de métodes és necessari que I'analista especifiqui el nombre de clusters
gue es volen crear. Per aquest motiu, és importat tenir coneixements a priori sobre les dades
o utilitzar eines per calcular una aproximacié del nombre Optim de particions com 'elbow
method, l'everage silhouette method i el gap statistic (veure capitol 1ll). Dos dels
desavantatges d’aquest tipus de métodes sén que l'algoritme pot acabar convergint a un


https://www.researchgate.net/figure/Conceptual-dendrogram-for-agglomerative-and-divisive-Hierarchical-based-clustering-19_fig2_321399805
https://www.researchgate.net/figure/Conceptual-dendrogram-for-agglomerative-and-divisive-Hierarchical-based-clustering-19_fig2_321399805
https://www.researchgate.net/figure/Conceptual-dendrogram-for-agglomerative-and-divisive-Hierarchical-based-clustering-19_fig2_321399805

optim local en lloc del maxim i, per aix0, es requereix executar els metodes de particido molts
cops des de diferents punts de partida de I'espai dimensional de les dades i veure a quin
resultat convergeix totes les execucions de I'algoritme.

Els métodes de particid més coneguts i utilitzats actualment sén el K-means (veure Figura 2.6)
i el K-medoids.

Figura 2.6: Exemple dels primers passos de l'algoritme de
partici6 K-means (a l'apartat 2.2 es presenten els passos
detalladament).

@ ®

Font: Wikipedia < https://es.wikipedia.org/wiki/K-medias >

A continuacié es descriura les técniques de clustering que s’aplicaran i estudiaran en aquest
treball. Per tenir una idea inicial, a la Taula 2.1 es mostra una classificacié dels metodes
estudiats segons si formen part del clustering no probabilistic o del clustering probabilistic.

Taula 2.1: Classificacio de les técniques del clustering no probabilistic
i el clustering probabilistic.

Metodes Jerarquics Métodes de particié
- Clustering Aglomeratiu - K-means
- Clustering Divisiu - K-medoids

- Gaussian Mixture Model (GMM)

2.1. Clustering Jerarquic

El clustering Jerarquic (Ward, 1963) és un metode no probabilistic i desenvolupat per a
variables numeériques. A més a més, es tracta de les tecniques de clustering més populars (junt

7


https://es.wikipedia.org/wiki/K-medias

amb el métode de particié K-means explicat a I'apartat 2.2). Com en tot analisi de clustering
es necessita aplicar certes mesures de similitud i dissemblanca i, al tractar-se d’'un metode
numeric, aquestes mesures es representen com a distancies, per exemple la distancia
Euclidiana, la distancia de Manhattan i la distancia Euclidiana al quadrat entre d’altres (veure
Taula 2.2).

Dins d’aquest grup de meétodes existeixen dues estrategies diferents per agrupar les
observacions en cllsters. La primera estrategia és el clustering aglomeratiu (bottom-up)
exposat al subapartat 2.1.3, el més utilitzat, i la segona estrategia és el clustering divisiu (top-
down) exposat al subapartat 2.1.4, no tan utilitzat. Indistintament del tipus de clustering
jerarquic emprat, aquests metodes creen els conglomerats de manera que existeixi un ordre
predeterminat entre els clusters de la base de dades a estudiar, és a dir, una jerarquia. Aquesta
jerarquia es mostra a través de dendrogrames, que es defineixen amb detall just a continuacio.

2.1.1. Dendrograma

Un avantatge respecte a altres técniques per dividir les dades en conglomerats, és que els
metodes jerarquics permeten representar els resultats del clustering a través d’un diagrama
d’arbre, que il-lustra les relacions entre clusters dins de la base de dades analitzada. Aquest
diagrama pren el nom de dendrograma.

Figura 2.7: Visualitzacié d’'un dendrograma on es pot veure com les
observacions es divideixen en branques.

Height

OD'TOOO'TlO"rMO\M'\OO'-*OMI\LI\NCOr*NtnO':N\W\DLI\U'\NHM(D\D*!O‘HNT\NHG\LDM
NS —SeiM SN M NS AN NN MeEAMNNM (N =M TMNS

Font: Clustering y heatmaps: aprendizaje no supervisado
< https://rpubs.com/Joaquin AR/310338 >

Agafant la Figura 2.7 com a exemple, en la base del dendrograma cada observacié forma un
cluster individual conegut com a fulla (leaf) de I'arbre. A mesura que s’ascendeix per
I'estructura del diagrama, parells de fulles es fusionen formant les primeres branques,
aquestes unions es coneixen com a nodes i representen els parells d’observacions més similars
entre elles, més tard es van fusionant branques amb branques i també branques amb fulles.

Quan abans es produeix una fusié (més proper a la base del dendrograma), major és la
similitud. Aixo significa que, per qualsevol parell d’observacions, es pot identificar el punt de
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I'arbre on les branques es fusionen. L’altura (Height) on es produeix aquesta fusid, en I'eix
vertical, indica com de similars o dissemblants sén els parells d’objectes. L’'altura dels
dendrogrames normalment ve calculada a través de la deviancia o I'index de GINI. Per tant,
els dendrogrames s’han d’interpretar respecte a I’eix vertical (eix Y), en cap cas respecte a les
posicions que ocupen les observacions en |'eix horitzontal (eix X), ja que no proporcionen
informacidé sobre la similitud i la dissemblanca entre parells i grups d’observacions.

Figura 2.8: Exemple d’un esquema aglomeratiu (bottom-up) amb 4 passos, on a cada pas es
mostra |'assignacio de clusters corresponent.

. L b e

Pas 1 A

4 clusters: {a,b},{c},{d},{e},
Pas 2 Pas 3 = e e e e e e ]

3 clusters: {a,b},{c},{d,e}

Pas 3

Pas2 ===se=ssssskesssss=ge=s

2 clusters: {a,b},{c,d,e}

Pas]l mmmefmmmm—m—t e e e

Pas 4

1 claster: {a,b,c,d,e} FINAL! e}
a b c d e

Font: Fernandez, Daniel. Multivariate Analysis (MVA) Clustering [projeccié visual]. Universitat
Politecnica de Catalunya, 2021. 94 diapositives.

A la Figura 2.8 es pot observar la interpretacié de I'altura dels dendrogrames a través d’un
esquema aglomeratiu. En el pas 1, les observacions a i b s’"uneixen formant un primer node i
son les observacions més similars entre elles, ja que s’agrupen en la part més propera a la base
del dendrograma. En el pas 2, s’uneixen les observacions d i e donat que sén les segones més
properes a la base del dendrograma. En el pas 3, I'observacioé ¢ s’agrupa amb el node de les
observacions d i e i, finalment, en el pas 4 totes les observacions formen un Unic cluster.

A l’hora de decidir el nombre de cluster en que es dividira les dades, hi ha varies opcions. Una
primera opcid, és anar provant diferents talls horitzontals a les branques més llargues del
dendrograma fins que es troba una bona diferenciacié entre clusters. Una altra opcid, és
utilitzar el coneixement previ del context del problema que representen les dades i aplicar-ho
per obtenir el tall que té més sentit, contextualment parlant. Una tercera opcid, és aplicar
metodes matematics, com els que es plantegen al capitol Ill, per poder escollir el nombre
optim de clusters per la base de dades que s’estudia. Totes tres opcions sén no excloents i,
per tant, combinables.

2.1.2. Mesures de distancia

Per tal d’aconseguir agrupar els objectes/observacions d’una base de dades de manera
jerarquica, tant pel clustering aglomeratiu com pel clustering divisiu, cal definir la mesura de



distancia utilitzada per agrupar les observacions del dataset que s’estudia. Les distancies més
comunes a I’hora d’aplicar aquests métodes es mostren a la Taula 2.2.

Taula 2.2: Nom, férmula i notacié de 4 de les mesures de distancia més comunes en el clustering Jerarquic.

a i b representen dos clisters
diferentsi els parells a; i b;
representen les observacions i-
essimes de cada cluster.

a i b representen dos clusters

|Ia — b||2 = Z(ai — b;)? diferents i els parells a; i b;
2
i

Distancia Euclidiana

Distancia Euclidiana al quadrat . .
representen les observacions i-

essimes de cada cluster.
a i b representen dos clisters
||a — b||1 = Zlai — b, diferents i els parells a; i b;
- representen les observacions i-
essimes de cada cluster.

a i b representen dos clisters
diferents. Es resta totes les
observacions de cada un dels
clistersentreells. S~ és la
matriu de variancies i
covariancies de les dades.

Distancia de Manhattan

Distancia de Mahalanobis d(a,b) =+/(a—b)TS~1(a— b)

Per I'aplicacio practica dels metodes jerarquics, es calculara la similitud i la dissemblanca entre
els objectes de la base de dades a través de la distancia Euclidiana, la més comuna a I'hora
d’aplicar els metodes de clustering per a dades de tipus numeric, que és la distancia que
s'implementa per defecte en la majoria de paquets estadistics en R.

2.1.3. Clustering aglomeratiu

En el clustering aglomeratiu, també denominat AGNES (Aglomerative nesting), el metode
s’inicia des de la base del dendrograma, de manera que cada observacié forma un cluster
individual. A cada pas de l'algoritme, els dos clusters més similars es combinen per crear un

Figura 2.9: Exemple del clustering aglomeratiu (bottom-up).

Aglomeratiu
4

Font: <https://www.mygreatlearning.com/blog/hierarchical-clustering/>
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nou cluster, de tal manera que I'estructura del dendrograma creix de baix a dalt (bottom-up)
fins a crear un Unic conglomerat, la branca central (veure Figura 2.9).

Per aplicar aquest tipus de clustering jerarquic cal definir com es quantifica la similitud entre
dos clusters. Es a dir, cal ampliar el concepte de distancia entre parells d’observacions per
aplicar-ho a parells de clusters formats per un o més objectes. Aquest procés es coneix com a
mesures d’enllag (linkage). A la Taula 2.3 es defineixen les cinc mesures d’enllag més
utilitzades: I'enllag complet o maxim, I'enllag tnic o minim, I'enlla¢ mitja, I'enllag per
centroides i el métode de minima variancia de Ward. També, a la Figura 2.10 es representen
aquestes mesures graficament.

Taula 2.3: Presentacio de les 5 mesures d’enllag més comunes amb la seva formula i definicid.

Calcula les dissemblances entre
tots els parells d’observacions del
cluster a i el cluster b, de manera
que el valor més gran passa a ser
Complet 0 maxim Dy = max,',jd(xi,yj) la distancia entre aquests dos

clusters. Es considera com la

mesura més conservadora i

tendeix a crear clusters més
compactes.

Calcula les dissemblances entre
tots els parells d’observacions del
clister a i el cluster b, de manera
que el valor més petit passa a ser
Unic o minim Dy = mini_jd(xi,yj) la distancia entre aquests dos

clusters. Es considera com la

mesura menys conservadora i

tendeix a crear cldsters més
allargats.

Calcula les dissemblances entre
tots els parells d’observacions del
cluster ai el cluster b, la mitjana

1 n de les dissemblances es considera
Mitja Dy = P Z Z d(xi,yj) la distancia entre aquests dos
i=1j=1 clusters. Com que es depen del

nombre d’observacions de cada
conglomerat, la compacitat dels
clusters que es creen pot variar.
Calcula el centroide del cluster a i
el cluster b, de manera que es
Centroides Dy =d (g,y) considera la distancia entre els
- centroides com la distancia entre
els dos clusters.

Es minimitza la variancia total dins
de cada cluster. A cada pas de
— y|| I'algoritme es combinen els grups
d’observacions amb la minima
distancia entre clisters. Tendeix a
crear clusters més compactes.

Métode de variancia minima de
Ward

La variable x; es refereix a les observacions del cluster a, la variable y; es refereix a les
observacions del cluster b, n i m representen el total d’observacions del cluster a i b
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respectivament, x i y son els centroides del cluster ai b, d(x,-,yj) és la distancia entre les

observacions dels dos cltsters i || - || fa referéncia a la norma Euclidiana.

Els enllagos complet, mitja i de variancia minima de Ward acostumen a ser els “preferits” entre
els analistes de dades, donat que generen dendrogrames més compensats. Tot i aix0, no es
pot determinar que un enllag sigui millor que un altre perqué depeén del cas d’estudi en quée
es treballa. A la practica, la funcié agnes del paquet cluster (Maechler et. al, 2019) permet
calcular un coeficient per determinar quin es pot considerar el millor métode d’enllag dins
d’una mateixa base de dades. Al subapartat 2.1.3.2 s’explicara breument aquest coeficient.

Figura 2.10: Representacio grafica de les 5 mesures d’enllag més comunes, amb
I’enllag per centroides i Ward junts donat a la seva similitud grafica.

Enllag Unic Enllag Mitja

Font: Modified from Prof. Christophe Biernacki’s slides < http://math.univ-
lillel.fr/~biernack/ >

2.1.3.1. Esquema de I'algoritme

L’estructura final que presenta el clustering aglomeratiu s’obté a través d’un algoritme definit
pels seglients passos (veure Figura 2.11):

1. Alinici, es considera cada una de les observacions del dataset com un clister individual,
formant d’aquesta manera la base del dendrograma.
2. S’inicia un procés iteratiu fins que totes les observacions formen part d’un unic clister:
a. Escalcula la distancia entre cada possible parell dels k clusters. L’analista ha de decidir
quina mesura de distancia i enllag (linkage) es vol utilitzar per quantificar la similitud i
la dissemblanca entre els clusters.
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b. Els dos clusters més similars es combinen de manera que queden k - 1 clusters.
3. Determinar on tallar el dendrograma que es crea per escollir el nombre de clisters a
analitzar.

Figura 2.11: Dendrograma en horitzontal amb els passos del clustering
aglomeratiu (Agglomerative), comencant des de la base del dendrograma
(esquerra) i acabant amb un Unic cluster (dreta).
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Font: Clustering Jerdrquico en R < RPubs - Clustering Jerarquico en R >

2.1.3.2. Aplicacid

Pel clustering aglomeratiu hi ha diverses funcions a R que permeten dur a terme aquest
algoritme. Entre elles hi ha la funcio hclust del paquet stats (R Core Team, 2020) i la funcid
agnes del paquet cluster.

Les dues funcions operen de manera similar, tanmateix, la funcié agnes, com a tret
diferenciador, calcula el coeficient d’aglomeracié (AC) que descriu la qualitat de la mesura
d’enllag que s’utilitza a I’'hora d’aplicar I'algoritme.

AC =%Zl(i)

On [(i) representa l'altura (eix Y) de la unié entre I'observacié i-éssima (eix X) del
dendrograma. El valor del coeficient esta compres entre 0 i 1, de manera que quan és proper
a 1 dona a entendre que s’esta davant d’una estructura de clustering balancejada, en canvi,
qguan és proper a 0 dona a entendre que la formacio dels clisters no esta del tot balancejada
i la mesura d’enllag que s’utilitza no és del tot adient per les dades que s’estudien.

Aqguest coeficient s’ha de calcular per una mateixa base de dades amb el mateix nombre
d’observacions, ja que a mesura que el nombre d’objectes en la base de dades augmenta, el
coeficient també tendeix a augmentar. De cara a la practica, el coeficient d’aglomeracio de la
funcié agnes servira com a guia per decidir quina és la mesura de linkage que s’adapta millor
al set de dades que s’estudiara.

D’altra banda, per tal de poder extreure la variable indicadora dels clusters, es fara Us de la
funcié HCPC del paquet FactoMineR (Sebastien Le et. al, 2008).
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2.1.4. Clustering divisiu

L'algoritme més conegut del clustering divisiu és DIANA (Divisive Analysis), a diferéncia del
clustering aglomeratiu, en aquest cas, s’inicia I'algoritme a través d’un Unic clister que conté
totes les observacions de la base de dades i, a cada pas, es va dividint el conglomerat inicial
fins a arribar a formar tants clusters com observacions dins del dataset (top-down; veure
Figura 2.12), per tant, és el procediment a la inversa del clustering aglomeratiu.

Figura 2.12: Exemple de clustering divisiu (top-down).
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Font: <https://www.mygreatlearning.com/blog/hierarchical-clustering/>

En cada iteracid, es selecciona el cluster amb més diametre, entenent que el diametre d’un
cluster és la maxima diferéncia entre dues de les seves observacions. Un cop seleccionat el
cluster s’identifica I'observacié més dispar, aquella que té una distancia mitjana major que la
resta d’objectes que formen el conglomerat, i aquesta observacid inicia un nou clister. Una
vegada separat el cluster es reassignen els objectes amb els conglomerats que s’han obtingut
i es torna a fer una nova particié.

Per aquest tipus de clustering Jerarquic no s’utilitzen les mesures d’enllag, només cal
especificar quina mesura de distancia es vol emprar per calcular la similitud i la dissemblanca
entre els nous clusters que es van formant.

2.1.4.1. Esquema de I'algoritme

Els passos que segueix I'algoritme en el clustering divisiu sén els segilients (veure Figura 2.13):

1. Totes les observacions formen un unic cluster.
2. Es repeteix fins a obtenir un clister per cada observacid. Si es disposa d’N observacions,
s’han d’obtenir N clusters:
a. Percada cluster es calcula la distancia maxima entre parells d’observacions (diametre
del cluster).
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b. Se selecciona el cluster amb major diametre.
i Es calcula la distancia mitjana de cada observacié respecte a les altres.
ii. L'observaciéo més allunyada inicia un nou cluster.
iii. Es reassignen les observacions entre el cluster nou i I'antic en funcié de quin dels
dos clusters estan més properes.

Figura 2.13: Dendrograma en horitzontal amb els passos del clustering
divisiu (Divisive), comengant amb un Unic clUster (dreta) i acabant a la base

del dendrograma (esquerra).
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Font: Clustering Jerdrquico en R < RPubs - Clustering Jerarquico en R >

2.1.4.2. Aplicacid

En el software estadistic R la funcid que aplica el clustering divisiu és diana del paquet cluster.
En aquest cas també s’obté un coeficient que indica si la distincié entre clisters és bona, el
coeficient de divisioé (DC).

d(i)/d(BD)
bt = Z 1—d®

On d(i) fa referéncia al diametre de I’Gltim cluster al qual pertany I’observacié i i d(BD) és el
diametre de tota la base de dades. El valor del coeficient esta compres entre 0 i 1. Valors
propers a 1 indiquen que la distincié entre clusters és prou bona per la base de dades que
s’analitza, valors propers a 0 indiquen tot el contrari.

Aqguest coeficient, com passa amb el coeficient d’aglomeracidé, s’ha de calcular per una
mateixa base de dades amb el mateix nombre d’observacions, ja que a mesura que el nombre
d’objectes en la base de dades augmenta, el coeficient també tendeix a augmentar.
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2.2. K-means

K-means (MacQueen, 1967; Lloyd, 1982) és un métode de clustering no probabilistic, de
particio i desenvolupat per a variables numériques, per tant s’aplica només a variables
continues. Es 'algoritme no supervisat més utilitzat per la seva poca complexitat i rapidesa.
Es tracta d’un algoritme iteratiu que agrupa les observacions en k clusters diferents i troba la
millor particid a través d’un optim local. Abans d’aplicar el métode, I'analista ha de decidir el
nombre de clusters que es volen obtenir.

Com en tots els metodes no probabilistics, cada observacié de la base de dades pertany
almenys a un cluster i no existeix solapament entre clusters. Explicat d’una altra manera, si es
considera Cy, ..., C}, com els sets de dades que contenen els indexs de les observacions de cada
un dels clusters, per exemple el set C; conté els indexs de les observacions que s’agrupen en
el clister 1, per aguest métode tots els sets satisfan dues propietats:

a) C;UC,VU ..UC, =1,..,n = Cada observacid pertany al menys a un dels k clusters.
b) C;NC, =@ peratotk + k' = No existeix solapament entre clusters, és a dir, cap
observacié pertany a més d’un cluster a la vegada.

2.2.1. Descripcid de les mesures de variancia

Com s’ha exposat al principi, K-means és un algoritme iteratiu amb I'objectiu de calcular un
optim local per trobar la millor particié possible de les dades. Per poder fer aquest calcul, es
necessita saber que la variancia interna (within-variation) pel clister k és una mesura W (Cy)
per quantificar la similitud i la dissemblanca entre totes les observacions dins d’un cluster, per
tant, el métode K-means pretén minimitzar, el maxim possible, la suma de variancies internes
de tots els clusters:

K
min Z W)t (1)
C1,nCie
k=1

Per poder aplicar I'algoritme és necessari especificar la variancia interna W (Cy). Com es tracta
d’un metode enfocat a variables continues, el calcul de W (C},) s’ajuda amb I’Us de distancies.
La mesura de distancia més comuna per aquest métode és la distancia Euclidiana al quadrat,
per tant W (Cy) es defineix com:

1 : 2
W(C,) = 1Cil z Z(xij_xi’j) (2)

LiTEC, j =1

On |C,| representa el nombre d’observacions del cluster k-éssim, i’ € C), indica que

I'observacid i’ pertany al clister k i I'index s fa referéncia al nombre total de parells
d’observacions en que es calcula la distancia pertinent dins de cada un dels k clusters.
D’aquesta manera, la variancia interna del k-eéssim cluster es defineix com la suma de les
distancies euclidianes al quadrat de les observacions dins del cluster, dividit pel nombre total
d’observacions del mateix cluster.
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Quan s’uneixen les férmules (1) i (2) s’obté el problema d’optimitzacié que defineix el métode

K-means:

K

llECk]—l

k=1

(
) 1
C?nrék { C_ Z Z(x”
\

)
xi’j)z } 3)
)

Una vegada definida la férmula (3) a optimitzar per l'algoritme, s’aprecia que minimitzar la
variancia interna descrita de manera exacta és dificil, perqué hi ha practicament k™ maneres
de dividir n observacions en k clusters, donat que, a excepcid que el valor de k i n sigui
extremadament petit, k™ és un nombre elevat. Per aixo, I'algoritme que s’aplica obté un

optim local per la suma de variancies internes.

2.2.2. Esquema de l'algoritme

Tot seguit es presenten els passos que implementa |'algoritme K-means per agrupar les

observacions d’un set de dades en clusters:

1. S’assigna de manera aleatoria k observacions que prenen el nom de centroides.

2. Es creen k clusters associant cada observacié al centroide més proper. Representa
I'assignacio inicial de les observacions en els diferents clusters.

3. S'iteren els passos descrits a continuacio fins que I'assignacié dels clisters deixi de

canviar, és a dir, s’arribi a un optim local:

a. Per a cada un dels k clusters es calcula el seu centroide. Entenent com a
centroide, la posicié definida per la mitjana de cada una de les dimensions
(variables) de les observacions que formen el clister. Encara que no sempre és
equivalent, es pot entendre com el centre de gravetat.

b. Assignar cada observacio al clister amb el centroide que es troba més proxim.

Figura 2.14: Exemple grafic i explicacié dels passos que segueix I'algoritme K-means.
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(1). Es generen k (2). Escreen k
mitjanes aleatories clusters associant
dins del conjunt de cada observacio
dades (en aquest amb la mitjana
cas 3 marcades en més propera.
color).

(3). El centroide
de cada un dels
k clusters es
converteix en la
nova mitjana.

Font: Wikipedia < https://es.wikipedia.org/wiki/K-medias >
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Amb aquesta metodologia K-means garanteix, en cada pas, la reduccié de la variancia interna
total de cada cluster.

Malgrat aix0, el métode K-means presenta certes mancances. En primer lloc, és un metode
sensible a outliers, ja que es defineix el centre dels clusters a través de centroides, de manera
gue una dada extrema en un cluster pot fer variar notablement el calcul del centroide. D’altra
banda, K-means imposa una estructura esférica als clusters observats encara que els clisters
“naturals” de les dades tinguin altres formes geometriques, finalment, el metode pot variar
depenent de I'assignacié inicial aleatoria de centroides, per tant es recomana iniciar el metode
per diferents assignacions aleatories inicials.

De cara a l'aplicacié practica del metode, amb el software estadistic R, s’emprara la funcié
kmeans del paquet stats.

2.3. K-medoids

K-medoids (Kaufman i Rousseeuw, 1987) esta classificat dins del clustering no probabilistic, de
particié i desenvolupat per variables numériques. Es molt similar al métode K-means, ja que
els dos son metodes de particio, on cada observacid pertany almenys a un dels k clisters i no
existeix solapament, és a dir, cap observacié pertany a més d’un clister a la vegada. També,
com en tots els metodes de particid, abans d’aplicar el metode, I’analista ha de determinar el
nombre de clusters k que es volen obtenir.

La diferéncia entre els dos algoritmes radica que en el metode K-medoids cada agrupacio esta
representada per un element present dins del cluster, el que es coneix com a medoid. En
concret, el terme medoid es refereix a una observacié dins del clister, en que la
distancia/dissemblang¢a mitjana entre aquesta i totes les altres observacions del mateix grup
és minima. A més, cada medoid, un per conglomerat, correspon al punt més central de cada
cluster i, per aguest motiu, es poden considerar com I'observacié més representativa de cada
un d’ells. Aquesta diferéncia entre els métodes fa que K-medoids sigui una alternativa robusta
a K-means, donat que s’utilitza medoids en comptes de centroides per representar els centres
dels clusters, llavors el métode K-medoids es veu menys afectat per outliers i soroll que el
meétode K-means.

2.3.1. Esquema de l'algoritme

L'algoritme més utilitzat per aplicar el metode K-medoids es coneix com a PAM (Kaufman i
Rousseeuw, 1990) i les seves inicials fan referencia a Partitioning Around Medoids.

Tenint en compte, que al comengar I'algoritme, els objectes/observacions considerats com a
medoids formen part del conjunt S d’objectes seleccionats i, considerant-se O com el conjunt
de tots els objectes, U = O - S representa el conjunt d’objectes no seleccionats. L'objectiu
de l'algoritme PAM és minimitzar la diferéncia/dissemblangca mitjana dels objectes no
seleccionats amb els seus medoids més propers, és a dir, es tracta de minimitzar la suma de
dissemblances entre totes les observacions del conjunt d’objectes U amb les observacions
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més propers del conjunt d’objectes seleccionats S, els medoids. L’algoritme consta de dues
fases:

i) Enla primera fase, BUILD, es selecciona una col-leccié de k objectes per inicialitzar el
conjunt S.

ii) En la segona fase, SWAP, es prova de millorar la qualitat del clustering intercanviant
objectes seleccionats del conjunt S, amb objectes no seleccionats del conjunt U.

Per cada objecte p es guarden dos valors:

- Dy, la distancia entre p i I'objecte més proper del conjunt S.
- E,, ladistancia entre p i el segon objecte més proper del conjunt §.

A mesura que els conjunts Si U canvien, s’ha d’actualitzar el valor de D, i E,. Tenint en
compte aquesta informacio, es pot apreciar com D,, < E,, i que I'objecte/observacié p € S si
inoméssi D, = 0.

La fase de construccio, BUILD, esta formada pels seglients passos:

1. S’inicia el conjunt S afegint un objecte, dins de les dades, que tingui la minima suma
de dissemblances respecte a tots els altres objectes.

2. Esconsidera unobjecte i € U com a candidat per incloure’l dins del conjunt d’objectes
seleccionats S.

3. Per un objecte j € U — {i} es calcula D;, la dissemblanga entre j i 'objecte més
proper dins del conjunt S.

4. SiD; > d(i, j), la distancia entre els objectes i i j, I'objecte j contribuira en la decisio
per seleccionar lI'objecte i, atés que la qualitat del clustering podria millorar.
Finalment, per aquest pas, es calcula la contribuci6 C;; = max{D; — d(i,j),0}.

Figura 2.15: Representacio en el pla del calcul de la contribucio Cji

d(i, )
' ' Csi = Dy —d(j. 1)
D)
d(i, j)
| |
Dj-]l ij =

Font: The PAM Clustering Algorithm < pam1.dvi (umb.edu) >

5. Un cop es disposa de totes les contribucions Cj; es calcula el guany (g;) que s’obté en
afegir I'objecte i dins del conjunt S com:

9i = zcji

jeu
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6. Per concloure el BUILD, es selecciona I'objecte i que maximitza el guany g;, com a
conseqiiéncia el conjunt Si U canvien: S:=S U {i} i U:= U — {i}.

7. Aguests passos es repeteixen fins que es seleccionen k objectes per cada un dels k
clusters.

Una vegada acabada la fase de construccid, entra en joc la fase d’intercanvi, SWAP, que pretén
millorar el conjunt d’objectes seleccionats S i, a la vegada, millorar la qualitat del clustering.
Per poder fer-ho cal considerar tots els parells d’objectes (i, h) € S X U, d’aquesta manera
I'algoritme PAM calcula I'efecte T}, sobre la suma de dissemblances entre els objectes Ui els
objectes S més propers a causa de I'intercanvi de les observacions i i h, en altres paraules, T,
és I'efecte causat a I’hora de transferir I'objecte i del conjunt S al conjunt U i, a la vegada,
transferir 'objecte h del conjunt U al conjunt S. Es molt important el calcul d’aquest efecte,
ja que el valor de Tj;, dictamina si I'algoritme ha de seguir o parar d’iterar.

El calcul de I'efecte T;;, necessita, previament, calcular la contribucié Kj;, de cada una dels
objectes j € U — {h} durant l'intercanvi dels parells d’objectes i i h. Com es veura en el
primer pas d’aquesta segona fase, només pot passar que la distancia entre j i i sigui major o
igual a D;, la dissemblanga entre j i 'objecte més proper dins del conjunt S:

d(j,i) > Djod(j,i) = D,
La fase d’intercanvi, SWAP, consta dels seglients passos:

1. Escalcula la contribucié Kj;;, tenint en compte tot els casos possibles:
a. Sid(j,i) > D;, llavors hi ha dues opcions:
i. Sid(j,h) = Dj,llavors Kj;;, = 0.
i. Sid(j,h) <Dj, llavors K;;, = d(j,h) — D;.

En els dos casos Kj;, = min{d(j,h) — D;,0}.

Figura 2.16: Representacio en el pla del calcul de la contribucié Kj;, en el cas
que d(j,i) > D;

d(3.9) . 1)

| Kijn=10

' ' ' K =d(j.h) — D;

()

Font: The PAM Clustering Algorithm < pam1.dvi (umb.edu)

b. Sid(j,i) = D;, també hi ha dues opcions:
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i. Sid(j,h)< E;, on E; representa la distancia entre j i el segon objecte
més proper del conjunt S, llavors Kj;, = d(j,h) — D;. En aquest cas
Kji, pot prendre valor positiu o negatiu.

ii. Sid(j,h) = Ej, llavors Kj;, = E; — D;. En aquest cas Kj;, > 0.

En els dos casos, Kj;, = min{d(j, h), E;} — D;

Figura 2.17: Representacio en el pla del calcul de la contribuci¢ Kj;;, en el cas que

d4G,0) =D;  d(j.h

l K = d(j,h) = D;

D:f E_‘i‘
(b:)
d(j.i) = D; d(j. h)
| | | Kin=E; — D;
D; E;

(i)

Font: The PAM Clustering Algorithm < pam1.dvi (umb.edu) >

2. Calcular I'efecte total de I'intercanvi com:

Ty = 2{Kjin | j € U}

w

Es selecciona el parell (i, h) € S X U que minimitzi Tj,.
4. SiTy, <0, essegueix amb els intercanvis, cal actualitzar el valor de D, i E, per acada
objecte p i es retorna al primer pas d’aquesta fase.

Si el minim de T;;, > 0, el valor objectiu de I’algoritme no pot decréixer més, per tant,
es para d’iterar. Aixd passa quan tots els efectes T;;, son positius, que de fet, és la
consigna de parada de I'algoritme.

Aixi doncs, aquests son els passos que segueix I'algoritme PAM a I’hora de dividir les dades en
k conglomerats.

Durant els passos de [lalgoritme s’ha exposat la necessitat de calcular les
dissemblances/distancies d(i,j) entre els objectes del conjunt U i el conjunt S. Com que
I'estudi de conglomerats se centra en variables de tipus continu, PAM pot utilitzar dues
metriques diferents per calcular les dissemblances, una és la distancia Euclidiana i I'altre és la
distancia de Manhattan. En aquest estudi es fara el calcul de les dissemblances entre objectes
a través de la distancia Euclidiana.
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De cara a I'aplicacid practica del metode amb el software estadistic R s’emprara la funcié pam
del paquet cluster.

2.4. Gaussian Mixture Models

Fins ara, totes les tecniques que s’han presentat estan classificades dins dels metodes de Hard
clustering, és a dir, el clustering no probabilistic, basats en mesures de distancia per definir la
similitud i la dissemblanca entre clUsters i on totes les observacions formen part d’'un Unic
cluster.

Els Gaussian Mixture Models (Banfield i Raftery, 1993) estan classificats dins dels métodes de
clustering basats en models estadistics (model-based clustering) per a variables numériques
Gaussianes. Els model-based clustering sén metodes de clustering probabilistic, on es
considera que les dades provenen d’una distribucid de probabilitat que és una barreja de dos
o més clusters (Fraley i Raftery, 2002).

Per aquest tipus de clustering les observacions tenen associada una probabilitat de pertanyer
a diferents clusters, per tant, a diferencia del clustering numeric, una observacié pot estar
associada a més d’un cluster a la vegada. Aquesta propietat del clustering probabilistic pot ser
molt util, donat que permet identificar observacions amb alt o baix nivell de pertinenca en
cada cluster i, potencialment, classificar-les de manera Unica o proporcionar solucions
alternatives per a les observacions amb baix nivell de pertinenca.

2.4.1. Finite mixture models

En el model-based clustering es considera que les dades proven d’un finite mixture model
(model de barreja finit). Si es disposa de x = {x4,x;, ..., X;, ..., X} com a una mostra d’'n
observacions independents identicament distribuides, la distribucié de cada observacié
s’especifica mitjancant una funcié de densitat a través d’un finite mixture model amb G
components i pren la seglient forma:

G
FGes®) = ) mafy(xi6,)
g=1
on¥ = {my, ..., Mg_q, 01, ..., 05} sOn els parametres del finite mixture model, fg(xi; Hg) ésla

densitat de barreja finita de la g-essima component per I'observacié x; amb un vector de
parametres 8, (114, ..., TTg_1) sON les probabilitats de barreja i G és el nombre de components

de barreja.
Per tal que f(x;; W) sigui una finite mixture model s’ha de complir:

- Ty >0i Zg=1ng = 1, les probabilitats de barreja son majors a 0 i la suma de totes
elles ha de donar 1.

- fg(xi; Hg) > Oiffg(xi;eg)dx =1lperg=1,..,G.
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Si s’assumeix que G és un valor fix, els parametres del model de barreja ¥ normalment sén
desconeguts i s’han d’estimar. Per fer-ho s’ha de calcular la log-versemblanga de f(x;; ¥) que
s’expressa com: L(W; x4, ..., x,) = 21w, log( f(x;; ¥)). Intentar maximitzar la funcid de la log-
versemblanca directament pot esdevenir complicat i, per aquest motiu, el calcul de
I'estimador de maxima versemblanca d’un model de barreja finit normalment s’obté a través
de l'algoritme Expectation-Maximization (EM algorithm), que es veura en el subapartat 2.4.3.

Dins dels model-based clustering, cada component G d’una densitat de barreja finita queda
associada a un cluster. Un dels models més populars dins del model-based clustering és els
Gaussian Mixture Models (GMMs; Banfield i Raftery, 1993) que assumeix una distribucié
Gaussiana (multivariant) per cada component/cluster:

1 X — ?
fo(xi385) ~ N(ig, Zg) = 7m0 " exp <_ %)
Per aquest metode, els clusters son el-lipsoidals i centrats al vector de mitjanes g, tanmateix,
la matriu de variancies i covariancies X; determina I'estructura geometrica de la distribucio i
permet calcular diferents models de barreja Gaussiana que, a posteriori, es comparen per
decidir el millor model possible per la base de dades analitzada.

2.4.2. Tipus de covariancies

En els GMMs, la matriu de variancies i covariancies X, determina la disposicié geometrica dels
conglomerats i dona informacio sobre el volum, la forma i I'orientacié dels clisters. Es pot
obtenir una parametritzacié parsimoniosa de X; per mitja de la descomposici6 dels valors
propis de la matriu amb la forma X, = A,D,A,D,4, on A, representa un escalar que controla
el volum de les ellipses, A, és una matriu diagonal que especifica la forma i els contorns de
densitat dels clusters amb det(Ag) =1, i Dy és una matriu ortogonal que determina
I'orientacié de les el-lipses/clusters (Celeux i Govaert, 1995).

En una dimensié només existeixen dos models possibles, el model E per variancies iguals i el
model V per variancies diferents. En un entorn multivariant, el volum, la forma i I'orientacié
de les covariancies es poden limitar perqué siguin iguals o variables entre grups, llavors es
poden especificar 14 models amb caracteristiques geomeétriques diferents. A la Taula 2.4
s’especifiquen tots els 14 models d’acord amb la seva matriu de variancies i covariancies per
a un entorn multivariant. La Figura 2.18 representa de manera grafica els 14 models possibles
del GMMs en dues dimensions.
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Taula 2.4: Parametritzacioé de la matriu de variancies i covariancies X; per un entorn
multidimensional, amb el nom dels 14 possibles models i la seva disposicié geometrica.

Ell Al Esferica Igual Igual -
Vil Agl Esferica Variable Igual -
. Eixos de
EEI 1A Diagonal Igual Igual coordenades
Eixos de
AgA i i
VEI g Diagonal Variable Igual coordenades
Eixos de
AA . .
EVI g Diagonal Igual Variable coordenades
Eixos de
A A . . .
Wi g4y Diagonal Variable Variable coordenades
EEE ADADT El-lipsoidal lgual Igual Igual
EVE ADA,DT” El-lipsoidal Igual Variable Igual
VEE AgDAD” El-lipsoidal Variable Igual Igual
VVE AgDA;DT El-lipsoidal Variable Variable Igual
EEV ADyAD] El-lipsoidal Igual Igual Variable
VEV A,D,ADY El-lipsoidal Variable Igual Variable
EVV AD,A,D} El-lipsoidal Igual Variable Variable
VVV AgDyA,DY El-lipsoidal Variable Variable Variable

Font: Scrucca, L., Fop, M., Murphy, T. B., & Raftery, A. E. (2016). mclust 5: clustering, classification
and density estimation using Gaussian finite mixture models. The R journal, 8(1), 289.

Figura 2.18: El-lipses de densitat constant per cada un dels 14 models obtinguts de la Taula 2.4 en el
cas de tenir tres grups en dues dimensions.
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Font: Scrucca, L., Fop, M., Murphy, T. B., & Raftery, A. E. (2016). mclust 5: clustering, classification
and density estimation using Gaussian finite mixture models. The R journal, 8(1), 289.
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2.4.3. Seleccio del model

Una quiestid central en els finite mixture models és arribar a saber quants components/clusters
G s’han d’incloure en la barreja. En els GMMs, a més, es necessita decidir quina
parametritzacio de la matriu de variancies i covariancies X, s’ha d’adoptar. Ambdues
gliestions es poden resoldre per mitja d’un criteri d’informacié, com per exemple el BIC
(Schwartz, 1978; Fraley i Raftery, 1998), criteri que s’aplica per defecte en els GMMs per
seleccionar el model correcte, o I'integrated complete-data likelihood criterion (ICL; Biernacki
et. al, 2000)

Aquest tipus de criteris es basen en penalitzacions de la funcid de la log-versemblanca. Mentre
gue la versemblanca incrementa amb l’'addicié de més components, es resta la log-
versemblanca amb un terme que penalitza el nombre de parametres a estimar. El criteri del
BIC és el més utilitzat pels GMMs i pren la seglient forma:

BICy ¢ = 21y ¢(x|®) — viog(n)

on Ly ¢ (x|®) és la funcié de la log-versemblanga per I'estimador de maxima versemblanga &
del model M amb G components, n és la mida de la mostra i v és el nombre estimat de
parametres. Se selecciona el parell {M, G} que maximitza el criteri del BIC.

A diferéncia dels models de Hard clustering, en qué I'analista ha d’aplicar algun métode de
seleccio de clusters optims, els GMMs directament seleccionen el model que millor s’ajusta a
les dades i el nombre de component/clusters optims que s’han d’escollir, per tant, no cal
recérrer a metodes com l'elbow method, I'average silhouette method o el gap statistic per
escollir el nombre de clusters que s’exposen al capitol Il d’aquest treball.

Per altra banda, el BIC tendeix a seleccionar el nombre de components de barreja que es
necessiten per aproximar la densitat del model de manera raonable en comptes de
seleccionar el nombre de clusters com a tal, mentre que I'ICL penalitza el BIC a través d’'un
terme d’entropia que mesura el solapament dels clusters. La forma de I'ICL és la seglient:

n G
ICLy g = BICy g +2 Z Z cig log(ziy)

i=1g=1

on z;4 és la probabilitat condicionada referent a qué x; prové de la g-essima component de
barreja, quant a c;; el seu valor assigna la pertinenca de la i-essima observacié en el
clister/component g,si ¢;; = 1 lai-essima observacid esta assignada al cluster g, quan ¢;; =
0 passa tot el contrari.

Altres criteris de seleccié com I'AIC també es poden utilitzar per seleccionar el model i el
nombre de clisters optim pels models de barreja finits, tot i aixo per I'aplicacié dels GMMs
s’aplicara el criteri del BIC, el que per defecte aplica el métode a R.
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Figura 2.19: Grafics del BIC i I'ICL per seleccionar el millor model sobre una mateixa base de dades.
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Font: Scrucca, L., Fop, M., Murphy, T. B., & Raftery, A. E. (2016). mclust 5: clustering, classification
and density estimation using Gaussian finite mixture models. The R journal, 8(1), 289.

2.4.4. Esquema de l'algoritme

Per poder arribar a seleccionar el millor model dels GMMs, primer cal estimar els parametres
del model de barreja W a través de la funcio de la log-versemblanca de f(x;; ¥).

Per a un model de barreja finit, la funcié de versemblanca pren la seglient forma:

L(¥W; xq, ., Xp) = ﬁ ZG: Ty fy (xl-; Qg)

i=1 g=1
i la funcio de la log-versemblanca és:

N G

I(W; xq, ..., xp) = InL(W; x4, ..., Xp) = Z In Z ngfg(xl-; Hg)

i=1 g=1

Com que intentar maximitzar la funcié de la log-versemblanca directament pot esdevenir
complicat, per procedir amb I’estimacié dels parametres, s’utilitza I'algoritme EM (Dempster
etal., 1977; McLachlan i Peel, 2000) que és un metode iteratiu que permet calcular I’estimador
de maxima versemblang¢a d’un finite mixture model. Per tal de formular I'algoritme, es
distingeixen les dades entre dades observades i dades mancants. Les dades observades sén
totes les observacions de la base de dades, mentre que les dades mancants sén les
assignacions dels components/clisters del model sobre les observacions: z, (x;) € {0,1}.

Per cada iteracid, I'algoritme EM presenta dos passos, el pas E (Expectation) i el pas M
(Maximization):
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a. PasE: es calcula el valor esperat de les dades mancants respecte als parametres
del model estimat, per a un model de barreja aquest calcul pren el nom de
probabilitat de propietat (ownership probability)

E[Zg(xi)] = q,4(x;)

b. Pas M: l'algoritme calcula I'estimador de maxima versemblanca per cada
parametre del model de barreja en funcié de les dades observades i el valor esperat
de les dades mancants, pels models de barreja aixd produeix un problema de
regressio ponderada per a cada component del model:

N

0
Z qg(xi)ﬁ logfg(xl-; Gg) =0
i=1

on les probabilitats de barreja 7, son:

1 N
Ty = Nzl Qg(xi)
i=

| 'objectiu en aquest pas és trobar I’extrem de la funcié log-versemblanca en que
les probabilitats de barreja ,; sumin 1, Zg m, = 1.

Una de les propietats de I'algoritme EM és que a cada iteracid, s’incrementa la versemblanca
de les dades observades donats els parametres dels models i s’actualitzen les estimacions
d’aquests parametres fins que es detecta certa convergencia en els resultats sota un criteri
determinat per I'analista.

De cara a l'aplicacié amb R s’emprara la funcié Mclust del paquet mclust (Scrucca et. al, 2016).
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Il.  SELECCIO OPTIMA DE CLUSTERS

Determinar el nombre optim de clisters en una base de dades és un problema fonamental
per aplicar tant als metodes de clustering de particido com als métodes de clustering Jerarquic.
Tot i disposar d’informacio previa sobre les dades, no existeix una Unica resposta per aquest
problema, ja que la quantitat optima de clisters és, en certa manera, subjectiva i depén del
metode de clustering utilitzat, donat que les mesures de similitud i els parametres aplicats per
dividir les dades en clusters sén diferents.

Excepte els Gaussian Mixture Models que, a través de I'algoritme EM i el criteri BIC o ICL, es
troba el model amb el nombre de clusters optim, per la resta d’algoritmes que s’apliquen en
aquest estudi cal determinar préviament, pels metodes de particid, o posteriorment, pels
metodes jerarquics, el nombre de clisters optims per cada técnica de clustering.

A continuacié es presentaran tres métodes per decidir la seleccié optima de clusters, en
concret es tracta de I'elbow method, |'average silhouette method i el gap statistic.

3.1. Elbow Method

L'elbow method (Thorndike, 1953) és un métode directe per trobar el nombre de clusters
optims per a una base de dades. El métode pretén optimitzar la suma de variancies internes
de tots els clusters, també anomenat la suma total de quadrats dins dels clusters (total within-
cluster sum of square), per tal de minimitzar el seu valor. L’'elbow method contempla la suma
total de variancies internes dels clisters com una funcié sobre el nombre de clusters:

K K
2
Total withiness = Z wW(Cy) = Z Z (xi - gk)
k=1 k=1 x;ECy

El valor de xj, es refereix al centroide del cluster k, x; € C}, vol dir que la dada
x; pertanyen al set de dades Cj, del cluster k.

Els passos que es segueix I'elbow method soén els seglients:

1. Calcular l'algoritme de clustering (K-means, K-medoids, Jerarquic) per diferent
nombre de clusters k. El valor de k varia de 1 a 10 clusters.

2. Per cada valor de k es calcula la suma de variancies internes de tots els clusters.

3. Es fa el grafic de la suma de variancies internes de tots els clisters per cada valor
de k (veure Figura 3.1).

4. On comenga a corbar-se la linia del grafic es considera, generalment, com a
indicador del nombre adequat de clusters.

L'objectiu del meétode és escollir el nombre de clisters optim de manera que quan s’afegeix
un clister nou, aquesta addicié, no millori molt la funcié a optimitzar, és a dir, que la suma de
variancies internes de tots els clusters no disminueixi considerablement del metode aplicat
sobre k + 1 clusters respecte al metode aplicat sobre k clisters.
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Figura 3.1: Grafic exemple de I'elbow method per trobar el nombre optim de clusters.
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Font: <https://www.datanovia.com/en/lessons/determining-the-optimal-number-
of-clusters-3-must-know-methods/>.

Es pot apreciar en la Figura 3.1 que, a vegades, I'elbow method pot arribar a ser ambigu, atés
gue pot ser dificil definir en quin punt la linia que uneix la suma total de variancies internes
dels clisters comenca a corbar-se destacadament. Es per aquest motiu que és recomanable
basar-se en més d’un metode de seleccié de clusters.

Per aplicar I'elbow method es fara Us de la funcié fviz_nbclust del paquet factoextra
(Kassambara i Mundt, 2020) del software estadistic R. Com a afegit, s’aplicara la funcié
NbClust del paquet NbClust (Charrad et. al, 2014), atés que permet calcular 30 metodes de
seleccié de clusters diferents de manera simultania, per tant, aquesta funcié permetra
corroborar els resultats del métode a I’hora de decidir quin nombre de clusters és més optim
per a la base de dades que s’estudia depenent de la técnica de clustering que s’apliqui.

3.2. Average Silhouette Method

L'average silhouette method (Kaufman i Rousseeuw, 1990) és un metode directe per trobar el
nombre de clusters Optims per a una base de dades. Aquest metode determina la qualitat de
classificacié de cada observacié dins del seu cluster, és a dir, la qualitat del clustering, i estima
la distancia mitjana entre clusters, I'average silhouete.

Per cada observacié i, I'average silhouete, que mesura la proximitat de cada punt d’un cluster
respecte als punts del clister vei més proper, es calcula de la seglient manera:

1. Per cada observacio i es calcula la distancia mitjana a; entre I'observacid i i la resta
d’observacions del mateix cluster.

2. Pertots els clusters k que no pertanyen a I'observacio i, es calcula la distancia mitjana
d(i, k) entre I'observacid i i totes les observacions del clister k. La distancia més
petita es defineix com:
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b; = min,d(i, k)
El valor de b; representa la minima distancia entre I’observacid i i les observacions del
cluster vei més proper.
3. Finalment, I'average silhouete per I'observacio i es defineix com:
S; = (b; — a;) /max(a;, b;)

Les observacions amb un valor de S; proper a 1 es consideren ben classificades, quan el valor
de S; és proper a 0 significa que I'observacié i es troba entre dos clusters i quan el valor de §;
és negatiu indica que I'observacid i esta classificada al cluster erroni.

El nombre optim de clusters k és aquell que maximitza I'average silhouette (S) respecte a
diferents valors de k. L’algoritme que segueix I'average silhouette method és similar a I'elbow
method i els seus passos es mostren a continuacio:

1. Calcular l'algoritme de clustering (K-means, K-medoids, Jerarquic) per diferents
nombres de clusters k. El valor de k varia de 1 a 10 clusters.

2. Peracadavalor de k es calcula 'average silhouette (S) de les observacions.

Es fa el grafic dels valors d’S respecte al nombre de clisters k (veure Figura 3.2).

4. La posicié del valor maxim d’S es considera el nombre de clisters adients.

w

Figura 3.2: Grafic exemple de I'average silhouette method per trobar el nombre
optim de clusters.
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of-clusters-3-must-know-methods/>.

Per aplicar I'average solhouette method es fara Us de la funcié fviz_nbclust del paquet
factoextra del software estadistic R. Com a afegit, també s’aplicara la funcié NbClust del
paquet NbClust, per corroborar els resultats del métode a I’hora de decidir quin nombre de
clusters és més optim per a la base de dades que s’estudia depenent de la tecnica de clustering
que s’apliqui.
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3.3. Gap Statistic

El gap statistic (Tibshirani et. al, 2001), a diferencia dels dos métodes directes anteriors on
I'objectiu és optimitzar un criteri, es basa en un test estadistic per seleccionar el nombre de
clusters optims. El metode compara la variancia interna total per diferent nombre de clisters
k amb els valors esperats de la variancia interna total de les dades sota una distribucié de
referéncia. En altres paraules, compara els valors obtinguts amb els valors esperats de la
hipotesi nul-la del test estadistic.

Els passos que segueix el gap statistic sén els seglients:

1. Aplicar I'algoritme de clustering (K-means, K-medoids, Jerarquic) variant el nombre de
clusters k i calcular la variancia interna total corresponent Wy,. k =1, ..., kppax ON
komax representa el nombre maxim de clusters.

2. Generar B datasets de referéncia amb una distribucié uniforme aleatoria. S’aplica a
cada un dels datasets de referéncia |'algoritme de clustering variant el nombre de
clisters k i es calcula la variancia interna total corresponent Wy,. k =1, ..., k;pax ON
komax representa el nombre maxim de clusters.

3. Es calcula I'estimacio del gap statistic com la desviacié de la variancia interna total
observada W), respecte del seu valor esperat Wy, sota la hipotesi nul-la:

B
Gap(k) = %Z(log(ka) —log(W))
b=1

Es calcula la desviacié estandard del gap statistic s, a través de sd(k) = /Gap(k)
definint s, = sd(k) -/1+ 1/B.

4. S’escull el valor minim de k com al nombre de clusters optim quan es compleix:

Gap(k) = Gap(k + 1) + Sp41

Com es pot apreciar en els passos de I'algoritme, el gap statistic fa Us de la metodologia
Bootstrap per calcular el Gap(k), atés que es generen B remostres aleatories de distribucio
uniforme per la base de dades, calculant la variancia interna total nul-la Wy, per comparar-la
amb la variancia interna total calculada sobre la base de dades original W, en cada remostra.
De manera que es divideix el total de desviacions entre W, i W, pel nombre total de
remostres B obtenint aixi el valor de I'estadistic. A la Figura 3.3 es pot veure el grafic que
extreu R en aplicar aquest metode de seleccié de clusters optim.
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Figura 3.3: Grafic exemple del gap statistic per trobar el nombre optim de clusters.
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Per aplicar el gap statistic es fara us de la funcié fviz_nbclust del paquet factoextra del
software estadistic R. Com a afegit, també s’aplicara la funcié NbClust del paquet NbClust, per
corroborar els resultats del metode a I’hora de decidir quin nombre de clisters és més optim
per a la base de dades que s’estudia depenent de la técnica de clustering que s’apliqui.
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IV. METODE PER COMPARAR TECNIQUES DE CLUSTERING

Un cop aplicats tots els metodes de clustering que s’han presentat al capitol || d’aquest treball,
caldra comparar iavaluar els resultats entre les diferents técniques per arribar a discernir quin
metode s’adapta millor a la base de dades estudiada.

Aguesta comparacio es divideix en dues parts, per una banda, agafant tot el conjunt de
variables de la base de dades, a través de taules de contingéncia, per a les variables
categoriques, i estadistics descriptius com poden ser la mitjana i la mediana, per a les variables
numeriques, es procedira a especificar el perfil dels clisters, de manera que per tots els
metodes de clustering, a cada cluster se li atribuira un nom amb la descripcid de les seves
caracteristiques. Un cop definit el perfil de cada clister, es comparara entre els diferents
metodes la caracteritzacid dels clusters, per poder veure si els grups que es creen en cada
metode comparteixen les mateixes caracteristiques o proporcionen informacié
complementaria.

D’altra banda, es comparara I'estructura dels clisters proporcionats per a cada metode, en
altres paraules, s’estudiara si els diferents métodes de clustering situen les observacions de
manera similar a I’hora de dividir la base de dades en clisters. Per aquesta part s’utilitzara
I'index de Rand Ajustat (ARI; Hubert i Arabie, 1985) que es presenta a I'apartat 4.1.

4.1. index de Rand Ajustat (ARI)

Existeixen diversos indexs de rendiment per a avaluar els resultats del clustering. Els indexs
son mesures de correspondeéncia entre dues particions aplicades a les mateixes dades, i es
calculen per mitja de com es classifiquen els parells d’observacions entre les dues particions
diferents en una taula de contingencies (veure Taula 4.1). Per veure com es desenvolupa
I'index de Rand Ajustat (ARI) és necessari introduir certa notacié prévia.

Si es considera un conjunt d’ n objectes S ={04,0,,..,0,} i es suposa que U =
{u, uy, .., ug}iV ={vy,v,,...,vc} representen dues particions diferents dels objectes S, de
tal manera que U, u; =S =UL_, vjiyNuy =@ =v;Nvpperl<i#i'<Ril<j#
j' < C. Tenint en compte les dues particions U i V amb R i C subconjunts respectivament, es
pot crear una taula de contingéncies per detectar si hi ha solapament entre les dues particions
com ve representat a la Taula 4.1.

Taula 4.1: Taula de contingencies per comparar la particié U amb la particio V.

Particio V
Grup 12 v, Ve Total
Uy t11 ti2 tic t1.
T O
Up tr1 tr2 trc tr.
Total t.l t.z ee t_c t =n

33



Per la Taula 4.1, el valor generic t,. representa el nombre d’observacions que estan
classificades en el subconjunt r € R de la particié U i en el subconjunt ¢ € C de la particio V.
Tenint en compte el nombre total de possibles combinacions de parells d’observacions entre
particions (72‘) per a una mateixa base de dades, es pot classificar els resultats de la Taula 4.1
en quatre tipus de parells d’observacions possibles:

a. Parells d’observacions localitzades en el mateix grup en U i en el mateix grup
enl.

b. Parells d’observacions localitzades en el mateix grup en U i en diferents grups
enl.

c. Parells d’observacions localitzades en diferents grups en U i en el mateix grup
enl.

d. Parells d’observacions localitzades en diferents grups en U i en diferents grups
enl.

Aguesta classificacié permet simplificar els resultats de la Taula 4.1 per passar a tenir una taula
de contingencies de només dues files i dues columnes (veure Taula 4.2).

Taula 4.2: Taula de contingencies simplificada 2x2 per comparar la particio
U amb la particié V a través dels grups a, b, ci d.

Particio vV
U Parells en el mateix Parells en grups
grup diferents
Parells en el mateix
a b
grup
Parells en grups

. 8rup c d

diferents

Utilitzant els resultats de la Taula 4.1 es poden calcular els valors de a, b, c i d de la Taula 4.2

de la seglient manera:
R C . R C
=3y (5)=(X 2 wn)

r=1c=1 r=1c=1
R R C
c ‘. 3 R
C:;(2>_a:<;tg—;;t%)/2

R c

b=(§)—a—b—cz(Z)_;(tZT)_;(tZC)Jra
R ¢ R

:<;;t3c+n2—;tr2—;t%>/2
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Amb aquests quatre valors ja és possible calcular diversos indexs de rendiment per avaluar els
resultats del clustering. Un dels indexs més populars és I'index de Rand (RI; Rand, 1971) i es
pot calcular facilment amb la segiient férmula:

_ a+b
T a+b+cH+d

RI

Basicament, aquest index pondera aquelles observacions que estan classificades juntes i per
separat tant en la particié U com en la particié V. Tot i aixd I'index de Rand presenta certs
problemes, com ara el fet que el valor esperat del Rl de dues particions aleatories no pren un
valor constant, per exemple zero, o que I'estadistic de Rand s’acosta al seu limit superior
d’unitat a mesura que augmenta el nombre de clusters.

Es per aquest motiu que s’han desenvolupat nous indexs de rendiment per poder corregir I'RI.
Un dels exemples més clars és I'index de Rand Ajustat (ARI), que parteix de I'RI i és el que es
fara servir en aquest treball. De fet, I’ARI s’ha convertit en un dels indexs de validacié de
clustering de més éxit, donat que en (Milligran i Cooper, 1986) es van avaluar diferents indexs
per mesurar I'acord entre dues particions en I'analisi de clustering, i Milligran i Cooper van
recomanar I’ARI com el millor index per mesurar I'acord entre dues particions en I'analisi de
clustering per a dues particions amb diferent nombre de clisters. Tenint en compte la Taula
4.2 I'ARI es pot calcular com:

_ Da+d) -[a+b)a+c)+(c+d)b+d)]
() -l@+b)a+ )+ (c+d)b+ )]

ARI

Els valors de I'ARI estan compresos entre 0 i 1, de manera que O significa que les dues
particions classifiquen les dades completament diferent, en canvi, un valor d’1 significa que
les dues particions avaluades classifiquen les dades exactament igual.

Per aplicar I'index de Rand ajustat en el software estadistic R es fara Us de la funcié
adjustedRandindex del paquet mclust.
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V. DADES

Les dades d’aquest treball provenen de 'estudi de cohort The English Longitudinal Study of
Ageing (ELSA) dels individus que van participar en |'estudi durant els anys 2008 i 2009 (Steptoe
et. Al, 2013).

Després d’aplicar un preanalisi de clustering amb el métode K-means, es va decidir separar
per sexe la base de dades per evitar la seva influéncia a I’'hora de crear els clusters. Per aquest
motiu, per dur a terme l'analisi, s’ha decidit extreure dues mostres aleatories de 200
observacions, de tal manera que I'analisi de clustering s’estratificara en funcio del sexe dels
participants.

Cada mostra consta d’un total de 23 variables, de les quals 9 sén de tipus categoric i 14 sén
de tipus continu. D’entre totes les variables de la base de dades de I'estudi ELSA, s’han extret
aquests 23 atributs atés que, per una banda, sén les variables sociodemografiques més
representatives, i per l'altra banda, son totes aquelles variables continues relacionades amb
la salut. El conjunt de variables seleccionades per procedir amb I'analisi d’aquest treball es
presenten a continuacio a I'apartat 5.1.

Per evitar missings i fer imputacions a les dades, donat que I'objectiu del treball és 'aplicacio
de les tecniques de clustering, per a les mostres seleccionades es van agafar individus amb
tots els valors observats.

5.1. Variables

Variables sociodemografiques:

age: Variable numérica. Es I'edat dels individus seleccionats per la mostra.
- sex: variable categorica sobre el sexe de I'individu.
= female: dona
= male: home
- marital_status: variable categorica amb 4 nivells. Informa sobre l'estat civil dels
participants.
= single: solter/a
= married-cohabitating: casat/da o vivint amb la parella
= divorced-separated: divorciat/da o separat/da
=  widow: vidu o vidua
- education: variable categorica amb 3 nivells. Marca el nivell d’estudis assolit.
= primary: ensenyament primari o inferior
= secondary: estudis secundaris
= tertiary: estudis no obligatoris de grau o master
- wealth: variable categorica amb 5 nivells. Informa sobre la riquesa de la llar i esta
definida a través de quintils.
= Ist Quintile (poorest): 1r quintil, els més pobres
= 2nd Quintile: 2n quintil
= 3rd Quintile: 3r quintil
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= 4th Quintile: 4t quintil
= 5th Quintile (wealthiest): 5 quintil, els més rics

Variables d’estil de vida i salut (categoriques):

- loneliness: variable categorica sobre si I'individu s’ha sentit sol en algun moment.
= No:no
= Yes:si
- level_pa: variable categorica amb 4 nivells. Informa sobre el nivell d’activitat fisica i
sedentarisme.
= Very/a lot/high: molta activitat fisica, persona molt activa
= Fairly/moderate: activitat fisica moderada
= Not very/low: molt poca activitat fisica
= Not at all/inactive: cap activitat fisica, persona inactiva
- ah: variable categorica que marca si l'individu pateix hipertensio arterial.
= No:no
= Yes:si
- depression: variable categorica que informa sobre 'estat de depressié en el moment
de I'’enquesta.
= No:no
= Yes:si
- srh: variable categorica amb 3 nivells. Marca com s’autoavaluen els individus respecte
a la seva salut.
= Good: bona salut
=  Average/Fair/Moderate: estat de salut moderat
= Poor: mal estat de salut

Variables sobre mesures fisiques (continues):

- bmi: variable numérica. Informa sobre I'index de massa corporal (kg/m?). Els valors
de I'index de massa corporal es poden classificar com:
= |ndividus sota de pes: BMI < 18,5
= |ndividus amb pes normal: 18,5 < BMI < 24,9
= |ndividus amb preobesitat: 25,0 < BMI < 29,9
= |ndividus amb obesitat de classe |: 30,0 < BMI < 34,9
= |ndividus amb obesitat de classe |l: 35,0 < BMI < 39,9
= |ndividus amb obesitat de classe lll: BMI = 40
- waist: variable numerica. Informa sobre la circumferencia de la cintura (cm).
- hip: variable numerica. Informa sobre la circumferéncia dels malucs (cm).
- grip: variable numérica. Es la forca d’adheréncia amb la ma dominant. Marca el maxim
pes que s’ha pogut agafar amb la ma dominant (kg)

Variables de laboratori (continues):

- shp:variable numérica. Es la pressié sanguinia sistolica (mmHg, mil-ligrams de mercuri)
gue marca quan la pressid arterial esta en el seu punt més alt. Els valors normals en
qgue es mou la pressié sistolica sén entre 90 i 120 mmHg. Sobrepassar aquests valors
pot significar un risc important de patir malalties cardiovasculars. A mesura que passen
els anys va augmentant.
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- dbp: variable numérica. Es la pressié sanguinia diastolica (mmHg, mil-ligrams de
mercuri) que marca quan la pressio arterial esta en el seu punt més baix. Els valors
normals en qué es mou la pressio diastolica sén entre 60 i 80 mmHg. Sobrepassar
aquests valors pot significar un risc important de patir malalties cardiovasculars pero
de manera menys exagerada que amb la pressio sistolica. A mesura que passen els
anys va disminuint.

Els valors de la pressid sistolica i diastolica interpretats conjuntament marquen els nivells
de la pressio arterial i es poden classificar quatre categories generals:

= Pressié arterial normal: pressid sistolica per sota de 120 mmHg i pressio
diastolica per sota de 80 mmHg.

= Pressid arterial alta: pressio sistolica entre 120 129 mmHg i pressid diastolica
per sota de 80 mmHg.

= Hipertensié en etapa 1: pressid sistolica entre 130 i 139 mmHg o pressio
diastolica entre 80 i 89 mmHg.

= Hipertensié en etapa 2: pressio sistolica igual o major a 140 mmHg o pressio
diastolica igual o major a 90 mmHg.

- glucose: variable numeérica. Marca els nivells de glucosa/sucre en sang (mg/dl). Sense
haver ingerit cap aliment, els nivells de glucosa es poden classificar com:

= Normal: menys de 100 mg/dl.
= Prediabetis: entre 101 i 125 mg/dl.
= Diabetis: Por sobre de 126 mg/dl.

- triglycerides: variable numeérica. Informa sobre el nivell de triglicerids en sang (mg/dl).
Es un tipus de grassa que s’acumula a l'organisme i el cos I'utilitza quan necessita
energia. Un alt nivell de triglicerids pot augmentar el risc de patir malalties del cor com
la malaltia de les artéries coronaries. Els nivells de triglicerids es classifiquen en quatre
grups:

= Normal: menys de 150 mg/dl.

= Limit alt: entre 150 199 mg/dI.
= Alt: entre 200 i 499 mg/dl.

= Molt alt: més de 500 mg/dl.

- hdl_chol: Variable numeérica. Marca el nivell de colesterol “bo” de cada individu
(mg/dl). L'HDL absorbeix el colesterol i el torna al fetge, per després ser expulsat del
cos. Nivells alts d’HDL poden disminuir el risc de patir malalties cardiaques i atacs de
cor. Al Regne nit, el nivell desitjat d’aquest tipus de colesterol varia en funcio del sexe:

= Dones: menys de 46,40 mg/dl.
= Homes: menys de 42,54 mg/dI.

- Idl_chol: Variable numérica. Marca el nivell de colesterol “dolent” de cada individu
(mg/dl). L'LDL produeix la majoria del colesterol en I'organisme. Nivells alts d’LDL
poden augmentar el risc de patir malalties cardiaques i atacs de cor. Al Regne Unit, el
nivell desitjat d’aquest tipus de colesterol es troba per sota dels 116 mg/dI.

- total_chol: Variable numérica. Marca el nivell de colesterol total de cada individu
(mg/dl). Nivells alts de colesterol total poden augmentar el risc de patir malalties
cardiaques i atacs de cor. Al Regne Unit, el nivell desitjat de colesterol total es troba
per sota dels 193,35 mg/dl.

- crp: variable numérica. Informa sobre els nivells de la proteina PCR en sang (mg/l).
Aqguesta proteina a nivells alts pot augmentar el risc de patir un atac de cor. Segons un
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estudi fet sobre la base de dades ELSA (B Au et. al, 2014) es considera com a nivell alt
d’aquesta proteina tenir més de 3 mg/I.

Variable sobre envelliment saludable (continua):

- healthstatus: variable numeérica. Es un indicador de salut en quant a la capacitat
funcional de les persones. Va ser creat en ’Ageing Trajectories of Health-Longitudinal
Opportunities and Synergies project (projecte ATHLOS; Sanchez-Niubo et. al, 2019) a
través de la teoria de resposta a I'item (Sanchez-Niubo et. al, 2020; Rasch, 1960).
Engloba la informacié sobre indicadors cognitius, psicologics, de vitalitat, de funcions
sensorials, de mobilitat/locomocié, d’activitats de la vida diaria i activitats
instrumentals (p.ex. vestir-se, menjar, fer les feines de casa, etc.). L'escala es va
construir segons una distribucié N ~ (un = 50,0 = 10). Puntuacions més altes de 50
indiquen millor salut funcional.

A I'hora d’aplicar els métodes de clustering al capitol VI, es crearan els clusters tenint en
compte totes les variables numeriques exceptuant I'edat dels enquestats. D’aquesta
manera les variables que s’utilitzaran son: bmi, waist, hip, sbp, dbp, glucose, triglycerides,
hdl_chol, Idl_chol, total_chol, crp i healthstatus.

5.2. Analisi univariant

A continuacié es presenta I'analisi exploratoria de les dades per totes aquelles variables
continues i, seguidament, es presenta 'analisi exploratoria per a les variables de caracter
categoric.

5.2.1. Variables numériques

Per a les mostres de dones i d’homes, s’ha calculat el rang, la mitjana i la desviacio tipus de
cada variable. També, tant per dones com per homes, s’ha aplicat el test de normalitat
Shapiro-Wilk (Shapiro i Wilk, 1965) a través de la funcié shapiro.test que té com a hipotesis:

H, = s'asumeix normalitat
H, = es tenen evidéncies per rebutjar normalitat

per determinar quines variables caldra normalitzar de cara a l'aplicacié dels Gaussian Mixture
Models. D’altra banda, s’ha aplicat un t-Test per veure si les variables amb les quals es
construiran els clusters presenten diferéncies significatives entre dones i homes i corroborar
la decisio d’estratificar I'analisi en funcio del sexe.

A la Taula 5.1 es mostren totes aquestes mesures. Pel test de normalitat i pels t-Test s’ha
tingut en compte una significacié del 5% i a la taula apareix el p-valor que s’ha obtingut en
cada cas.
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Taula 5.1: Estadistics descriptius i test de normalitat per cada variable de la mostra de dones i d’homes,
amb el calcul del t-Test per determinar les variables estadisticament diferents entre sexe.

Rang Mitjana Sd Shapiro-Wilk Rang Mitjana  Sd Shapiro-Wilk
Edat 60,0-79,0 68,00 5,57 <0,001 60,0 - 80,0 68,46 5,21 <0,001 0,3996
BMI 16,9 - 50,6 27,75 5,28 <0,001 19,1-40,4 27,72 3,91 0,0059 0,9537
Circumferencia cintura 65,0 - 131,8 91,46 12,35 0,1043 78,1-128,2 101,40 10,64 0,1604 <0,001
Circumferéncia maluc 83,0-147,2 107,20 11,61 <0,001 87,8-132,3 106,39 7,34 0,0524 0,4283
Forga d'adheréncia 0-40,0 24,26 6,01 0,0215 20,0- 67,0 39,57 7,76 0,279 <0,001
Pressio sistolica 92,7-185,7 134,06 18,28 0,0526 101,0-204,7 135,60 17,91 <0,001 0,3948
Pressi6 diastolica 52,5-97,0 75,40 9,72 0,2864 47,0 - 103,5 75,63 10,41 0,9966 0,8195
Glucosa 48,6 - 149,4 87,12 11,81 <0,001 63,0 -243,0 91,62 15,54 <0,001 0,0012
Triglicerids 53,1-389,7 132,32 62,56 <0,001 35,4-380,9 134,09 68,28 <0,001 0,7869
Colesterol HDL 30,9-119,9 66,88 15,44 <0,001 30,9 - 119,9 54,95 13,69 <0,001 <0,001
Colesterol LDL 54,1-243,6 132,50 37,32 0,1505 46,4 -208,8 120,38 34,90 0,0481 <0,001
Colesterol total 146,9-371,2 225,72 42,88 0,0181 100,5-317,1 201,93 40,52 0,3185 <0,001
Proteina PCR 0,3-41,8 3,87 5,41 <0,001 0,2-79,5 3,31 6,96 <0,001 0,3704
Healthstatus 30,3-66,5 50,68 8,29 0,0068 31,1-66,5 51,96 7,85 0,001 0,1146

Per les dones no es tenen evidéncies suficients per rebutjar la hipotesi de normalitat per a la
circumferéncia de la cintura, la pressio sistolica i diastolica i el colesterol LDL. Pels homes, les
variables que han presentat normalitat han estat la circumferéncia de la cintura i el malugc, la
forca d’adhereéncia, la pressio diastolica i el colesterol total.

Tanmateix, s'observen variables que presenten un comportament diferent entre sexe. En la
circumferencia de la cintura, els homes en mitjana presenten valors més alts, tot i que en
comparacio, les dones tenen associat un rang i una desviacioé tipus més gran. Quant a la forga
d’adhereéncia els homes son capagos d’agafar pesos més grans que les dones, no obstant aixo
presenten un rang i una desviacié tipus superior al sexe femeni, és a dir, entre homes els pesos
gue es poden agafar amb la ma dominant varien una mica més respecte a les dones. Pel que
fa a la glucosa els homes presenten majors nivells de sucre en sang, més rang i també més
dispersid, tanmateix, cap dels dos sexes es troba per sobre del nivell normal (glucosa < 100
mg/dl). Pel colesterol HDL (el “bo”), les dones en mitjana presenten valors superiors al seu
llindar (HDL > 46,40 mg/dl), els homes en mitjana també presenten valors per sobre del seu
llindar (HDL > 42,54 mg/dl), tot i aixo els homes mostren valors molt inferiors respecte a les
dones i presenten menys dispersid, tenen una desviacio tipus menor respecte el sexe femeni.
Per ultim, en les variables sobre el colesterol LDL (el “dolent”) i el colesterol total, les dones
presenten valors més elevats tant pel rang, com la mitjana i la desviacio tipus respecte els
homes, tot i aix0 els dos sexes es troben per sobre dels llindars recomanats (LDL > 116 mg/dl
i total > 193,35 mg/dl).

De les 13 variables continues que s’utilitzaran per crear els clusters, en total 6 mostren
diferéncies entre homes i dones, per tant corroborem |'estratificacié de I'analisi per poder
trobar perfils diferenciats en funcié del sexe.
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5.2.2. Variables categoriques

A continuacié es mostra una taula de freqliéncies completa per dones i homes.

Taula 5.2: Freqieéncies de les variables per dones i homes amb el test Chi-
quadrat per determinar les variables diferents entre sexe.

Estat civil
Nivells Dones | Homes | Chi-quadrat
Solter/a 3,50% | 5,50%
Casat/da 62,50% | 83,00%
. . <0,001
Divorciat/da 11,00% | 4,50%
Vidu/Vidua 23,00% | 7,00%
Educacio
Primaria 41,50% | 19,50%
Secundaria 43,00% | 58,00% <0,001
Estudis de grau 15,50% | 22,50%
Riquesa de la llar
1r quintil (més pobres) |20,50% | 12,00%
2n quintil 25,50% | 20,00%
3r quintil 17,00% | 19,00% 0,0272
4t quintil 16,00% | 26,00%
5é quintil (més rics) 21,00% | 23,00%
Soledat
Si 8,00% | 6,00%
0,5566
No 92,00% | 94,00%
Activitat fisica
Molta 15,50% | 24,00%
Moderada 54,50% | 60,00%
0,0041
No molta 27,00% | 13,50%
Inactivitat 3,00% | 2,50%
Hipertensio arterial
Si 35,00% | 37,50%
0,6774
No 65,00% | 62,50%
Depressio
Si 13,50% | 7,00%
0,0479
No 86,50% | 93,00%
Autoavaluacio6 de salut
Bona 82,00% | 77,50%
Normal 15,00% | 19,00% 0,5294
Dolenta 3,00% | 3,50%
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A la Taula 5.2 es presenta els percentatges de les freqiiéncies de les variables categoriques i,
per veure si el sexe influeix en cada una de les variables, s’ha aplicat el test no parameétric
d’independeéncia Chi-quadrat. Les hipotesis del test sén:

Hy, = independéncia entre variables
H, = dependencia entre variables

Amb una significacié del 5%, les variables estadisticament dependents al sexe han estat I'estat
civil dels enquestats, que es pot veure com els homes majoritariament estan casats i hi ha més
percentatge de dones divorciades o vidues. L’educacié dels pacients, on les dones estan
repartides entre I'educacid primaria o inferior i 'educacié secundaria i els homes estan
repartits entre I'educacioé secundaria i els estudis de grau. La riquesa de la llar, en qué la
majoria de dones es troben en el 2n quintil i la majoria d’homes es troba en el 4t quintil. El
nivell d’activitat fisica, on es pot apreciar que el percentatge d’homes que es troben en els
nivells “molta” i “moderada” (84%) és major al percentatge de dones en aquests dos nivells
(70%) i, per concloure, la variable referent a la depressid, on les dones practicament presenten
el doble de casos de depressié que els homes.

5.3. Analisi multivariant

5.3.1. Variables numeriques

Per fer una breu analisi multivariant de les variables numériques, a continuacio, a la Figura 5.1
es mostren els grafics de les correlacions per cada sexe. Atés que molt poques variables
segueixen una distribuciéd normal, el calcul de les correlacions s’ha fet d'acord amb la p
d’Spearman.

Figura 5.1: Grafic de correlacions per dones, esquerra, i grafic de correlacions per homes, dreta.
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Pels dos sexes, els nivells de colesterol totals estan molt correlacionats positivament amb els
nivells de colesterol LDL. Les variables referents I'index de massa corporal, la circumferéncia
de la cintura i la circumferéncia dels malucs també estan fortament correlacionades de
manera positiva pels dos sexes.

Sobre les correlacions negatives, es pot observar com en els dos sexes, 'edat i la forca
d’adherencia estan bastant correlacionades, a més edat menys forca d’adheréncia. Pel
colesterol HDL i els nivells de triglicérids passa el mateix, a més colesterol HDL (el “bo”) menys
grassa acumulada (triglicerids) per gastar energia, aquesta relacié sembla ser més forta pel
sexe femeni.

5.3.2. Variables categoriques

En I'analisi multivariant de les variables categoriques, s’han agafat quatre de les variables que,
en I'analisi univariant, s’ha vist que depenien del sexe.

En el primer grafic es mira la relacié entre els nivells d’activitat fisica (eix X) i la variable
referent a la depressio (eix Y) estratificat per sexe.

Figura 5.2: Grafic de globus entre el nivell d’activitat fisica i la depressié estratificat per sexe.
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En el grafic de globus de la Figura 5.2, s’observa que les dones que pateixen depressid
practiguen més activitats fisiques que els homes que pateixen depressid i que, com s’ha vist
en I'analisi univariant, les donen presenten més casos de depressié que els homes. D’altra
banda, quan ni dones ni homes pateixen depressid, sén els homes els que practiquen més
activitats fisiques als nivells “molta” i “moderada”. Tot i aix0, la majoria d’homes i dones fan
alguna activitat fisica de forma moderada.

La frequéncia de dones i homes que no practiquen cap activitat fisica és idéntica tant pels
individus que pateixen depressié com pels individus que no en pateixen.
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Al segon grafic s’ha mirat la relacié entre I’educacioé rebuda pels enquestats (eix X) i el nivell
de riquesa de la llar (eix Y) estratificat per sexe.

Figura 5.3: Grafic de globus entre I'educacid i el nivell de riquesa a la llar estratificat per sexe.
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Mirant el grafic de globus de la Figura 5.3, s’observa com la majoria de dones es mouen entre
I'educacié primaria o inferior i I'educacié secundaria, i que les freqgliencies més altes es troben
entre les dones que s’han quedat a la primaria o inferior i estan classificades en el 1ri el 2n
quintil de riquesa (els més baixos). No obstant aix0, les dones que han cursat estudis
secundaris es mouen entre el 2n i el 5¢ quintil, sent el 3r i el 5& quintil els que tenen una
representaci6 més elevada. Totes aquelles dones que han cursat estudis de grau,
majoritariament es troben entre el 4t i el 5 quintil.

Pel que fa als homes, la majoria s’han quedat als estudis secundaris i el quintil amb més
frequiencia és el 4t, tot i aixd es mouen entre el 2n i el 4t quintil. Molt pocs homes s’han quedat
només en |'educacié primaria o inferior, pero dels que es troben en aquest grup, la majoria
esta entre el 2n i el 3r quintil de riquesa. En contraposicié a les dones, hi ha més homes que
han cursat estudis de grau.
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VI. APLICACIO DELS METODES DE CLUSTERING SOBRE DADES DE
SALUT

Per tal de poder aplicar les diferents técniques de clustering presentades al capitol Il per la
mostra de dones i la mostra d’homes, en primer lloc, s’"han escalat (estandarditzat) les dues
mostres per poder comparar les dades i evitar que les diferents unitats de mesura entre
variables influeixin en els resultats a I’hora d’aplicar I’analisi de clustering.

Tot i no ser estrictament necessari per als metodes jerarquics i de particid, a través de la funcid
bestNormalize del paquet bestNormalize (Peterson, 2019), s’han normalitzat totes les
variables de les dues bases de dades per, d’aquesta manera, intentar aplicar els Gaussian
Mixture Models (GMMs) sobre un conjunt de variables Gaussianes.

Abans de comencar a aplicar les tecniques de clustering, per mitja de I'estadistic de Hopkins
(Lawson i Jurs, 1990) s’ha comprovat que les dues bases de dades fossin clusteritzables.
Aquest estadistic s'utilitza per avaluar la tendéncia de clustering d'una base de dades
mesurant la probabilitat que la base de dades en qliestid estigui generada per una distribucié
uniforme. En altres paraules, prova l'aleatorietat espacial de les dades.

Les hipotesis que segueix aquest estadistic son les seglients:
Hy, = la base de dades es distribueix uniformement,no és clusteritzable
H; = la base de dades no es distribueix uniformement, és clusteritzable

i els valors que pot prendre estan compresos entre 0 i 1. Quan el valor de I'estadistic és
superior a 0,5 es considera que la base de dades és clusteritzable i, per tant, que les dades no
es distribueixen de manera uniforme. El calcul de I'estadistic de Hopkins s’ha fet a través de
la funcié get_clust_tendency del paquet factoextra.

A la Taula 6.1 es presenten els resultats de I'estadistic de Hopkins per la base de dades de
dones i homes. El valor que s’ha obtingut de I'estadistic, ambdds casos, ha estat major a 0,5.
Per tant, s’ha considerat que les dues bases de dades sdn clusteritzables i, conseqlientment,
gue es pot seguir amb I'analisi de clustering.

Taula 6.1: Valor de I'estadistic de Hopkins per
a la base de dades de dones i homes.

Dones Homes
0,69 0,66

L'aplicacio de les técniques de clustering comenga amb I'analisi completa del métode K-means
i, durant tot el capitol, s’han analitzat la resta de métodes de clustering segons el nombre de
clusters que s’ha decidit escollir a I’hora d’aplicar el K-means, tant per la mostra de dones com
per la mostra d’homes, atés que permetra aplicar ’ARI sobre un mateix nombre de clusters i,
amés a més, al fer el preanalisi de clustering aquest metode va ser el que va proporcionar una
millor particié en I'espai de les dades per a les dues mostres. De manera que, a part de voler
trobar estructures de cluster diferenciades, durant tot el capitol s’analitzara si el metode
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jerarquic, el K-medoids i el GMMs sén capacos de trobar perfils similars per cada un dels
datasets que s’estudien, prenent com a base de partida de I'analisi I'algoritme K-means.

A I'hora de fer el profiling dels métodes, per a cada mostra (dones i homes), s’ha introduit a
les mostres originals, sense escalar ni normalitzar les dades i tenint en compte totes les
variables (numeriques i categoriques), la variable indicadora dels clisters. Per d’aquesta
manera calcular, en primer lloc, les mitjanes de totes les variables numeériques en funcio del
cluster al qual pertanyen.

Tot seguit, per tal de discernir el comportament dels clisters en funcié de les variables
numeriques i comprovar quines variables presenten diferéncies significatives entre les
mitjanes de cada clUster, per aquelles variables que han presentat les caracteristiques adients,
s’ha aplicat el test ANOVA d’un factor, tenint en compte els clUsters com a factor, i per a les
variables que no han complert els requisits necessaris se’ls hi ha aplicat el test no paramétric
de Kruskal-Wallis. Ambdds tests s’ha tingut en compte una significacié del 5%.

Els requisits per poder aplicar el test ANOVA d’un sol factor son els seglients:

1) Independéncia entre els individus de la mostra

2) Cap outlier, d’entre els diferents nivells del factor, ha de ser significatiu. S’ha
calculat a través de la funcio identify_outliers del paquet rstatix (Kassambara,
2020).

3) S’ha de complir la hipotesi de normalitat per cada nivell del factor analitzat. Per
cada cluster s’ha aplicat el test de normalitat Shapiro-Wilk.

4) Les variables comparades han de ser homoscedastiques. Les variancies, per cada
nivell del factor, han de ser homogeénies entre elles. S’ha calculat el test de Levene
(Levene, 1960) per comprovar-ho, que té les seglients hipotesis:

H, = variancia entre grups igual, homoscedasticitat
H, = variancia entre grups diferent, heteroscedasticitat

Després, a través de la funci6 TukeyHSD del paquet stats, pel test ANOVA, i la funcié
dunn_tets del paquet rstatix, pel test de Kruskal-Walis, s’ha fet I’analisi post-hoc del test de
Tukey i del test de Dunn per determinar quins clisters sén diferents i/o similars entre ells.

Finalment, per acabar de perfilar cada un dels clisters, s’ha estudiat quines variables
categoriques presenten freqliencies diferents en funcié dels clisters a través del test
d’independéncia Chi-quadrat. Les variables que han indicat dependéncia en funcié del cldster
al qual pertanyen, se’ls hi ha calculat les diferéncies dos a dos entre cada un dels clusters per
determinar quins grups son similars i/o diferents entre ells. Pel test de Chi-quadrat també s’ha
considerat una significacié del 5%.

Tenint en compte la metodologia que s’ha emprat per dur a terme els profilings de cada
metode, els resultats es presenten just a continuacid.
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6.1. K-means

6.1.1. Dones

Al tractar-se d’'un metode de particid, en primer lloc cal escollir per quin nombre de clusters
es vol partir la base de dades. Per aix0, s’ha calculat I'elbow method, I'average silhouette
method, el gap statistic i la funcié NbClust (veure Figura 6.1) que permet observar, d’entre 30
metodes de seleccid diferents, el nombre de clusters optims d’acord amb la regla de la majoria
(la particié que ha estat escollida més vegades d’entre els diferents métodes de seleccid).

Figura 6.1: Grafics de I'elbow method, I'average silhouette method, el gap statistic i la funcié NbClust.
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Els tres métodes de seleccid de cluster optims indiquen, en primer lloc, que I'elbow method
esta entre 3 o 5 clusters, per I'average silhouette method marca que la millor particié seria
considerar 2 clusters i pel gap statistic indica que la millor particié sén 3 clusters. La funcid
NbClust , per la regla de la majoria, considera que el nombre de clusters optim és 2, malgrat
aix0, vuit meétodes han seleccionat tant la partici6 amb 2 clisters com la particié amb 3
clusters.

Per tal de decidir la millor divisié possible, s’ha aplicat el métode K-means per 2 i 3 clusters,
amb I'opcid “nstart = 25” de la funcié kmeans per compilar I'algoritme 25 vegades i extreure
la divisid més optima en I'espai de les dades. A la Figura 6.2 es mostra com es reparteixen les
dades en un espai factorial bidimensional a través de la funcié fviz_cluster del paquet
factoextra.

Mirant la Figura 6.2, es pot observar com les dues particions divideixen la mostra de dones de
manera diferenciada. No obstant aix0, per motius de caracter contextual, s’ha decidit fer el
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Dirn?2 (16.6%)

profiling en base a 3 clusters, atés que I'objectiu de I'analisi de clustering és poder trobar
perfils amagats que no es veuen ni es coneixen a simple vista. D’aquesta manera, quants més
perfils diferenciats es puguin distingir, posteriorment a través de l'estudi d’outcomes de
caracter longitudinal permetra estudiar noves hipotesis per millorar i desenvolupar
tractaments innovadors en el camp de lI'envelliment saludable (fora de I’'scope d’aquest
treball).

Cluster plot

Figura 6.2: Visualitzacié de les particions entre 2 i 3 clUsters en un espai factorial bidimensional.
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Aixi doncs, amb tres clisters I'algoritme K-means considera que les dones queden repartides
de la seglient manera: el cluster 1 compta amb 62 dones, el clister 2 compta amb 68 dones i
el cluster 3 compta amb 70 dones.

6.1.2. Profiling dones

A la Taula 6.1, es presenta el calcul de les mitjanes de totes les variables numeériques de la
base de dades introduint la variable indicadora dels clisters a la mostra original de dones.

Taula 6.1: Mitjanes de les variables numeriques originals separades per clusters.

1 24,82 84,47 101,15 24,48
2 25,17 85,43 101,60 23,56
3 32,85 103,53 117,88 24,74
138,84 76,98 83,64 125,28 77,78
124,93 72,10 86,03 113,45 64,43
138,68 77,21 91,26 156,90 59,61
166,71 269,31 2,57 52,40 68,19
105,38 192,55 2,03 53,69 67,91
128,55 219,31 6,79 46,24 67,91




Tot seguit, la Taula 6.2 mostra quines variables numeériques han presentat diferéncies
significatives entre clusters, el métode que s’ha aplicat, paramétric o no paramétric en funcié
del comportament de cada variable, i el p-valor obtingut pels méetodes de comparacié de
mitjanes. A més, s’hi presenta I'analisi post-hoc amb el test que s’ha aplicat per determinar,
per cada una de les variables significatives, quins clusters son diferents i/o similars entre ells.

Taula 6.2: Analisi de quines variables numeriques son estadisticament significatives entre
clusters i, per les variables en questid, analisi post-hoc.

Variable Test P-Valor | Test Clusters

Edat Kruskal-Wallis | 0,8750 - -

BMI Kruskal-Wallis | < 0,001 | Dunn| C1=C2/C1#C3/C2#C3
Circumferéncia cintura ANOVA < 0,001 | Tukey| C1=C2/C12C3/C2#C3
Circumferéncia maluc Kruskal-Wallis | < 0,001 | Dunn| C1=C2/C1#C3/C2%C3

Forga d'adheréncia Kruskal-Wallis | 0,4770 - -
Pressio sistolica Kruskal-Wallis | < 0,001 | Dunn| C1#C2/C1=C3/C2%C3
Pressi6 diastolica ANOVA 0,0023 | Tukey| C1#£C2/C1=C3/C2=C3
Glucosa Kruskal-Wallis | < 0,001 | Dunn| C1=C2/C12C3/C2%C3
Triglicérids Kruskal-Wallis | < 0,001 | Dunn| C1=C2/C12C3/C2%C3
Colesterol HDL Kruskal-Wallis | < 0,001 | Dunn| C1#C2/C12C3/C2=C3
Colesterol LDL ANOVA < 0,001 | Tukey| C1#£C2/C12C3/C2=C3
Colesterol total Kruskal-Wallis | < 0,001 | Dunn| C1#C2/C12C3/C2%C3
Proteina PCR Kruskal-Wallis | <0,001 | Dunn| C1=C2/C1#C3/C2#C3
Healthstatus ANOVA < 0,001 | Tukey| C1=C2/C12C3/C2=C3

Per poder dur a terme el perfil dels clUsters de manera completa, a la Taula 6.3 es mostra
quines variables categoriques presenten freqiéncies diferents en funcid dels clUsters a través
del test d’independeéncia Chi-quadrat i, per aquelles variables que han indicat dependencia,
s’han calculat les diferencies dos a dos entre cada un dels clusters per determinar quins grups
son similars i/o diferents entre ells.

Taula 6.3: Analisi de les variables categoriques estadisticament diferents entre clusters i,
per les variables en qiiestio, analisi de quins clusters son similars i/o diferents entre ells.

Estat civil 0,6572 -
Educacio 0,4705 -
Riquesa de la llar 0,1152 -
Soledat 0,4975 -
Activitat fisica 0,4005 -
Hipertensié arterial <0,001 |C1#C2/C1=C3/C2#C3
Depressio 0,7834 -
Autoavaluacio de salut | 0,1643 -

En funcid a les tres taules de I'analisi, tenint en compte que totes les dones presenten en
mitjana una edat al voltant dels 68 anys, sén capaces d’agafar pesos, aproximadament,
d’entre 23 i 25 quilograms i tenen un nivell colesterol HDL superior a 46,40 mg/dl (veure Taula
6.1), els clusters es poden definir breument com:
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- Claster 1: Dones amb risc de partir malalties cardiovasculars perd amb un alt index de
salut funcional.

- Claster 2: Dones sanes amb un alt index de salut funcional.

- Cluster 3: Dones amb alt risc de patir malalties cardiovasculars que presenten un index
de salut funcional baix.

L’analisi completa de cada cluster respecte de les tres taules que s’han presentat és el seglient:

El cluster 1 el defineixen dones amb un index de massa corporal al limit del nivell normal (18,5
< BMI < 24,9) i la preobesitat (25,0 < BMI < 29,9), amb baix nivell de proteina PCR (< 3 mg/I)
i amb un nivell de triglicérids normal (< 150 mg/dl). Presenten nivells de colesterol LDL i total
molt per sobre dels Ilindars recomanats (LDL > 116 mg/dl, total > 193,35 mg/dl). Quant al
colesterol HDL, és el cluster que presenta valors més alts. Pateixen hipertensié arterial en
etapa 1 (pressio sistolica entre 130 i 139 mmHg) i presenten un index de salut funcional alt
(healthstatus > 50), estadisticament iguals al clUster 2.

El cluster 2 comparteix la majoria de caracteristiques del cluster 1. El defineixen dones amb
un index de massa corporal al limit del nivell normal (18,5 < BMI < 24,9) i la preobesitat (25,0
< BMI < 29,9), amb baix nivell de proteina PCR (< 3 mg/l) i amb un nivell de triglicérids normal
(< 150 mg/dl). Es el clster amb els nivells de colesterol LDL i total més baixos, que es troben
per sota dels llindars establerts (LDL < 116 mg/dl, total < 193,35 mg/dl) i presenten el
colesterol HDL més baix, ja que és estadisticament igual al cluster 3. Tenen la pressio arterial
alta (pressio sistolica entre 120 i 129 mmHg i pressioé diastolica per sota de 80 mmHg) i
presenten un index de salut funcional alt (healthstatus >50), el més alt en mitjana d’entre tots
els clusters pero estadisticament igual al clister 1.

El cluster 3 és el més diferent de tots. El defineixen dones amb un index de massa corporal
classificat com obesitat de classe | (30,0 < BMI < 34,9), amb els nivells de glucosa en sang més
alts respecte als altres clusters, tot i que encara es manté a un nivell normal (< 100 mg/dl),
amb nivells preocupants de proteina PCR, molt per sobre del limit establert (> 3 mg/dl) i amb
un nivell de triglicérids al limit alt (entre 150 i 199 mg/dl), el més alt entre tots els clisters.
Presenten nivells de colesterol LDL i total per sobre dels llindars recomanats (LDL > 116 mg/dl,
total > 193,35 mg/dl), no tan elevats com en el cluster 1, i amb el nivell de colesterol HDL en
mitjana més baix, estadisticament igual al clister 2. Pateixen hipertensié arterial en etapa 1
(pressio sistolica entre 130 i 139 mmHg) i presenten un index de salut funcional baix
(healtstatus < 50), el més baix amb diferéncia d’entre tots els clusters.

Els grafics de caixa i els grafics de barres de les variables estadisticament diferents entre
clusters es troben al subapartat 9.1.1 de I’Annex referent al sexe femeni.

6.1.3. Homes

Com s’ha fetamb la mostra de dones, en primer lloc s’ha d’escollir per quin nombre de clisters
es vol dividir la base de dades. Per aix0, s’ha calculat I'elbow method, 'average silhouette
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method, el gap statistic i la funcido NbClust (veure Figura 6.3) per observar d’entre 30 metodes
de seleccié diferents, el nombre de clisters optims d’acord amb la regla de la majoria.

Figura 6.3: Grafics de I'elbow method, I'average silhouette method, el gap statistic i la funcié NbClust.
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En aquest cas, observant la Figura 6.3, per la mostra d’homes els tres metodes de seleccio
optima de clusters arriben a la mateixa conclusio. Indiquen que el nombre de clusters optim
és 2. La funcié NbClust, per la regla de la majoria, també marca que el nombre de clusters
optim és 2. Tot i aix0 s’observa que cinc métodes de seleccié han escollit la particié per 3i9
clusters.

Tot i semblar que la decisid és clara, per assegurar-nos que els homes queden ben dividits,
s’ha aplicat el métode K-means per les particions de 2, 3 i 9 clisters. Quan s’han dividit les
dades en 9 grups, la majoria de clusters es solapaven entre ells, per tant, aquesta particié ha
guedat descartada.

En aplicar el metode per 2 i 3 clusters amb I'opcié “nstart = 25” de la funcié kmeans per
compilar 'algoritme 25 vegades i extreure la divisié més optima en I'espai de les dades, la
mostra d’homes ha presentat una divisio clara i sense solapament. A la Figura 6.4 es mostra
com es reparteixen les dades en un espai factorial bidimensional a través de la funcié
fviz_cluster.
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4

Cluster plot

Figura 6.4: Visualitzacio de les particions entre 2 i 3 cllsters en un espai factorial bidimensional.
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Les dues particions divideixen la mostra d’homes de manera diferenciada. No obstant aixo, en
la linia del plantejament que s’ha aplicat per la mostra de dones, a causa de motius de caracter
contextual, s’ha decidit fer el profiling en base a 3 clusters, ja que I'algoritme produeix una
bona divisid i es pot observar un patré en les dades que no es veu a simple vista si no s’aplica
el meétode. D’aquesta manera, quants més perfils diferenciats es puguin distingir,
posteriorment per mitja de I'estudi d’outcomes de caracter longitudinal permetra estudiar
noves hipotesis per millorar i desenvolupar nous tractaments en el camp de I’envelliment
saludable (fora de I'scope d’aquest treball).

Aixi doncs, amb tres clusters, I'algoritme K-means considera que els homes queden repartits
de la seglient manera: el cluster 1 compta amb 74 homes, el clister 2 compta amb 60 homes
i el cluster 3 compta amb 66 homes.

6.1.4. Porfiling homes

El calcul de les mitjanes de totes les variables numeériques de la base de dades, introduint la
variable indicadora dels clusters a la mostra original d’homes, es presenten a la Taula 6.4.

Taula 6.4: Mitjanes de les variables numeériques originals separades per clusters.

1 24,71 93,09 101,14 40,18
2 31,87 113,03 113,63 39,18
3 27,32 100,15 105,69 39,23
133,43 75,51 85,45 124,72 62,45
140,62 77,20 95,70 173,89 48,79
133,47 74,34 94,83 108,43 52,15
144,07 231,13 1,69 54,98 67,39
120,84 204,18 4,55 48,97 68,62
93,39 167,16 3,97 51,28 69,50

cluster
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Tot seguit, a la Taula 6.5 es mostra quines variables numeériques han presentat diferéncies
significatives entre clisters, el métode que s’ha aplicat, paramétric o no parameétric en funcié
del comportament de cada variable, i el p-valor obtingut pels méetodes de comparacié de
mitjanes. A més, s’hi presenta I'analisi post-hoc amb el test que s’ha aplicat per determinar,
per cada una de les variables significatives, quins clusters sén diferents i/o similars entre ells.

Taula 6.5: Analisi de quines variables numériques sén estadisticament significatives entre clUsters i,
per les variables en qiestid, analisi post-hoc.

Variable Test P-Valor | Test Clusters

Edat Kruskal-Wallis | 0,0344 | Dunn | C1=C2/C1#C3/C2=C3
BMI ANOVA <0,001 | Tukey | C1#£C2/C12C3/C2£C3
Circumferéncia cintura Kruskal-Wallis | <0,001 | Dunn| C1#C2/C1#C3/C2%C3
Circumferéncia maluc Kruskal-Wallis | <0,001 | Dunn | C1#C2/C1#C3/C2%C3

Forga d'adheréencia ANOVA 0,6970 - -

Pressio sistolica Kruskal-Wallis | 0,0699 - -

Pressio diastolica ANOVA 0,3040 - -
Glucosa Kruskal-Wallis | <0,001 | Dunn | C1#C2/C1#C3/C2=C3
Triglicerids Kruskal-Wallis | <0,001 | Dunn| C1#C2/C1=C3/C2%C3
Colesterol HDL Kruskal-Wallis | <0,001 | Dunn | C1#C2/C1#C3/C2=C3
Colesterol LDL Kruskal-Wallis | <0,001 | Dunn | C1#C2/C1#C3/C2%C3
Colesterol total Kruskal-Wallis | <0,001 | Dunn | C1#C2/C1#C3/C2#C3
Proteina PCR Kruskal-Wallis | <0,001 | Dunn | C1#C2/C1=C3/C2#C3
Healthstatus Kruskal-Wallis | <0,001 | Dunn | C1#C2/C1#C3/C2=C3

Per poder dur a terme el perfil dels clusters de manera completa, a la Taula 6.6 es mostra
quines variables categoriques presenten freqiiencies diferents en funcid dels clUsters a través
del test d’independencia Chi-quadrat i, per aquelles variables que han indicat dependéncia,
s’han calculat les diferencies dos a dos entre cada un dels clisters per determinar quins grups
son similars i/o diferents entre ells.

Taula 6.6: Analisi de les variables categoriques estadisticament diferents entre clisters i,
per les variables en qtiestid, analisi de quins clUsters son similars i/o diferents entre ells.

Estat civil 0,6241 -
Educacio 0,4143 -
Riquesa de la llar 0,1181 -
Soledat 0,2490 -
Activitat fisica 0,0176 [C1#C2/C1=C3/C2=C3
Hipertensio arterial 0,09829 -
Depressio 0,2337 -
Autoavaluacio de salut <0,001 [C1#C2/C1=C3/C2%C3

En funcié a les tres taules de I'analisi, tenint en compte que tots els homes presenten en
mitjana hipertensio arterial entre I'etapa 1 (pressio sistolica entre 130 i 139 mmHg) i I'etapa 2
(pressio sistolica major a 140 mmHg), poden agafar, aproximadament, pesos fins a 40
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quilograms i tenen un nivell colesterol HDL superior a 42,54 mg/dl (veure Taula 6.4), els
clusters es poden definir de manera breu com:

- Claster 1: Homes d’uns 67 anys, actius fisicament, amb risc de patir malalties
cardiovasculars perdo amb un index de salut funcional alt

- Claster 2: Homes d’entre 67 i 70 anys, poc actius fisicament, amb alt risc de patir
malalties cardiovasculars i un index de salut funcional baix.

- Claster 3: Homes d’uns 70 anys, moderats quant a I'activitat fisica, amb un risc mitja
de patir malalties cardiovasculars i un index de salut funcional baix.

L’analisi completa de cada cluster respecte a les tres taules que s’han presentat és el seglient:

El claster 1 el defineixen homes d’uns 67 anys, amb un index de massa corporal normal (18,5
< BMI < 24,9), amb baix nivell de proteina PCR (< 3 mg/l) i amb un nivell de triglicérids normal
(< 150 mg/dl). Presenten els nivells més alts de colesterol LDL i total, per sobre dels llindars
recomanats (LDL > 116 mg/dl, total > 193,35 mg/dl), i sén homes amb el nivell més alt de
colesterol HDL. Practiquen molta activitat fisica en comparacio als altres clusters (cap home
esta inactiu), s’autoavaluen amb un bon nivell de salut (cap home s’autoavalua amb un nivell
de salut pobre) i presenten un index de salut funcional alt (healthstatus > 50), el més alt entre
tots els clusters.

El claster 2 el defineixen homes d’entre 67 i 70 anys, amb un index de massa corporal
classificat com a obesitat de classe | (30,0 < BMI < 34,9), amb nivells de glucosa en sang alts,
estadisticament iguals al clister 3, pero que encara es manté a un nivell normal (< 100 mg/dl),
amb un nivell de proteina PCR per sobre del limit recomanat (> 3 mg/l), els més alt en tots els
clusters, i amb un nivell de triglicerids al limit alt (valor entre 150 i 199 mg/dl). Presenten
nivells de colesterol LDL i total per sobre del llindar recomanat, perd no tan elevat com els
homes del cluster 1, i son els homes amb el nivell de colesterol HDL més baix. Practiquen poca
activitat fisica, sent el cliuster on més homes s’autoavalua amb un nivell de salut dolent i
presenten un index de salut funciona baix (healthstatus < 50), estadisticament igual al cluster
3.

El claster 3 el defineixen homes d’uns 70 anys, amb un index de massa corporal classificat com
a preobesitat (25,0 < BMI < 29,9), amb nivells de glucosa en sang alts, estadisticament iguals
al cluster 2, pero que encara es manté a un nivell normal (< 100 mg/dl), amb nivells de proteina
PCR baixos, estadisticament iguals al clister 1 (el valor mitja és elevat a causa de |’existéncia
d’outliers), i amb un nivell de triglicérids normal (< 150 mg/dl), també estadisticament igual al
cluster 1. Presenten els nivells de colesterol LDL i total més baixos, per sota dels llindars
establerts (LDL < 116 mg/dI, total < 193,35 mg/dl). Practiquen activitats fisiques de manera
moderada, sén homes que s’autoavaluen amb un nivell de salut bo o normal i presenten un
index de salut funcional estadisticament igual al clister 2, perd que en mitjana es troba per
sobre de 50.

Els grafics de caixa i els grafics de barres de les variables estadisticament diferents entre
clusters es troben al subapartat 9.1.1 de I’Annex referent al sexe masculi.
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6.2. Clustering Jerarquic

Per dur a terme el clustering jerarquic, s’ha optat per analitzar les dues mostres en funcié de
I'esquema d’aglomerat. En primer lloc perqué es tracta del meétode jerarquic més utilitzat, per
altra banda, perque és I'esquema que ha proporcionat una particio dels individus més clara i
per ultim, donat que presenta resultats equiparables amb els altres metodes.

Els dendrogrames de la mostra de dones i la mostra d’homes del clustering jerarquic divisiu
apareixen al principi del subapartat 9.1.2 de I'’Annex.

6.2.1. Dones

Pel clustering jerarquic aglomeratiu la distancia matematica que s’ha escollit ha estat
I'Euclidiana. Pel que fa a la mesura d’enllag, a través del coeficient aglomeratiu (AC, veure
subapartat 2.1.3.2) calculat amb la funcié agnes, amb un valor de 0,9020 (molt proper a 1),
s’ha escollit I'enlla¢ de Ward.

A la Figura 6.5 es mostra el dendrograma del clustering jerarquic aglomeratiu dividit en 3
clusters. A simple vista, pot donar a entendre que la millor particié possible podrien ser dos o
guatre clusters, tot i aix0 partint del metode K-means com a base de I'analisi, s’"han dividit les
dades en 3 clusters. El cluster 1 compta amb 65 dones, el clister 2 compta amb 68 dones i el
cluster 3 compta amb 67 dones.

Figura 6.5: Dendrograma del clustering jerarquic aglomeratiu dividit en 3 clusters.
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6.2.2. Profiling dones

AlaTaula 6.7 es presenta el calcul de les mitjanes de totes les variables numeriques de la base
de dades introduint la variable indicadora dels clisters a la mostra original de dones.

Taula 6.7: Mitjanes de les variables numeriques originals separades per clisters.

1 24,95 84,90 101,36 24,54
25,17 85,43 101,60 23,56

3 33,09 103,97 118,42 24,70
138,50 77,09 84,41 127,00 76,80
124,93 72,10 86,03 113,45 64,43
139,01 77,11 90,86 156,65 59,74
166,22 268,19 2,63 52,64 67,94
105,38 192,55 2,03 53,69 67,91
127,32 218,17 6,93 45,73 68,15

Tot seguit, la Taula 6.8 mostra quines variables numeériques han presentat diferéncies
significatives entre clusters, el metode que s’ha aplicat, parametric o no parametric, i el p-
valor obtingut pels metodes de comparacié de mitjanes. A més, s’hi presenta I'analisi post-
hoc amb el test que s’ha aplicat per determinar, per cada una de les variables significatives,
quins clusters sén diferents i/o similars entre ells.

Taula 6.8: Analisi de quines variables numeériques sén estadisticament significatives entre
clusters i, per les variables en qliestid, analisi post-hoc.

Variable Test P- Test Clasters
Valor

Edat Kruskal-Wallis | 0,9490 - -

BMI Kruskal-Wallis | <0,001 | Dunn | C1=C2/C1#C3/C2#C3
Circumferéncia cintura ANOVA <0,001 | Tukey| C1=C2/C1#C3/C2=C3
Circumferéncia maluc | Kruskal-Wallis | <0,001 | Dunn | C1=C2/C1#C3/C2#C3

Forga d'adherencia Kruskal-Wallis | 0,4720 - -
Pressid sistolica Kruskal-Wallis | <0,001 | Dunn | C1#C2/C1=C3/C2=#C3
Pressi6 diastolica ANOVA 0.0023 | Tukey| C1#C2/C1=C3/C2=C3
Glucosa Kruskal-Wallis | 0.0028 | Dunn | C1=C2/C1#C3/C2=C3
Triglicerids Kruskal-Wallis | 0.0011 | Dunn | C1=C2/C1#C3/C2#C3
Colesterol HDL Kruskal-Wallis | <0,001 | Dunn | C1#C2/C1#C3/C2=C3
Colesterol LDL ANOVA <0,001 | Tukey| C1#C2/C1#C3/C2=C3
Colesterol total Kruskal-Wallis | <0,001 | Dunn | C1#C2/C1#C3/C2#C3
Proteina PCR Kruskal-Wallis | <0,001 | Dunn | C1=C2/C1#C3/C2#C3
Healthstatus ANOVA <0,001 | Tukey| C1=C2/C1#C3/C2=%C3

A continuacio, per tal de dur a terme els perfils dels clusters de manera completa, a la Taula
6.9 es mostra quines variables categoriques presenten freqliencies diferents en funcid dels
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clusters a través del test d’independéncia Chi-quadrat i, per aquelles variables que han indicat
dependeéncia, s’han calculat les diferéncies dos a dos entre cada un dels cliusters per
determinar quins grups son similars i/o diferents entre ells.

Taula 6.9: Analisi de les variables categoriques estadisticament diferents entre clustersi,
per les variables en qliestio, analisi de quins clusters son similars i/o diferents entre ells.

Variable P-Valor Clusters
Estat civil 0,8294 -
Educacio 0,2161 -
Riquesa de la llar 0,1151 -
Soledat 0,5718 -
Activitat fisica 0,3156 -

Hipertensio arterial <0,001 [C1#C2/C1=C3/C2=#C3

Depressio 0,8613 -
Autoavaluacio de salut | 0,1050 -

En funcid de les tres taules de I'analisi, tenint en compte que totes les dones presenten en
mitjana una edat al voltant dels 68 anys, sdn capaces d’agafar pesos, aproximadament,
d’entre 23 i 25 quilograms i tenen un nivell colesterol HDL superior a 46,40 mg/dl (veure Taula
6.7), els clusters es poden definir breument com:

- Claster 1: Dones amb risc de partir malalties cardiovasculars perd amb un alt index de
salut funcional.

- Cluster 2: Dones sanes amb un alt index de salut funcional.

- Claster 3: Dones amb alt risc de patir malalties cardiovasculars que presenten un index
de salut funcional baix.

L’analisi completa de cada cluster respecte a les tres taules que s’han presentat és el seglient:

El claster 1 el defineixen dones amb un index de massa corporal al limit del nivell normal (18,5
< BMI < 24,9) i la preobesitat (25,0 < BMI < 29,9), amb baix nivell de proteina PCR (< 3mg/I)
i amb un nivell de triglicerids normal (< 150 mg/dl). Presenten els nivells de colesterol LDL i
total més elevats, molt per sobre dels llindars recomanats (LDL > 116 mg/dl, total > 193,35
mg/dl). Per altra banda, és el clister que presenta nivells de colesterol HDL més alts. Pateixen
hipertensio arterial en etapa 1 (pressio sistolica entre 130 i 139 mmHg) i presenten un index
de salut funcional alt (healthstatus > 50), estadisticament igual al cluster 2.

El claster 2 comparteix moltes de les caracteristiques del cluster 1. El defineix dones amb un
index de massa corporal al limit del nivell normal (18,5 < BMI < 24,9) i la preobesitat (25,0 <
BMI < 29,9), amb baix nivell de proteina PCR (< 3 mg/l) i amb un nivell de triglicérids normal
(<150 mg/dl). Es tracta del cluster amb els nivells de colesterol LDL i total més baixos, per sota
del llindar establert LDL < 116 mg/dl, total < 193,35 mg/dl), i presenten el colesterol HDL més
baix, ja que és estadisticament igual al cluster 3. Tenen la pressi6 arterial alta (pressio sistolica
entre 1201 129 mmHg i pressiod diastolica per sota de 80 mmHg) i presenten un index de salut
funcional alt (healthstatus > 50), el més alt en mitjana d’entre tots els clusters i
estadisticament igual al cluster 1.

El claster 3 és el més diferent de tots. El defineixen dones amb un index de massa corporal
classificat com obesitat de classe | (30,0 < BMI < 34,9), amb els nivells de glucosa en sang més
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alts respecte als altres clusters, tot i que encara es manté a un nivell normal (< 100 mg/dl),
amb nivells preocupants de proteina PCR, molt per sobre del limit establert (> 3 mg/dl) i amb
un nivell de triglicérids al limit alt (entre 150 i 199 mg/dl), el més alt entre tots els clusters.
Tenen els nivells de colesterol LDL i total per sobre dels llindars recomanats (LDL > 116 mg/dl,
total > 193,35 mg/dl), tot i aixd no sén tan elevats com en el clister 1, i amb el nivell de
colesterol HDL en mitjana més baix, estadisticament igual al clUster 2. Pateixen hipertensid
arterial en etapa 1 (pressid sistolica entre 130 i 139 mmHg) i presenten l'index de salut
funcional més baix (healthstatus < 50) respecte als altres clusters.

Els grafics de caixa i els grafics de barres de les variables estadisticament diferents entre
clusters es troben al subapartat 9.1.2 de I’Annex referent al sexe femeni.

6.2.3. Homes

Per construir el dendrograma de la mostra d’homes s’ha escollit la distancia Euclidiana. Quant
alamesura d’enllag, a través del coeficient aglomeratiu (AC) calculat amb la funcid agnes, s’ha
determinat que I'enllag de Ward és el millor per aquesta mostra, amb un valor de I’AC de
0,9108.

A la Figura 6.6 esta representat el dendrograma del clustering jerarquic aglomeratiu dividit en
tres clusters. Aquesta divisio es fonamenta en funcid del metode K-means, donat que és la
base d’on parteix tota I'analisi, per veure si els resultats que s’obtenen a I’hora de fer el
profiling sén similars entre metodes.

Figura 6.6: Dendrograma del clustering jerarquic aglomeratiu dividit en 3 clusters.
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A simple vista sembla que, per tres clusters, la mostra d’homes presenta una bona divisié de
les dades. Per aquesta particid, el cluster 1 compta amb 70 homes, el clister 2 compta amb
61 homes i el cluster 3 compta amb 69 homes.
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6.2.4. Profiling homes

A la Taula 6.10 es mostra el calcul de les mitjanes de totes les variables numeériques de la base
de dades introduint la variable indicadora dels clisters a la mostra original d’homes.

Taula 6.10: Mitjanes de les variables numeriques originals separades per clisters.

1 24,56 92,71 100,73 39,69
2 31,90 112,94 113,76 39,72
3 27,24 100,01 105,61 39,30
133,17 75,32 85,35 123,48 63,14
139,04 76,74 95,31 174,53 48,62
135,02 74,96 94,72 109,11 52,23
144,02 231,47 1,69 55,24 67,39
121,84 205,14 4,45 49,22 68,41
95,11 169,14 3,93 51,05 69,58

Seguidament, a la Taula 6.11 es presenta quines variables numériques han resultat
estadisticament diferents entre clusters, el metode que s’ha aplicat, parametric o no
parametric, i el p-valor obtingut pels métodes de comparacié de mitjanes. També s’hi presenta
I’analisi post-hoc amb el test que s’ha aplicat per determinar, per cada una de les variables
significatives, quins clusters sén diferents i/o similars entre ells.

Taula 6.11: Analisi de quines variables numeriques sén estadisticament significatives entre
clusters i, per les variables en qliestid, analisi post-hoc.

Variable Test P- Test Clusters
Valor

Edat Kruskal-Wallis | 0,0332 | Dunn| C1=C2/C1#C3/C2=C3
BMI Kruskal-Wallis | <0,001 | Dunn| C1#C2/C1#C3/C2#=C3
Circumferéncia cintura | Kruskal-Wallis | <0,001 | Dunn| C1#C2/C1#C3/C2#=C3
Circumferéncia maluc | Kruskal-Wallis | <0,001 | Dunn| C1#C2/C1#C3/C2#C3

Forga d'adherencia ANOVA 0,4920 - -

Pressio sistolica Kruskal-Wallis | 0,1790 - -

Pressio diastolica ANOVA 0,5980 - -
Glucosa Kruskal-Wallis | <0,001 | Dunn| C12C2/C1#C3/C2=C3
Triglicerids Kruskal-Wallis | <0,001 | Dunn| C12C2/C1=C3/C2=C3
Colesterol HDL Kruskal-Wallis | <0,001 | Dunn| C1#C2/C1#C3/C2=C3
Colesterol LDL Kruskal-Wallis | <0,001 | Dunn| C12C2/C1#C3/C2=C3
Colesterol total Kruskal-Wallis | <0,001 | Dunn| C1#C2/C1#C3/C2#=C3
Proteina PCR Kruskal-Wallis | <0,001 | Dunn| C12C2/C1=C3/C2=C3
Healthstatus Kruskal-Wallis | <0,001 | Dunn| C1#C2/C1#C3/C2=C3

Finalment, per tal de dur a terme els perfils dels clUsters de manera completa, a través del test
d’independencia Chi-quadrat, a la Taula 6.12 s’ha estudiat quines variables categoriques

59



presenten freqiéncies diferents en funcié dels clusters i, per les variables en qlestid, s’han
calculat les diferencies dos a dos entre cada un dels clisters per determinar quins grups sén
similars i/o diferents entre ells.

Taula 6.12: Analisi de les variables categoriques estadisticament diferents entre clisters i,
per les variables en qliestio, analisi de quins clusters son similars i/o diferents entre ells.

Variable P-Valor Clusters

Estat civil 0,5854 -

Educacio 0,3340 -

Riquesa de la llar 0,1621 -

Soledat 0,2493 -
Activitat fisica 0,0282 |C1#C2/C1=C3/C2=C3

Hipertensié arterial 0,2649 -

Depressio 0,2466 -
Autoavaluacié de salut | <0,001 | C12C2/C1=C3/C2=C3

En funcid de les tres taules de I'analisi, tenint en compte que la majoria d’homes en el conjunt
de clusters presenten hipertensié arterial en etapa 1 (pressiod sistolica entre 130 139 mmHg),
poden agafar, aproximadament, pesos fins a 40 quilograms i tenen un nivell colesterol HDL
superior a 42,54 mg/dl (veure Taula 6.10), els clusters es poden definir breument com:

- Claster 1: Homes d’uns 67 anys, actius fisicament, amb risc de patir malalties
cardiovasculars pero amb un index de salut funcional alt.

- Claster 2: Homes d’entre 67 i 70 anys, poc actius fisicament, amb alt risc de patir
malalties cardiovasculars i un index de salut funcional baix.

- Cluster 3: Homes d’uns 70 anys, moderats quant a I'activitat fisica, amb un risc mitja
de patir malalties cardiovasculars i un index de salut funcional baix.

L’analisi completa de cada cluster respecte a les tres taules que s’han presentat és el seglient:

El claster 1 el defineixen home d’uns 67 anys, amb un index de massa corporal normal (18,5
< BMI < 24,9), amb baix nivell de proteina PCR (< 3 mg/l) i amb un nivell de triglicérids normal
(< 150 mg/dl). Tenen els nivells més alts de colesterol LDL i total, per sobre dels llindars
recomanats (LDL > 116 mg/dl, total > 193,35 mg/dl), i sén homes amb el nivell més alt de
colesterol HDL. Practiquen molta activitat fisica, s’autoavaluen amb un bon nivell de salut (cap
home considera que tingui un nivell de salut pobre) i presenten un index de salut funcional alt
(healthstatus > 50), el més alt entre tots els clusters.

El clister 2 el defineixen homes d’entre 67 i 70 anys, amb un index de massa corporal
classificat com obesitat de classe 1 (30,0 < BMI < 34,9), amb els nivells de glucosa en sang alts,
estadisticament iguals al clster 3, pero que encara es manté a un nivell normal (< 100 mg/dl),
amb un nivell de proteina PCR per sobre del llindar recomanat (> 3 mg/l), els més alt en tots
els clusters, i amb un nivell de triglicérids al limit alt (valor entre 150 i 199 mg/dl). Presenten
nivells de colesterol LDL i total per sobre del llindar recomanat, tot i que no tant com en el
cluster 1, i sén els homes amb el nivell de colesterol HDL més baix. Practiquen poca activitat
fisica en comparacié als altres grups, és el clister on més homes s’autoavalua amb un nivell
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de salut pobre i presenten un index de salut funcional baix (healthstatus < 50), estadisticament
igual al cluster 3.

El clister 3 el defineixen homes d’uns 70 anys, amb un index de massa corporal classificat com
preobesitat (25,0 < BMI < 29,9), amb nivells alts de glucosa en sang, estadisticament iguals
al cluster 2, pero que encara es manté a un nivell normal (< 100 mg/dl), amb nivells de proteina
PCR baixos, estadisticament iguals al clister 1 (el valor mitja és elevat a causa de I'existéncia
d’outliers) i amb un nivell de triglicérids normal (< 150 mg/dl), estadisticament igual al cluster
1. Presenten els nivells de colesterol LDL i total més baixos, per sota dels llindars establerts
(LDL < 116 mg/dl, total < 193,35 mg/dl). Practiquen activitats fisiques de manera més
moderada, s’autoavaluen amb un nivell de salut bo o normal i presenten un index de salut
funcional estadisticament igual al clister 2, perd que en mitjana es troba per sobre de 50.

Els grafics de caixa i els grafics de barres de les variables estadisticament diferents entre
clusters es troben al subapartat 9.1.2 de I’Annex referent al sexe masculi.

6.3. K-medoids

6.3.1. Dones

Per aplicar el métode de particio K-medoids en la mostra de dones, tenint en compte el
metode K-means com a base de I'analisi, s’han dividit les dades en tres clusters per veure si la
particio es distribueix de manera similar al K-means. A la Figura 6.7 es mostra com es
reparteixen les dades en un espai factorial bidimensional a través de la funcié fviz_cluster.

Pel metode K-medoids els 3 clusters se solapen entre ells. Aixo és degut a les diferéncies entre
els algoritmes del K-means i el K-medoids. També es deu per I'Gs de medoids com a centres
dels clusters en comptes de centroides.

Tot i no haver obtingut una particié tan diferenciada com al métode K-means, a continuacié
s’ha procedit a fer I'analisi de clustering per veure si els perfils que s’extreuen sén similars o
equiparables entre els dos métodes de particid. Per aquesta divisio de les dades, el cluster 1
compta amb 67 dones, el cluster 2 compta amb 49 dones i el clister 3 compta amb 84 dones.

A causa del “label switching problem” (M. Stephens, 2000), a la Figura 6.7 el cluster 2 i el
clister 3 es troben intercanviats. Per fer més facil I’analisi, en les taules s’ha canviat els nivells
d’aquests clusters per poder comparar-los de manera més clara a I'apartat 6.5.
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Faula 6.7: Visualitzacié del métode K-medoids dividit en 3 clusters en un espai factorial bidimensional.
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6.3.2. Profiling dones

A la Taula 6.13 es presenta el calcul de les mitjanes de totes les variables numeriques de la
base de dades introduint la variable indicadora dels clusters a la mostra original de dones.

Taula 6.13: Mitjanes de les variables numeriques originals separades per clusters.

1 24,13 82,95 99,51 24,37
2 25,61 86,41 102,22 23,63
3 31,88 101,20 116,13 24,53
124,97 70,98 85,00 120,83 64,30
142,99 78,99 82,14 122,37 78,84
136,10 76,83 91,71 147,30 61,96
121,90 210,43 2,17 55,65 67,09
169,36 272,51 3,51 50,52 68,59
119,46 210,61 5,43 46,81 68,38

A continuacid, la Taula 6.14 mostra quines variables numeériques han presentat diferencies
significatives entre clusters, el métode que s’ha aplicat, parameétric o no parameétric, i el p-
valor obtingut pels metodes de comparacié de mitjanes. També s’hi presenta I'analisi post-
hoc amb el test que s’ha aplicat per determinar, per cada una de les variables significatives,

quins clusters son diferents i/o similars entre ells.



Taula 6.14: Analisi de quines variables numeériques sén estadisticament significatives entre
clusters i, per les variables en qiiestid, analisi post-hoc.

Variable Test P-Valor | Test Clusters
Edat Kruskal-Wallis | 0,2160 - -
BMI Kruskal-Wallis | <0,001 | Dunn |[C1=C2/C1#C3/C2=%C3

Circumferéncia cintura | Kruskal-Wallis | <0,001 | Dunn |[C1=C2/C1#C3/C2%C3

Circumferéncia maluc | Kruskal-Wallis | <0,001 | Dunn |[C1=C2/C1#C3/C2%C3
Forga d'adheréncia Kruskal-Wallis | 0,6220 - -

Pressio sistolica Kruskal-Wallis | <0,001 | Dunn |[C1#C2/C1#C3/C2=C3

Pressio diastolica ANOVA <0,001 |Tukey|C1#C2/C1#£C3/C2=C3
Glucosa Kruskal-Wallis | <0,001 | Dunn |[C1=C2/C12C3/C2=%C3
Triglicerids Kruskal-Wallis | 0,0082 | Dunn |C1=C2/C12C3/C2%C3
Colesterol HDL Kruskal-Wallis | <0,001 | Dunn |C1#C2/C1=C3/C2%C3
Colesterol LDL ANOVA <0,001 |Tukey|C1#C2/C1=C3/C2#C3
Colesterol total Kruskal-Wallis | <0,001 | Dunn |C1#C2/C1=C3/C2=%C3
Proteina PCR Kruskal-Wallis | <0,001 | Dunn |[C1#C2/C12C3/C2=C3
Healthstatus ANOVA <0,001 |Tukey|C1#C2/C1#C3/C2%=C3

Tot seguit, per poder dur a terme el perfil dels clUsters de manera completa, a la Taula 6.15
es mostra quines variables categoriques presenten freqiéncies diferents en funcid dels
clusters a través del test d'independéncia Chi-quadrat i, per aquelles variables que han indicat
dependencia, s’han calculat les diferéncies dos a dos entre cada un dels cliusters per
determinar quins grups soén similars i/o diferents entre ell.

Taula 6.15: Analisi de les variables categoriques estadisticament diferents entre clusters i,
per les variables en qiiestio, analisi de quins clusters son similars i/o diferents entre ells.

Estat civil 0,4209 -
Educacio 0,0360 | C1=C2/C1#C3/C2#C3
Riquesa de la llar 0,0099 | C1#C2/C1=C3/C2=C3
Soledat 0,7008 -
Activitat fisica 0,1722 -
Hipertensié arterial | <0,001 | C1#C2/C1#C3/C2=C3
Depressio 0,4063 -
Autoavaluacio de salut | 0,2014 -

En funcié de les tres taules de I'analisi, tenint en compte que totes les dones presenten en
mitjana una edat al voltant dels 68 anys, poden agafar pesos, aproximadament, d’entre 23 a
25 quilograms i tenen un nivell colesterol HDL superior a 46,40 mg/d| (veure Taula 6.13), els
clusters es poden definir com:

- Cluster 1: Dones amb risc de patir malalties cardiovasculars perdo amb un index de salut
funcional alt, nivell adquisitiu mitja-alt i estudis mitjans.

- Cluaster 2: Dones amb un risc mitja de patir malalties cardiovasculars amb un index de
salut funcional i nivell adquisitiu mitja i estudis mitjans.
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- Claster 3: Dones amb alt risc de patir malalties cardiovasculars amb un index de salut
funcional baix, nivell adquisitiu baix i estudis primaris o inferiors.

L'analisi completa de cada cluster respecte a les tres taules que s’han presentat és el seglient:

El clister 1 el defineixen dones amb un index de massa corporal al limit del nivell normal (18,5
< BMI <£24,9) i la preobesitat (25,0 < BMI < 29,9), donat que sdn estadisticament iguals al
clister 2, amb el nivell més baix de proteina PCR (< 3mg/l) i amb nivells de triglicérids normals
(< 150 mg/dl). Presenten els nivells de colesterol LDL i total per sobre del llindar establert (LDL
> 116 mg/dl, total > 193,35 mg/dl). Sén dones amb la pressid arterial alta (pressié sistolica
entre 120 i 129 mmHg i pressid diastolica per sota de 80 mmHg), que majoritariament s’han
guedat en estudis secundaris, tenen una riquesa de la llar repartida de manera general entre
el 2n, el 3r i el 5e quintil i presenten un index de salut funcional alt (healthstatus > 50), el més
alt d’entre tots els clusters.

El claster 2 presenta certes similituds amb el cluster 1 i el defineixen dones amb un index de
massa corporal al limit del nivell normal (18,5 < BMI < 24,9) i la preobesitat (25,0 < BMI <
29,9), donat que son estadisticament iguals al clister 1, amb un nivell baix de proteina PCR (<
3 mg/l), estadisticament igual al clister 1, i amb un nivell de triglicérids normal (< 150 mg/dl).
Es el cluster amb els nivells de colesterol LDL i total més elevats, també amb el nivell de
colesterol HDL més gran. S6n dones que pateixen hipertensio arterial entre I'etapa 1 (pressié
sistolica entre 130 i 139 mmHg) i I'etapa 2 (pressio sistolica igual o major a 140 mmHg), ates
gue presenten valors estadisticament iguals al clister 3, generalment s’han quedat en els
estudis secundaris o primaris, tenen una riquesa de la llar majoritariament repartida entre el
1rien el 4t quintil i presenten un index de salut funcional mitja (healthstatus = 50).

El cluster 3 el defineix dones amb un index de massa corporal classificat com a obesitat de
classe | (30,0 < BMI < 34,9), amb els nivells de glucosa en sang alts en comparacid als altres
clisters, pero que encara es manté a un nivell normal (< 100 mg/dl), amb un nivell alt de
proteina PCR (> 3 mg/l) i amb un nivell de triglicerids normal proper amb la frontera amb el
limit alt (= 150 mg/dl). Com en la resta de grups, presenten nivells de colesterol LDL i total per
sobre del llindar recomanat. Es tracta de dones amb hipertensié arterial entre I'etapa 1
(pressio sistolica entre 130 i 139 mmHg) i 'etapa 2 (pressié sistolica igual o major a 140
mmHg), donat que presenten valors estadisticament iguals al clister 2, que en general s’han
quedat en l'educacié primaria o inferior, tenen una riquesa de la llar repartida,
majoritariament, entre el 1r i el 2n quintil i presenten un index de salut funcional baix
(healthstatus < 50), el més vaig d’entre tots els clusters.

Els grafics de caixa i els grafics de barres de les variables estadisticament diferents entre
clusters es troben al subapartat 9.1.3 de I'’Annex referent al sexe femeni.

6.3.3. Homes

En la mateixa linia que per la mostra de dones, per aplicar el métode de particié K-medoids en
la mostra d’homes s’han dividit les dades en tres clusters per veure si la particio es distribueix
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de manera similar al metode K-means. A la Figura 6.8 es veu com es reparteixen les dades en
un espai factorial bidimensional a través de la funcio fviz_cluster.

Faula 6.8: Visualitzacié del métode K-medoids dividit en 3 clusters en un espai factorial bidimensional.
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Pel métode K-medoids els 3 clUsters se solapen entre ells, sobretot el tercer clister. Com en
la mostra de dones, aix0 és degut a les diferencies entre els algoritmes K-means i K-medoids i
a I'us de medoids com a centres dels clisters en comptes de centroides.

Tot i no haver obtingut una particié tan diferenciada com al métode K-means, a continuacio
s’ha procedit a fer I'analisi de clustering per veure si els perfils que s’extreuen sén similars o
equiparables entre els dos métodes de particid. Per aquesta divisio de les dades, el cluster 1
comptaamb 62 homes, el cluster 2 compta amb 69 homes i el clUster 3 compta amb 69 homes.

Com ha passat amb la mostra de dones, a causa del “label switching problem”, a la Figura 6.8
el clister 1 i el clister 2 es troben intercanviats. Per fer més facil I'analisi, en les taules s’ha
canviat els nivells d’aquests clisters per poder comparar-los de manera més clara a I'apartat
6.5.

6.3.4. Profiling homes

A la Taula 6.16 es presenta el calcul de les mitjanes de totes les variables numeériques de la
base de dades introduint la variable indicadora dels clusters a la mostra original d’homes.

Seguidament, a la Taula 6.17 es presenta quines variables numeériques han resultat
estadisticament diferents entre clisters, el meétode que s’ha aplicat, parameétric o no
parametric, i el p-valor obtingut pels metodes de comparacié de mitjanes. També s’hi presenta
I'analisi post-hoc amb el test que s’ha aplicat per determinar, per cada una de les variables
significatives, quins clusters son diferents i/o similars entre ells.
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Taula 6.16: Mitjanes de les variables numeériques originals separades per clisters.

1 24,36 91,96 100,39 38,40
2 31,26 111,54 113,01 38,01
3 27,20 99,74 105,15 42,16
132,06 74,62 87,59 115,86 65,30
142,45 77,14 97,10 151,72 51,00
131,93 75,02 89,77 132,86 49,60
145,95 234,01 1,76 54,54 67,97
115,00 196,21 6,21 48,05 69,80
102,78 178,83 1,79 53,54 67,55

Taula 6.17: Analisi de quines variables numeriques son estadisticament significatives entre clisters
i, per les variables en qliestid, analisi post-hoc.

Variable Test P- Test Clasters
Valor
Edat Kruskal-Wallis | 0,0180 | Dunn |C1=C2/C1=C3/C2#C3
BMI Kruskal-Wallis | <0,001 | Dunn |C1#C2/C1#C3/C2#C3
Circumferéncia cintura | Kruskal-Wallis | <0,001 | Dunn |C1#C2/C1#C3/C2#C3
Circumferéncia maluc | Kruskal-Wallis | <0,001 | Dunn |C1#C2/C1#C3/C2#C3
Forca d'adheréncia Kruskal-Wallis | 0,0014 | Dunn |C1=C2/C1#C3/C2#C3
Pressio sistolica Kruskal-Wallis | 0,0014 | Dunn |C1#C2/C1=C3/C2#C3
Pressio diastolica ANOVA 0,3210 - -

Glucosa Kruskal-Wallis | <0,001 | Dunn |[C1#C2/C1=C3/C2#C3
Triglicérids Kruskal-Wallis | 0,0067 | Dunn |C1#C2/C1=C3/C2=C3
Colesterol HDL Kruskal-Wallis | <0,001 | Dunn |[C1#C2/C1#C3/C2=C3
Colesterol LDL ANOVA <0,001 | Tukey|C1#C2/C12C3/C2=C3
Colesterol total ANOVA <0,001 | Tukey|C1#C2/C12C3/C2=C3
Proteina PCR Kruskal-Wallis | <0,001 | Dunn | C1#C2/C1=C3/C2#C3
Healthstatus Kruskal-Wallis | <0,001 | Dunn |C1#C2/C1=C3/C2#C3

Finalment, per poder dur a terme el perfil dels clUsters de manera completa, a la Taula 6.18
es mostra quines variables categoriques presenten freqliencies diferents en funcié dels
clusters a través del test d’independéncia Chi-quadrat i, per aquelles variables que han indicat
dependéncia, s’han calculat les diferéncies dos a dos entre cada un dels clisters per
determinar quins grups son similars i/o diferents entre ells.
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Taula 6.18: Analisi de les variables categoriques estadisticament diferents entre clUsters i, per
les variables en questid, analisi de quins clUsters son similars i/o diferents entre ells.

Variable P-Valor Clusters

Estat civil 0,3676 -
Educacié 0,0417 | C1#C2/C1=C3/C2=C3

Riquesa de la llar 0,2700 -

Soledat 0,0974 -

Activitat fisica 0,0516 -
Hipertensid arterial 0,0196 | C1#C2/C1=C3/C2=C3

Depressio 0,4020 -
Autoavaluacié de salut | 0,0034 | C1#C2/C1=C3/C2=C3

En funcié de les tres taules de I'analisi, tenint en compte que tots els homes presenten un
nivell colesterol HDL superior a 42,54 mg/dl (veure Taula 6.16), es poden definir els clusters
breument com:

- Claster 1: Homes d’entre 67 i 70 anys, amb risc de patir malalties cardiovasculars, amb
alt nivell educatiu i que presenten un index de salut funcional alt.

- Claster 2: Homes d’uns 70 anys, amb alt risc de patir malalties cardiovasculars, amb
baix nivell educatiu i que presenten un index de salut funcional baix.

- Claster 3: Homes d’uns 67 anys, amb risc de patir malalties cardiovasculars, amb un
nivell mitja d’educacid i que presenten un index de salut funcional alt.

L’analisi completa de cada cluster respecte a les tres taules que s’han presentat és el seglient:

El claster 1 el defineixen homes d’entre 67 i 70 anys, amb un index de massa corporal normal
(18,5 < BMI < 24,9), amb un nivell de proteina PCR baix (< 3 mg/I) i amb el nivell de triglicérids
més baix (< 150 mmHg). Es el clister amb els nivells de colesterol LDL i total més alts, per
sobre dels llindars recomanats (LDL > 116 mg/dl i total > 193,35 mg/dl), també es tracta dels
homes amb el nivell de colesterol HDL més alt. Poden agafar pesos d’aproximadament 38 kg i
pateixen hipertensié arterial en etapa 1 (pressid sistolica entre 130 i 139 mmHg).
Majoritariament s’han quedat en estudis secundaris o superiors, s’han autoavaluat amb bon
nivell de salut, cap home s’ha autoavaluat amb un nivell de salut dolent, i presenten un index
de salut funcional alt (healtstatus > 50), el més alt d’entre tots els cliusters pero
estadisticament igual al cluster 3.

El claster 2 el defineixen homes d’uns 70 anys, amb un index de massa corporal classificat com
obesitat de classe 1 (30,0 < BMI < 34,9), amb els nivells de glucosa en sang alts en comparacié
als altres clusters, pero que encara es manté a un nivell normal (< 100 mg/dl), amb nivells de
proteina PCR molt per sobre del nivell recomanat (> 3 mg/I) i amb un nivell de triglicérids pel
limit alt (valors entre 150 199 mmHg). Tenen els nivells de colesterol LDL molt propers al limit
i els nivells de colesterol total per sobre del llindar establert (LDL = 116 mg/dI, total > 193,35
mg/dl). Sén homes que poden agafar pesos d’aproximadament 38 quilograms, pateixen
hipertensio arterial en etapa 2 (pressioé sistolica igual o major a 140 mmHg), majoritariament
s’han quedat en estudis primaris i secundaris, sent el cluster que pitjor s’ha autoavaluat
respecte al seu estat de salut i presenten un index de salut funcional baix (healtstatus < 50),
el més baix d’entre tots els clusters.
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El clister 3 el defineixen homes d’uns 67 anys, amb un index de massa corporal classificat com
a preobesitat (24,5 < BMI < 29,9), amb baix nivell de proteina PCR (< 3 mg/I) i amb un nivell
de triglicerids normal (< 150 mg/dl) que es troba entre el cltister 1 i el clister 2. Tenen els
nivells de colesterol LDL i total per sota dels llindars establerts (LDL < 116 mg/dl i total < 193,35
mg/dl), ambdds colesterols representen els nivells més baixos d’entre tots els clusters, i
presenten el nivell més baix de colesterol HDL. Poden aixecar pesos d’aproximadament 42 kg,
pateixen hipertensié arterial en etapa 1 (pressid sistolica entre 130 i 139 mmHg), en general
s’han quedat als estudis secundaris, s’han autoavaluat entre un nivell bo i mitja de salut i
presenten un index de salut funcional alt (healtstatus > 50) estadisticament iguals al clister 1.

Els grafics de caixa i els grafics de barres de les variables estadisticament diferents entre
clusters es troben al subapartat 9.1.3 de I’Annex referent al sexe masculi.

6.4. Gaussian Mixture Models

6.4.1. Dones

Per dur a terme I'analisi de la mostra de dones, s’ha forcat al metode dels Gaussian Mixture
Models (GMMs) a seleccionar el millor model possible per tres clisters a través de I’'opcidé “G
= 3” de la funcié Mclust. Pel criteri del BIC, el millor model que ha extret 'algoritme ha estat
el VEE (veure subapartat 2.4.1), el model amb distribucid el-lipsoidal, volum variable, forma
igual i orientacio igual pel conjunt de clusters (veure Figura 6.9).

Figura 6.9: Grafic del criteri BIC per la divisié en 3 clusters on s’indica quin és el model més optim.
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A la figura 6.10 es pot observar la classificacid dels tres clisters en un espai factorial
bidimensional. En el grafic es veu la representacié de les observacions i la silueta de cada
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cluster. A causa del “label switching problem”, a les figures 6.10 i 6.11 el cluster 2 i el cluster
3 es troben intercanviats. Per fer més facil I'analisi, en les taules s’ha canviat els nivells
d’aquests clusters per poder comparar-los de manera més clara a I'apartat 6.5.

Figura 6.10: Representacid dels clusters i les seves observacions en un espai factorial bidimensional.
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Els clusters, sobretot el cluster 1i el clister 3 (clUster 2), estan molt solapats entre ells i es pot
observar com les dades han quedat barrejades entre elles, aix0 es deu al fet que tot i haver
normalitzat les variables amb les quals s’han aplicat tots els metodes de clustering a través de
la funcié bestNormalize, per la mostra de dones, les variables de la for¢a d’adhereéncia, la
glucosa, els triglicérids, el colesterol HDL i I'index de salut healthstatus no s’han acabat de
normalitzar i no presenten una distribucié Gaussiana. Tot i aixd s’ha decidit aplicar el métode
dels GMMs per veure si els clusters que s’obtenen presenten un perfil similar al metode K-
means.

A la Figura 6.11 es mostra la incertesa de les observacions per a cada cluster. Aquelles
observacions on els punts sén més grans determinen les dones amb un alt grau d’incertesa a
I’hora de pertanyer al cluster al qual han quedat assignades.

Es pot apreciar que els clusters que presenten observacions amb una incertesa elevada sén el
cluster 1, molt solapat amb el clister 3 (cluster 2), i el cluster 2 (cluster 3), ja que és el que
presenta més individus.

Tenint en compte 'etiquetatge dels clusters correctament, el cldster 1 esta format per 61
dones, el cluster 2 per 46 dones i el cluster 3 per 93 dones (veure Figura 6.11).

S’ha calculat que existeixen vuit observacions amb una probabilitat d’incertesa per sobre de
0,4, d’aquestes només tres tenen una probabilitat d’incertesa per sobre de 0,5 i I'observacié
més incerta té associada una probabilitat de 0,57.
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Figura 6.11: Representacid del grau d’incertesa de cada observacié en funcid del clisters al qual pertanyen.
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A la Taula 6.19 es presenta el calcul de les mitjanes de totes les variables numériques de la
base de dades introduint la variable indicadora dels clusters a la mostra original de dones.

Taula 6.19: Mitjanes de les variables numeériques originals separades per

1 25,39 85,08 101,30 24,70
2 24,61 83,45 100,73 21,57
3 30,85 99,62 114,18 25,30
128,30 71,97 88,41 127,34 61,05
130,30 72,97 85,15 104,94 87,09
139,69 78,85 87,25 149,14 60,71
119,43 205,90 1,17 52,74 67,41
138,54 246,40 2,68 50,25 70,24
138,09 228,48 6,22 49,55 67,28

A continuacio, per comprovar que existeixen diferéncies significatives entre les mitjanes de
cada cluster, a la Taula 6.20 es presenten les variables que han resultat estadisticament
diferents, el metode que s’ha aplicat, paramétric o no parameétric, i el p-valor obtingut pels
meétodes de comparacié de mitjanes. També s’hi presenta I'analisi post-hoc amb el test que
s’ha aplicat per determinar, per cada una de les variables significatives, quins clusters sén
diferents i/o similars entre ells.



Taula 6.20: Analisi de quines variables numeériques sén estadisticament significatives entre
clusters i, per les variables en qiiestid, analisi post-hoc.

Variable Test P-Valor | Test Clusters
Edat Kruskal-Wallis | 0,0039 | Dunn | C1#C2/C1=C3/C2=C3
BMI Kruskal-Wallis | <0,001 | Dunn | C1=C2/C1#C3/C2%C3
Circumferéncia cintura ANOVA <0,001 | Tukey| C1=C2/C1#£C3/C2#C3

Circumferéncia maluc Kruskal-Wallis | <0,001 | Dunn | C1=C2/C1#C3/C2%C3
Forga d’adherencia Kruskal-Wallis | 0,0028 | Dunn | C1#C2/C1=C3/C2#C3

Pressio sistolica Kruskal-Wallis | <0,001 | Dunn | C1=C2/C12C3/C2%C3
Pressio diastolica ANOVA <0,001 | Tukey| C1=C2/C1#£C3/C2#C3
Glucosa Kruskal-Wallis | 0,0466 | Dunn | C1#C2/C1=C3/C2=C3
Triglicerids Kruskal-Wallis | <0,001 | Dunn | C1#C2/C1=C3/C2%C3
Colesterol HDL Kruskal-Wallis | <0,001 | Dunn | C1#C2/C1=C3/C2%C3
Colesterol LDL Kruskal-Wallis | 0,0040 | Dunn | C1#C2/C12C3/C2=C3
Colesterol total Kruskal-Wallis | <0,001 | Dunn | C1#C2/C12C3/C2=C3
Proteina PCR Kruskal-Wallis | <0,001 | Dunn | C12C2/C12C3/C2=C3
Healthstatus Kruskal-Wallis | 0,1050 - -

Tot seguit, per tal de dur a terme els perfils dels clisters de manera completa, a la Taula 6.21
es mostra quines variables categoriques presenten freqiéncies diferents en funcid dels
clusters a través del test d’independéncia Chi-quadrat i, per aquelles variables que han indicat
dependencia, s’han calculat les diferéncies dos a dos entre cada un dels cliusters per
determinar quins grups soén similars i/o diferents entre ells.

Taula 6.21: Analisi de les variables categoriques estadisticament diferents entre clisters i,
per les variables en quiestio, analisi de quins clusters son similars i/o diferents entre ells.

Estat civil 0,0612 [C1#C2/C1=C3/C2#C3
Educacio 0,3615 -
Riquesa de la llar 0,3573 -

Soledat 0,0246 |[C1=C2/C1=C3/C2#C3
Activitat fisica 0,7619 -

Hipertensio arterial <0,001 [C1=C2/C1#C3/C2#C3
Depressio 0,8128 -
Autoavaluacio de salut | 0,0830 -

En funcid de les tres taules de I'analisi, tenint en compte que presenten un index de salut mitja
(healthstatus = 50) en el conjunt dels clusters, tot i que observant la Taula 6.19 sembla que
les dones del cluster 1 presenten el millor index de salut i les dones del cluster 2 el pitjor index
de salut, i tenen uns nivells de colesterol HDL per sobre de 46,40 mg/dl (veure Taula 6.19), els
clusters es poden definir breument com:

- Cluster 1: Dones d’uns 67 anys, amb risc de patir malalties cardiovasculars i que en
mitjana presenten I'index de salut més alt.

- Cluaster 2: Dones d’uns 70 anys, amb un risc mitja de patir malalties cardiovasculars, un
index de salut mitja i que s’han sentit més soles.

- Cluster 3: Dones d’uns 67 anys, amb alt risc de patir malalties cardiovasculars i un index
de salut mitja.

71



L'analisi completa de cada cluster respecte a les tres taules que s’han presentat és el seglient:

El claster 1 el defineixen dones d’uns 67 anys, amb un index de massa corporal al limit del
nivell normal (18,5 < BMI < 24,9) i la preobesitat (25,0 < BMI < 29,9), donat que sdn
estadisticament iguals al cluster 2, amb els nivells de glucosa en sang alts en comparacio als
altres clusters, pero que encara es manté a un nivell normal (< 100 mg/dl), amb un nivell baix
de proteina PCR (< 3 mg/l) i nivells de triglicérids normals (< 150 mg/dl). Sén el clister amb els
nivells de colesterol LDL i total mes baixos, tot i aix0, es troben per sobre dels llindars
establerts (LDL > 116 mg/dl i total > 193,35 mg/dl). Es tracta de dones al limit entre la pressio
arterial alta (pressié sistolica entre 120 i 129 mmHg i pressié diastolica per sota de 80 mmHg)
i la hipertensié en etapa 1 (pressid sistolica entre 130 i 139 mmHg), ja que presenten valors
estadisticament iguals al clUster 2, poden agafar un pes d’uns 25 quilograms, majoritariament
estan casades i que en general no s’han sentit soles.

El claster 2 el defineixen dones d’uns 70 anys, amb un index de massa corporal al limit del
nivell normal (18,5 < BMI < 24,9) i la preobesitat (25,0 < BMI < 29,9), donat que sdn
estadisticament iguals al cluster 1, amb nivells de proteina PCR menor al llindar recomanat (<
3 mg/l) tot i que es troben molt properes al limit i amb nivells de triglicerids normal (< 150
mg/dl), el més baix d’entre tots els clisters. Presenten els nivells de colesterol LDL i total més
elevats, per sobre dels llindars recomanats i estadisticament iguals al cluster 2, tanmateix
també presenten els nivells més alts amb diferencia de colesterol HDL. Sén dones que poden
agafar uns 22 kg, el pes més petit respecte els altres clusters, es troben al limit entre la pressio
arterial alta (pressié sistolica entre 120 i 129 mmHg i pressid diastolica per sota de 80 mmHg)
i la hipertensié en etapa 1 (pressio sistolica entre 130 i 139 mmHg), ja que presenten valors
estadisticament iguals al clUster 1. Es tracta de dones que majoritariament estan divorciades
o vidues i soén el cluster on se senten més soles.

El claster 3 el defineixen dones d’uns 67 anys, amb un index de massa corporal classificat com
a obesitat de classe | (30,0 < BMI < 34,9), amb nivells de proteina PCR preocupants, molt per
sobre del llindar recomanat (< 3 mg/l), i amb nivells de triglicerids normals (< 150 mg/dl)
estadisticament iguals al cluster 1, que tot i presentar una mitjana propera al limit alt aixo es
deu al fet que la majoria d’outliers del nivell de triglicerids estan situats en aquest cluster.
Presenten nivells de colesterol LDL i total per sobre dels llindars recomanats, amb uns valors
una mica més alts que en el cluster 1 i estadisticament iguals al cluster 3. S6n dones que poden
agafar uns 25 kg i que pateixen hipertensio arterial en etapa 1 (pressié sistolica entre 130 i
139 mmHg) al limit de I’etapa 2 i poden agafar pesos d’aproximadament 25 quilograms. Es
tracta de dones que majoritariament estan casades i que en general no s’han sentit soles.

Els grafics de caixa i els grafics de barres de les variables estadisticament diferents entre
clusters es troben al subapartat 9.1.4 de I’Annex referent al sexe femeni.
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6.4.3. Homes

Per dur a terme I'analisi per la mostra d’homes, també s’ha forcat al métode dels Gaussian
Mixture Models (GMMs) a seleccionar el millor model possible per tres clusters a través de
I'opcid “G = 3” de la funcidé Mclust. Pel criteri del BIC, el millor model que ha extret I'algoritme
ha estat 'EVE (veure subapartat 2.4.1), el model amb distribucié el-lipsoidal, volum igual,
forma variable i orientacid igual pel conjunt de clusters (veure Figura 6.12)

Figura 6.12: Grafic del criteri BIC per la divisié en 3 clusters on s’indica quin és el model més optim.

Model selection
Best model: EVE | Optimal clusters: n =3

6250 §
6500
8
m -6750
H
- Bl - VI - EE
7000 - VEl = EVI —+ W
- EEE — VEE EVE
¢ —~— WE -+ EEV VEV
7250

3
Number of components

A la Figura 6.13 es pot observar la classificacié dels tres clisters en un espai factorial
bidimensional. En el grafic es veu la representacid de les observacions i la silueta de cada
cluster.

Figura 6.13: Representacié dels clusters i les seves observacions en un espai factorial bidimensional.
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Per la mostra d’homes, tots els clisters estan solapats entre ells, sobretot el cluster 3 que es
troba just al mig entre el clister 1 i el cluster 2, i es pot observar com les dades han quedat
barrejades entre elles. Aixd, com ha succeit amb la mostra de dones, és degut al fet que tot i
haver normalitzat les variables amb les quals s’han aplicat tots els metodes de clustering a
través de la funcié bestNormalize, per la mostra d’homes, les variables de I'index de massa
corporal, la pressio diastolica, la glucosa, el colesterol HDL, la proteina PCR i I'index de salut
healthstatus no s’han acabat de normalitzar i no presenten una distribucié Gaussiana. No
obstant aix0, sense tenir una mostra amb el conjunt de variables Gaussianes, s’ha decidit
aplicar el métode dels GMMs per veure si els clisters que s’obtenen presenten un perfil similar
al metode K-means.

La Figura 6.14 mostra la incertesa de les observacions per a cada cluster. Aquelles
observacions on els punts sén més grans determinen els homes amb un alt grau d’incertesa a
I'hora de pertanyer al clister al qual han quedat assignats.

Figura 6.14: Representacio del grau d’incertesa de cada observacié en funcio del clusters al qual pertanyen.
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En aquest cas, tots els clusters presenten observacions amb una incertesa elevada, sobretot
en el cluster 1i en el cluster 3 que és el que esta més solapat de tots i és el que conté més
individus. En concret, el cluster 1 esta format per 52 homes, el clister 2 per 45 homes i el
cluster 3 per 103 homes.

S’ha calculat que existeixen sis observacions amb una probabilitat d’incertesa per sobre de
0,4, d’aquestes només una observacié té una probabilitat d’'incertesa per sobre de 0,5,
I'observacié més incerta, que pren una probabilitat de 0,52.

6.4.4. Profiling homes

A la Taula 6.22 es presenta el calcul de les mitjanes de totes les variables numeériques de la
base de dades introduint la variable indicadora dels clusters a la mostra original d’homes.
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Taula 6.22: Mitjanes de les variables numeériques originals separades per clisters.

1 29,43 104,48 108,37 36,48
2 25,14 95,33 102,66 41,64
3 27,99 102,50 107,02 40,21
130,46 74,33 94,60 142,22 47,82
134,93 76,77 84,76 147,22 65,82
138,48 75,79 93,11 124,26 53,80
116,46 192,68 4,65 50,48 69,92
117,98 213,29 2,18 52,20 66,53
123,41 201,65 3,11 52,60 68,55

Seguidament, a la Taula 6.23 es presenta quines variables numeriques han resultat
estadisticament diferents entre clusters, el metode que s’ha aplicat, parameétric o no
parametric, i el p-valor obtingut pels metodes de comparacid de mitjanes. També s’hi presenta
I'analisi post-hoc amb el test que s’ha aplicat per determinar, per cada una de les variables
significatives, quins clisters son diferents i/o similars entre ells.

Taula 6.23: Analisi de quines variables numeériques sén estadisticament

significatives entre clusters i, per les variables en qliestid, analisi post-hoc.

Variable Test P-Valor | Test Clusters
Edat Kruskal-Wallis | 0,0028 | Dunn | C1#C2/C1=C3/C2=C3
BMI Kruskal-Wallis | <0,001 | Dunn | C1#C2/C1=C3/C2=C3
Circumferéncia cintura | Kruskal-Wallis | <0,001 | Dunn | C1#C2/C1=C3/C2#C3
Circumferéncia maluc Kruskal-Wallis | <0,001 | Dunn | C1#C2/C1=C3/C2=2C3
Forga d’adheréncia ANOVA 0,0020 |[Tukey| C1#C2/C1#C3/C2=C3
Pressio sistolica Kruskal-Wallis | 0,0570 - -
Pressi6 diastolica ANOVA 0,5050 - -
Glucosa Kruskal-Wallis | <0,001 | Dunn | C1#C2/C1=C3/C2=%C3
Triglicerids Kruskal-Wallis | 0,7840 - -
Colesterol HDL Kruskal-Wallis | <0,001 | Dunn | C1#C2/C1#C3/C2=%C3
Colesterol LDL ANOVA 0,4420 - -
Colesterol total ANOVA 0,0432 |[Tukey| C1#C2/C1=C3/C2=C3
Proteina PCR Kruskal-Wallis | 0,0038 | Dunn | C1#C2/C1=C3/C2=C3
Healthstatus Kruskal-Wallis | 0,1990 - -

Finalment, per poder dur a terme el perfil dels clusters de manera completa, a la Taula 6.24
es mostra quines variables categoriques presenten freqliencies diferents en funcié dels
clusters a través del test d’'independéncia Chi-quadrat i, per aquelles variables que han indicat
dependencia, s’han calculat les diferencies dos a dos entre cada un dels clisters per
determinar quins grups son similars i/o diferents entre ells.



Taula 6.24: Analisi de les variables categoriques estadisticament diferents entre clisters i,
per les variables en qliestio, analisi de quins clusters son similars i/o diferents entre ells.

Variable P-Valor Clusters
Estat civil 0,6892 -
Educacid 0,0989 -
Riquesa de la llar 0,7137 -
Soledat 0,1467 -
Activitat fisica 0,6566 -

Hipertensid arterial 0,0421 [C1#C2/C1#C3/C2=C3

Depressio 0,4673 -
Autoavaluacio de salut | 0,6468 -

En funcié de les tres taules de I'analisi, tenint en compte que tots els clisters presenten un
index de salut mitja tirant cap a alt (healthstatus > 50), la majoria d’homes pateix hipertensio
arterial en etapa 1 (pressio sistolica entre 130 i 139 mmHg), tenen un nivell de triglicérids
normal (< 150 mg/dl), els nivells de colesterol LDL per sobre del llindar recomanat (> 116
mg/dl) i presenten un nivell colesterol HDL superior a 42,54 mg/dl (veure Taula 6.22), els
clusters es poden definir breument com:

- Claster 1: Homes d’uns 70 anys, amb alt risc de patir malalties cardiovasculars i una
forca d’adherencia menor als altres clusters.

- Cldaster 2: Homes d’uns 67 anys amb risc de patir malalties cardiovasculars i forca
d’adheréncia elevada.

- Claster 3: Homes d’entre 67 i 70 anys amb risc mitja de patir malalties cardiovasculars
i forca d’adherencia elevada.

L’analisi completa de cada cluster respecte a les taules que s’han presentat és el seglient:

El claster 1 el defineixen homes d’uns 70 anys, amb un index de massa corporal classificat com
a preobesitat (25,0 < BMI < 29,9), amb el nivell de glucosa en sang alt, estadisticament iguals
al cluster 3, perd que encara es manté a un nivell normal (< 100 mg/dl), i amb nivells de
proteina PCR per sobre del llindar maxim recomanat (> 3 mg/l). Presenten el nivell de
colesterol total més baix, gairebé igual al llindar establert (= 193,35 mg/dl), amb el nivell més
baix de colesterol HDL i poden agafar pesos d’aproximadament 37 quilograms.

El claster 2 el defineixen homes d’uns 67 anys, amb un index de massa corporal al limit del
nivell normal (18,5 < BMI < 24,9) i la preobesitat (25,0 < BMI < 29,9) i amb un nivell de
proteina PCR baix (< 3 mg/l). Tenen els nivells de colesterol total per sobre del llindar
recomanat (> 193,35 mg/dl), els més grans d’entre tots els clisters, tot i aixd presenten els
valors més alts de colesterol HDL i poden agafar pesos d’aproximadament 41 quilograms.

El cluster 3 el defineixen homes d’entre 67 i 70 anys aproximadament, amb un index de massa
corporal classificat com a preobesitat (25,0 < BMI < 29,9), amb el nivell de glucosa en sang
alt, estadisticament igual al cldster 1, perd que encara es manté a un nivell normal (< 100
mg/dl), i amb nivells de proteina PCR per sobre del limit recomanat (> 3 mg/l) entremig dels
valors del cluster 1i el cluster 2. Presenten uns nivells de colesterol total per sobre del llindar
establert i poden aixecar pesos d’aproximadament 41 quilograms.
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Els grafics de caixa i els grafics de barres de les variables estadisticament diferents entre
clusters es troben al subapartat 9.1.4 de I’Annex referent al sexe masculi.

6.5. Comparacio profilings

6.5.1. Dones

A continuacid, es presenta una taula resum dels quatre métodes de clustering aplicats
respecte a les taules 6.1, 6.7, 6.13 i 6.19 de I'analisi. A la taula es presenten les mitjanes de les

variables numeriques en funcio dels clusters.

Taula 6.25: Taula resum amb les mitjanes de les variables numeriques en funcié dels cluster per cada métode aplicat.

Clusters c.L1|c.2|{c.3|cC.1fc.2|cC.3|(cC.1|Cl.2|cC.3|ClL1]|ClL2]|ClL3

BMI 24,8 | 25,2 | 329 | 250 | 25,2 | 33,1 | 24,1 | 256 | 319 | 25,4 | 24,6 | 30,9
Circumferencia cintura | 84,5 | 85,4 | 103,5| 84,9 | 85,4 |104,0| 83,0 | 86,4 | 101,2 | 85,1 | 83,5 | 99,6
Circumferéencia maluc | 101,2 | 101,6 | 117,9 | 101,4 | 101,6 | 118,4 | 99,5 | 102,2 | 116,1 | 101,3 | 100,7 | 114,2
Forga d'adheréncia 24,5 | 23,6 | 24,7 | 245 | 23,6 | 24,7 | 24,4 | 23,6 | 24,5 | 24,7 | 21,6 | 25,3
Pressio sistolica 138,8 | 124,9 | 138,7 | 138,5 | 124,9 | 139,0 | 125,0 | 143,0 | 136,1 | 128,3 | 130,3 | 139,7
Pressi6 diastolica 770 | 72,1 | 77,2 | 77,1 | 72,1 | 77,1 | 71,0 | 79,0 | 76,8 | 72,0 | 73,0 | 789
Glucosa 83,6 | 8, | 91,3 | 84,4 | 860 | 90,9 | 85,0 | 82,1 | 91,7 | 884 | 85,2 | 87,3
Triglicerids 125,3 | 113,5 | 156,9 | 127,0 | 113,5 | 156,7 | 120,8 | 122,4 | 147,3 | 127,3 | 104,9 | 149,1
Colesterol HDL 77,8 | 64,4 | 596 | 76,8 | 64,4 | 59,7 | 64,3 | 788 | 62,0 | 61,1 | 87,1 | 60,7
Colesterol LDL 166,7 | 105,4 | 128,6 | 166,2 | 105,4 | 127,3 | 121,9 | 169,4 | 119,5 | 119,4 | 138,5 | 138,1
Colesterol total 269,3 [192,6 | 219,3 | 268,2 | 192,6 | 218,2 | 210,4 | 272,5 | 210,6 | 205,9 | 246,4 | 228,5
Proteina PCR 2,57 | 2,03 | 679 | 2,63 | 2,03 | 693 | 2,17 | 351 | 543 | 1,17 | 2,68 | 6,22
Healthstatus 52,4 | 53,7 | 46,2 | 52,6 | 53,7 | 45,7 | 55,7 | 50,5 | 46,8 | 52,7 | 50,3 | 49,6
Edat 682 | 679 | 679 | 679 | 679 | 682 | 67,1 | 686 | 68,4 | 67,4 | 70,2 | 67,3

Un cop fets tots els profilings per la mostra de dones, s’ha pogut veure que el metode K-means
i el clustering jerarquic aglomeratiu s’han definit de manera idéntica. Donat que presenten les
mateixes caracteristiques per a cada clister. En aquests dos metodes, totes les dones
presenten una edat mitjana d’uns 68 anys, poden agafar pesos d’entre 23 a 25 quilograms i

els perfils s’han definit breument com:

- Cluster 1: Dones amb risc de partir malalties cardiovasculars perdo amb un alt index de

salut funcional.
- Claster 2: Dones sanes amb un alt index de salut funcional.
- Cluster 3: Dones amb alt risc de patir malalties cardiovasculars que presenten un index
de salut funcional baix.

La diferéncia més clara es troba entre el cluster 2 i el clister 3, ja que es tracta dels clusters
més polaritzats. Per una banda, les dones del clister 2, com a tret negatiu, només presenten
una pressioé arterial alta. Per altra banda, les dones del clister 3 pateixen hipertensié arterial
en etapa 1, tenen uns nivells de proteina PCR elevats, presenten obesitat de classe |, es troben
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al nivell més alt de triglicerids en comparacio als altres clisters i se’ls hi associa un index de
salut funcional baix.

En canvi, el clister 1 és molt similar al cldster 2. Tot i aixd, com que es tracta de dones amb
un colesterol elevat i que pateixen hipertensié arterial en etapa 1, caracteristiques comunes
amb el cluster 3, fa que existeixi certa diferéncia entre aquests dos grups. Per aquest motiu,
tot hi compartir un index de salut funcional alt, les dones del clister 1 presenten un cert risc
de partir malalties cardiovasculars, cosa que a les dones del cldster 2 no els hi passa.

Pel métode K-medoids els perfils dels clusters sén similars al K-means i al clustering jerarquic
aglomeratiu, pero no acaben de ser el mateix. Igual que els dos métodes anteriors, totes les
dones presenten una edat mitjana d’uns 68 anys i poden agafar pesos d’entre 23 a 25
quilograms. Els perfils dels clisters s’han definit breument com:

- Claster 1: Dones amb risc de patir malalties cardiovasculars perdo amb un index de salut
funcional alt, nivell adquisitiu mitja-alt i estudis mitjans.

- Claster 2: Dones amb un risc mitja de patir malalties cardiovasculars, amb un index de
salut funcional i nivell adquisitiu mitja i estudis mitjans.

- Claster 3: Dones amb alt risc de patir malalties cardiovasculars, amb un index de salut
funcional baix, nivell adquisitiu baix i estudis primaris o inferiors.

A diferencia del meétode K-means i el metode jerarquic, entren en joc dues variables
categoriques que son diferents entre clusters i proporcionen informacid sociodemografica per
a cada grup. També es pot veure que, pel metode K-medodis, totes les dones presenten un
cert risc de patir malalties cardiovasculars i, a diferéncia del K-means i el clustering jerarquic,
el cluster de dones sanes no queda definit. Tot i aixd, sense tenir en compte les
caracteristiques sociodemografiques, el clister 1 pel K-medoids s’equipara al cluster 1 dels
meétodes K-means i jerarquic, mentre que el clister 3 d’aquest métode s’equipara al cluster 3
dels altres dos métodes, que representen dos dels clisters més polaritzats.

Aixi doncs, el metode K-medoids proporciona informacié addicional en comparacié al metode
K-means i jerarquic. Dona informacié sociodemografica sobre el nivell educatiu i el poder
adquisitiu de cada cluster. A més a més, troba clusters equiparables (cluster 1 i cluster 3) entre
les diferents tecniques de clustering, pero a diferéncia dels dos primers metodes exposats, no
distingeix el cluster de dones sanes. En canvi defineix el cluster 2 que es troba a mig cami entre
el cluster 1i el cluster 3, ja que per una banda sén dones que pateixen hipertensié arterial en
etapa 1 (com en el cluster 3), tenen valors elevats de colesterol (com en el cldster 1 i 3),
presenten nivells de proteina PCR baixos (com en el cluster 1) i com a tret diferenciador, se’ls
hi associa un index de salut funcional mitja.

Per ultim, els perfils del metode dels Gaussian Mixture Models son els que presenten més
diferéncies respecte a la resta de meétodes. Per aquest cas, totes les dones presenten un index
de salut funcional mitja, estadisticament igual per a tots els grups, i els perfils dels clusters
s’han definit breument com:

- Cluaster 1: Dones d’uns 67 anys, amb risc de patir malalties cardiovasculars i que en
mitjana presenten I'index de salut funcional més alt.
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- Claster 2: Dones d’uns 70 anys, amb un risc mitja de patir malalties cardiovasculars, un
index de salut funcional mitja i que s’han sentit més soles.

- Claster 3: Dones d’uns 67 anys, amb alt risc de patir malalties cardiovasculars i un index
de salut funcional mitja.

Com en el méetode K-medoids, entren en joc dues variables categoriques que presenten
diferéncies entre grups i proporcionen informacid sobre I'estat civil de les dones, variable
sociodemografica, i sobre si les dones s’han sentit soles, variable d’estil de vida i salut. També,
es pot apreciar que totes les dones presenten un cert risc de patir malalties cardiovasculars i,
a diferéncia dels altres métodes, es distingeixen les dones per franges d’edat.

L’dnic cluster que sembla ser equiparable amb la resta de métodes és el cluster 3, el que
presenta pitjors caracteristiques, atés que s’assembla al clister 3 dels metodes K-means,
jerarquic i K-medoids. El clister 2 presenta les dones que s’han sentit més soles, aixo es deu
al fet que és el grup, que per aguest métode, classifica les dones divorciades i vidues.

En definitiva, considerant la particid de la mostra de dones en tres grups, el metode K-means
i el jerarquic perfilen els clisters de manera idéntica. El métode K-medoids és equiparable als
clusters del K-means i el metode Jerarquic, perd no arriba a discernir el clUster de dones sanes,
i el métode dels GMMs és el que presenta els perfils més diferents.

Tenint en compte aquesta informacié i observant les figures 6.2, 6.5, 6.7 i 6.10 on es mostra
la divisio dels clusters per a cada metode, els millors métodes per trobar perfils diferenciats
per aquesta mostra sén el K-means i el clustering jerarquic aglomeratiu. Pel métode K-
medoids i els GMMs els clisters presenten solapament entre ells i per aguest motiu, tot i
trobar informacié addicional respecte als altres dos métodes, no acaben d’extreure els
mateixos perfils i la informacid analitzada pel metode K-means i jerarquic queda, en certa
manera, difuminada a causa de la barreja que presenten els clusters a I'espai de les dades.

6.5.2. Homes

Seguint la linia del subapartat anterior, es presenta una taula resum dels quatre metodes de
clustering aplicats respecte a les taules 6.4, 6.10, 6.16 i 6.22 de I'analisi. A la taula es presenten
les mitjanes de les variables numeriques en funcié dels clusters.
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Taula 6.26: Taula resum amb les mitjanes de les variables numeriques en funcié dels clister per cada metode aplicat.

Metodes K-means Jerarquc K-medoids GMMs
Clasters chLi1|cCc.2|c.3|]c.1|c.2|c.3]|]c.1|c.2|c.3]cC.1]|c.2]|cCl.3
BMI 24,7 | 319 | 273 | 24,6 | 319 | 27,2 | 24,4 | 31,3 | 27,2 | 29,4 | 25,1 | 28,0

Circumferéncia cintura | 93,1 | 113,0 | 100,2 | 92,7 |112,9|100,0| 92,0 | 111,5| 99,7 | 104,5| 95,3 | 102,5
Circumferéncia maluc | 101,1 | 113,6 | 105,7 | 100,7 | 113,8 | 105,6 | 100,4 | 113,0 | 105,2 | 108,4 | 102,7 | 107,0
Forga d'adheréncia 40,2 | 39,2 | 39,2 | 39,7 | 39,7 | 393 | 38,4 | 38,0 | 42,2 | 36,5 | 41,6 | 40,2
Pressid sistolica 133,4 | 140,6 | 133,5| 133,2 | 139,0 | 135,0 | 132,1 | 142,5|131,9 | 130,5 | 134,9 | 138,5
Pressio diastolica 755 | 77,2 | 743 | 753 | 76,7 | 750 | 74,6 | 77,1 | 75,0 | 74,3 | 76,8 | 75,8

Glucosa 855 | 957 | 948 | 854 | 953 | 94,7 | 87,6 | 97,1 | 89,8 | 94,6 | 84,8 | 93,1
Triglicerids 124,7 | 173,9 | 108,4 | 123,5 | 174,5( 109,1 | 115,9 | 151,7 | 132,9 | 142,2 | 147,2 | 124,3
Colesterol HDL 62,5 | 48,8 | 52,2 | 63,1 | 486 | 52,2 | 65,3 | 51,0 | 49,6 | 47,8 | 65,8 | 53,8
Colesterol LDL 144,1 | 120,8 | 93,4 | 144,0 | 121,8 | 95,1 | 146,0 | 115,0 | 102,8 | 116,5 | 118,0 | 123,4
Colesterol total 231,1| 204,2 | 167,2 | 231,5| 205,1 | 169,1 | 234,0 | 169,2 | 178,8 | 192,7 | 213,3 | 201,7
Proteina PCR 169 | 455 | 397|169 | 445 | 393 | 1,76 | 6,21 | 1,79 | 4,65 | 2,18 | 3,11
Healthstatus 55,0 | 490 | 51,3 | 55,2 | 49,2 | 51,1 | 54,5 | 48,1 | 53,5 | 50,5 | 52,2 | 52,6
Edat 67,4 | 68,6 | 69,5 | 67,4 | 68,4 | 69,6 | 68,0 | 69,8 | 67,6 | 69,9 | 66,5 | 68,6

Un cop analitzats tots els metodes, s’ha pogut veure que per la mostra d’homes, com ha passat
amb la mostra de dones, el métode K-means i el clustering jerarquic aglomeratiu s’han definit
practicament igual, atés que presenten les mateixes caracteristiques per a cada cluster.
L'Unica diferencia entre els meétodes son les assumpcions generals dels profilings. El métode
K-means considera que la majoria d’homes presenten hipertensid arterial entre I'etapa 1 i
I'etapa 2 i poden agafar pesos d'uns 40 quilograms. En canvi, el clustering jerarquic
aglomeratiu considera que la majoria d’homes presenten només hipertensié arterial en etapa
1i poden agafar pesos d’uns 40 quilograms. Tot i aquesta diferéncia entre metodes els perfils
s’han definit breument com:

- Claster 1: Homes d’uns 67 anys, actius fisicament, amb risc de patir malalties
cardiovasculars perd amb un index de salut funcional alt.

- Cluster 2: Homes d’entre 67 i 70 anys, poc actius fisicament, amb alt risc de patir
malalties cardiovasculars i un index de salut funcional baix.

- Cluster 3: Homes d’uns 70 anys, moderats quant a I'activitat fisica, amb un risc mitja
de patir malalties cardiovasculars i un index de salut funcional baix.

Per aquesta mostra, partint les dades en tres grups, el K-means i el clustering jerarquic
distingeixen tres clusters diferenciats. Per una banda el clister 1 sén homes d’uns 67 anys
amb un index de salut funcional elevat i que, com a Unica caracteristica negativa, presenten
nivells de colesterol molt elevats. El clister 2 sén homes d’entre 67 i 70 anys amb I'index de
salut funcional més baix, que presenten obesitat de classe | i alts nivells de proteina PCR.
També es troben al nivell més alt de trigliceérids en comparacié als altres clusters, presenten
nivells de colesterol alts i practiquen poca activitat fisica. Finalment, el clister 3 sé6n homes
d’uns 70 anys, amb un index de salut baix, perd que en mitjana es troba per sobre del cluster
2, que presenten preobesitat, practiquen una activitat mitjana entre el cluster 1 i el clister 2,
perd que a diferencia del cluster 2 tenen uns nivells de proteina PCR, triglicerids i colesterol
baixos.

D’aquesta manera, el clister 1 i el cluster 2 sén els que es diferencien més entre ells, tenint el
cluster 3 entremig dels dos. El que distingeix als clusters en primer lloc és I'index de salut
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funcional que presenten i, en segon lloc, els nivells d’index de massa corporal, donat que els
homes del clister 1 presenten nivells normals, els homes del clister 2 presenten obesitat de
classe | i els homes del cluster 3 presenten preobesitat.

Pel métode K-medoids, els perfils dels clisters sdn equiparables amb el K-means i el clustering
jerarquic aglomeratiu, pero en certs aspectes presenten algunes caracteristiques diferents. El
metode K-medoids no considera que els homes tinguin cap caracteristica comuna, cosa que si
ha passat pel métode K-means i el métode jerarquic. Els perfils dels clisters s’han definit
breument com:

- Claster 1: Homes d’entre 67 i 70 anys, amb risc de patir malalties cardiovasculars, amb
alt nivell educatiu i que presenten un index de salut funcional alt.

- Claster 2: Homes d’uns 70 anys, amb alt risc de patir malalties cardiovasculars, amb
baix nivell educatiu i que presenten un index de salut funcional baix.

- Claster 3: Homes d’uns 67 anys, amb risc de patir malalties cardiovasculars, amb un
nivell mitja d’educacid i que presenten un index de salut funcional alt.

Per una banda, entra en joc la variable educacid, i desapareix la variable activitat fisica. Per
altra banda, les franges d’edat s’han vist afectades tenint en compte les caracteristiques que
presenta cada cluster. Per ultim, els indexs de salut funcional han canviat, on abans es tenia
un index de salut elevat i dos indexs de salut entre un nivell baix i un nivell mitja, ara pel
metode K-medoids es presenten dos clisters amb un index de salut elevat i un clister amb un
index de salut baix. No obstant aix0, per aquesta particido de les dades, I'index de massa
corporal segueix presentant diferéncies entre cada cluster.

Sense tenir en compte les franges d’edat i les variables categoriques es pot apreciar el segiient.
El cluster 1 del métode K-medoids presenta caracteristiques similars al cluster 1 del K-means
i el clustering jerarquic, ja que son homes que només tenen un nivell molt elevat de colesterol
i pateixen hipertensié arterial en etapa 1. El cluster 2 del metode K-medoids presenta
caracteristiques similars al cluster 2 dels metodes K-means i jerarquic. Es tracta d’homes amb
obesitat de classe I, amb alts nivells de proteina PCR, que es troben al nivell més alt de
triglicerids, pateixen hipertensié arterial en etapa 1 i tenen un index de salut funcional baix.
Per concloure, el cluster 3 del méetode K-medoids és equiparables al clister 3 dels metodes K-
means i jerarquic, atés que son homes amb preobesitat i hipertensié arterial en etapa 1,
malgrat aixo el K-medoids, en contraposicié als dos métodes anteriors, considera que sén
homes amb un index de salut funcional alt.

Aixi doncs, el metode K-medoids troba certes caracteristiques similars amb el metode K-
means i el clustering jerarquic aglomeratiu. Segueix distingint els clisters entre homes amb
obesitat de classe |, homes amb preobesitat i homes amb un pes normal. Tanmateix, troba
gue el conjunt d’homes presenten hipertensid arterial i, tot i no distingir les franges d’edat
d’igual manera, troba els dos clusters més polaritzats de manera similar als dos primers
metodes de clustering. Els clUster polaritzats pel K-medoids sén el cluster 1i el claster 2.

Per Ultim, com ha passat amb la mostra de dones, els perfils pels Gaussian Mixture Models
son els més diferents d’entre tots els metodes aplicats. En aquest cas, tots els homes
presenten un index de salut mitja tirant cap a alt, en mitjana pateixen hipertensié arterial en
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etapa 1, tenen un nivell de triglicérids normal i nivells de colesterol LDL per sobre del llindar
establert. Per aquest métode els perfils dels clisters s’han definit breument com:

- Claster 1: Homes d’uns 70 anys, amb alt risc de patir malalties cardiovasculars i una
forca d’adherencia menor als altres clusters.

- Claster 2: Homes d’uns 67 anys amb risc de patir malalties cardiovasculars i forca
d’adheréncia elevada.

- Claster 3: Homes d’entre 67 i 70 anys amb risc mitja de patir malalties cardiovasculars
i forca d’adherencia elevada.

Per aquest cas, ha estat dificil diferenciar els tres clusters. Al contrari que als altres métodes,
no s’han respectat ni els nivells d’index de massa corporal que diferenciava les caracteristiques
dels tres clusters, atés que el cluster 1, en teoria, sén homes amb preobesitat, el cldster 2 sén
homes entre un nivell normal i la preobesitat i el clUster 3 també presenta preobesitat com el
cluster 1. Per aquest metode cap cluster és equiparable amb els métodes anteriors. Només
el cluster 1, pels nivells elevats de proteina PCR en comparacio als altres clUsters, es podria
considerar com el grup més extrem. Per aix0 s’ha classificat com els homes amb alt risc de
patir malalties cardiovasculars.

En definitiva, com a passat per la mostra de dones, per la mostra d’homes i considerant la
divisio de les dades en tres clusters, el métode K-means i el jerarquic perfilen les dades
practicament igual. El métode K-medoids és equiparable als clUsters del K-means i el clustering
Jerarquic aglomeratiu, perd moltes caracteristiques com I'edat i I'index de salut funcional no
s’assemblen. Finalment, el metode dels GMMs no és equiparable amb cap cluster dels
metodes anteriors i és el més diferent respecte als altres metodes de clustering.

Tenint en compte aquesta informacid i observant les figures 6.4, 6.6, 6.8 i 6.13 on es mostra
la divisié dels clusters per a cada algoritme de clustering, els millors metodes per trobar perfils
diferenciats per aquesta mostra son el K-means i el clustering jerarquic aglomeratiu. El métode
K-medoids és molt capag de trobar els clisters més polaritzats, perod donat al solapament del
cluster 3 no ha acabat extraient els mateixos resultats que els dos metodes anteriors. Els
GMMs ha estat el metode que ha presentat una pitjor divisié de les dades, ja que els tres
clusters s’han solapat entre ells i la informacid que s’ha pogut extreure és més que dubtosa.

6.6. Comparacio ARI

Durant tot el capitol VI, s’han estat estudiant els perfils dels clusters de la mostra de dones i
la mostra d’homes per cada un dels metodes estudiats en el capitol lll. Per acabar I'analisi de
clustering, en aquest apartat es compararan les estructures que s’han anat obtenint dels
clusters per a les dues mostres analitzades. Es a dir, s’estudiara a través de I'index de Rand
Ajustat (ARI) si els diferents métodes de clustering classifiquen, per una banda les dones i per
altra banda els homes, les observacions de manera similar a I’hora de dividir les bases de dades
en clusters. L'ARI s’ha calculat gracies a la funcié adjustedRandindex d’R (per a més informacio
consultar el capitol V).
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6.6.1. Dones

En primer lloc, s’ha calculat I’ARI entre totes les particions del métode jerarquic, el K-means,
el K-medoids i els Gaussian Mixture Models (GMMs).

Taula 6.25: Comparacio de les estructures de clustering entre tots els métodes.

K-means vs. Jerarquic | 0,956

K-means vs. K-medoids | 0,499
K-meansvs. GMMs | 0,279
Jerarquic vs K-medoids | 0,477
Jerarquicvs GMMs | 0,265
K-medoids vs GMMs | 0,181

A la Taula 6.25 es veu clarament que per la mostra de dones, el K-means i el clustering
jerarquic sén els dos métodes de clustering que classifiquen de manera practicament idéntica
les observacions de la base de dades, atés que el valor de I’ARI és molt proper a 1.

També es pot observar com la particido del metode K-medoids i els GMMs és la que menys
s’assembla. En fixar-se amb els GMMs, cap tecnica de divisid presenta una particid
equiparable a aqguest metode de clustering probabilistic. El valor de I’ARI pren valors baixos,
per cap comparacio supera el 0,3. Aixo és normal, donat que la idiosincrasia dels metodes de
Soft clustering és molt diferent de la de Hard clustering com s’ha explicat detalladament al
capitol 1.

Taula 6.26: Comparacié de I’ARI pel clustering jerarquic i el K-means.

K-means vs. Jerarquic 0,956
K-means vs. K-medoids | 0,499 |52,2%
K-meansvs. GMMs 0,279 29,2%
Jerarquic vs. K-medoids | 0,477 | 49,9%
Jerarquicvs. GMMs | 0,265(27,7%

Finalment, a la Taula 6.26 es calcula el percentatge de similitud pel metode K-means i el
clustering jerarquic enfront del valor de I’ARI que han obtingut entre ells, per determinar quin
dels dos metodes s’assembla més en estructura al métode K-medoids i als GMMs.

Es pot observar que la particié del metode K-means enfront del K-medoids i els GMMs és més
semblant que no pas la particié del clustering jerarquic. En concret, I'estructura del K-means
presenta un percentatge de similitud del 52,2% pel metode K-medoids i del 29,2% respecte
dels GMMs, en canvi, el clustering jerarquic presenta una similitud del 49,9% amb I’estructura
del métode K-medoids i del 27,7% amb els GMMs.
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6.6.2. Homes

Per la mostra d’homes, també s’ha calculat I’ARI entre totes les particions del metode
jerarquic, el K-means, el K-medoids i els Gaussian Mixture Models (GMMs).

Taula 6.27: Comparacio de les estructures de clustering entre tots els métodes.

K-means vs. Jerarquic | 0,925

K-means vs. K-medoids | 0,479
K-meansvs. GMMs | 0,035
Jerarquic vs K-medoids | 0,485
Jerarquicvs GMMs | 0,040
K-medoids vs GMMs | 0,021

Igual que ha passat en la mostra de dones, a la Taula 6.27 es pot veure que per la mostra
d’homes el metode K-means i el clustering jerarquic sén els que s’assemblen més pel que fa a
estructura. A més, classifiquen les observacions de la base de dades de manera practicament
idéntica, donat que el valor de I’ARI és molt proper a 1.

Per aquesta mostra, |'estructura de clustering dels GMMs no és similar amb cap de les
tecniques de particio analitzades. Els valors de I'ARI es troba molt proper a 0 quan es compara
els GMMs amb els altres metodes. Com en el cas de les dones, aix0 es deu a les diferéncies
intrinseques dels GMMs amb la resta de métodes basats en dissimilaritats.

Taula 6.28: Comparacié de I’ARI pel clustering jerarquic i el K-means.

K-means vs. Jerarquic 0,925
K-means vs. K-medoids |0,479|51,8%
K-meansvs. GMMs 0,035 | 3 7%
Jerarquic vs K-medoids | 0,485 |52,4%
Jerarquicvs GMMs | 0,040 | 4,4%

Per concloure la comparativa entre les estructures de clustering, a la Taula 6.28 es calcula el
percentatge de similitud pel métode K-means i el clustering jerarquic enfront del valor de I’ARI
qgue han obtingut entre ells, per determinar quin dels dos metodes s’assembla més en
estructura al métode K-medoids. A la taula apareix també la comparacié amb els GMMs, pero
com es pot apreciar representa un nivell de similitud molt baix tant pel K-means com pel
clustering jerarquic.

A diferéncia de la mostra de dones, per la mostra d’homes és el clustering jerarquic el que
s’assembla més a nivell d’estructura al metode K-medoids. En concret, el clustering jerarquic
presenta un percentatge de similitud del 52,4% enfront del 51,8% de similitud del metode K-
means.
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VIl. CONCLUSIONS

Un cop fet I'analisi en el software estadistic R pels quatre metodes de clustering estudiats: K-
means, clustering jerarquic, K-medoids i Gussian Mixture Models, he pogut determinar de
forma empirica quins métodes s’adapten millor per la mostra de dones i la mostra d’homes
de la base de dades de I'estudi de salut ELSA. A més, també he tingut I'oportunitat d’estudiar
si les diferents técniques de clustering classifiquen les dades de manera similar.

Ambdues mostres s’ha arribat a la mateixa conclusié. Per una banda, un cop aplicats tots els
passos previs per poder executar els metodes de clustering, per mitja dels meétodes de
seleccio de clusters optims estudiats al capitol Ill i a través d’informacid contextual sobre la
base de dades original, les dues mostres s’han dividit en tres clusters. D’altra banda, els
metodes que divideixen millor les dades de dones i homes i troben perfils de salut més
diferenciats sén el K-means i el clustering jerarquic aglomeratiu. En primer lloc, ja que han
estat els metodes que han classificat les mostres de manera més diferenciada respecte a
I'espai de les dades, i en segon lloc, perqué han extret el mateix perfil dels clusters (és a dir,
estructures de clustering similars) pels dos metodes. A part, quan s’ha aplicat I'index de Rand
Ajustat (ARI), el K-means i el clustering jerarquic aglomeratiu han classificat als individus de
les dues mostres de la mateixa manera. Els dos sexes han donat un resultat de I’ARI per sobre
de 0,9, els més alts d’entre totes les técniques de clustering aplicades.

En concret, la mostra de dones ha classificat, pel cluster 1, les dones amb risc de patir malalties
cardiovasculars pero amb un index de salut funcional alt. Pel cluster 2, les dones sanes amb
alt index de salut funcional. | pel cliuster 3, les dones amb alt risc de patir malalties
cardiovasculars i amb un index de salut funcional baix. La diferencia entre els clisters 1 i 2
radica en el fet que les dones sanes no pateixen ni hipertensié arterial en fase 1, ni presenten
alts nivells de colesterol. Sobre els clisters 2 i 3 representen els grups més polaritzats, atés
que les dones del cluster 3 sén les que presenten pitjors indicadors de salut.

Per la mostra d’homes, el cluster 1 I’han definit homes d’uns 67 anys, actius fisicament i amb
risc de patir malalties cardiovasculars perdo amb un index de salut funcional alt. El cluster 2
consta d’homes entre 67 i 70 anys, poc actius fisicament, amb alt risc de patir malalties
cardiovasculars i un index de salut funcional baix. | el cluster 3, ha quedat definit per homes
d’uns 70 anys, moderats respecte a |'activitat fisica, amb un risc mitja de patir malalties
cardiovasculars i un index de salut funcional baix. Els clisters 1 i 2 han resultat ser els més
polaritzats, ja que al cluster 2 es troben els homes amb més indicadors de salut negatius i al
cluster 1 es troben els homes amb I'index de salut funcional més alt i, com a Unic tret negatiu,
amb un colesterol elevat, mentre que el cluster 3 es troba entremig d’aquests dos grups. El
gue més ha diferenciat als homes ha estat el seu index de massa corporal: pel clister 1 els
homes tenen un nivell normal, pel clister 2 els homes tenen obesitat de classe |, i finalment,
pel clister 3 els homes tenen preobesitat.

Pels altres dos métodes s’ha produit el que s’ha anat parlant en tot aquest treball: el “no free
lunch methods”, és a dir, que a causa de les caracteristiques de les mostres estudiades, no tots
els métodes han pogut donar la mateixa solucid. Tot i aix0, el K-medoids s’ha apropat als
perfils de les dues mostres i ha estat capag de trobar els clUsters més polaritzats tant per dones
com per homes. Per tant, ens ha donat a entendre que si s’hagués dividit el metode per 2
clusters, hauria estat capac de trobar els grups més polaritzats per a cada una de les mostres.
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Pel que fa als Gaussian Mixture Models, ha estat el metode que ha presentat resultats més
diferents, amb poca distincié entre grups i més solapament entre clisters, sobretot en la
mostra d’homes. Aquest fet s’ha produit, per una banda, ja que tot i haver normalitzat les
dades en les dues mostres, un gran nombre de variables no han acabat de normalitzar-se,
llavors no s’ha pogut aplicar el métode sobre un conjunt de variables Gaussianes. D’altra
banda, en estimar el conjunt de parametres del model de mixtura a través de I'algoritme EM,
es pot haver quedat estancat en un maxim local de la funcié de versemblanga, que és comu
gue aquesta presenti multimodalitat en el context dels mixture models. Addicionalment, els
GMMs no sén tan estrictes, com per exemple el K-means, en el fet que hi hagi solapament
entre clusters. Aixd pot provocar que els GMMs ens estiguin identificant menys clusters.
També, com a ultima possibilitat, pot haver estat un problema de mida mostral, ja que quan
es té un nombre insuficient de punts per mixtura, I'estimacio de les matrius de covariancies
és complexa, llavors I'algoritme pot divergir i troba una solucié amb probabilitat infinita, a no
ser que es regularitzin les covariancies de manera artificial.

Personalment, tot i que els GMMSs no han acabat de funcionar en les mostres analitzades per
aquest treball, trobo que és un méetode molt potent donat que assigna la probabilitat de
pertinenca en els clisters per a cada individu, fet que no es produeix pels altres métodes de
clustering que he estat estudiant. A part, per les dues mostres analitzades, el fet de no haver
pogut aplicar el métode sobre un conjunt en que totes les variables fossin Gaussianes, crec
gue ha influit molt a I’hora d’obtenir els resultats. En primer lloc, perqué en la mostra de
dones, la que ha presentat més variables Gaussianes, el metode dels GMMs ha estat capag de
dividir les dades de manera més diferenciada que per la mostra d’homes, que ha presentat
menys variables Gaussianes i un grau de solapament entre clUsters molt més elevat. | en segon
lloc, perque els valors de I’ARI per la mostra de dones, han estat molt més elevats que per la
mostra d’homes. Es a dir, la mostra amb més variables de tipus gaussia ha presentat una
estructura de clustering molt més similar respecte els metodes que s’han adaptat millor a les
dades (K-means, clustering jerarquic). Tanmateix, un altre problema que crec que pot haver
influit perque els GMMs hagi estat el métode més diferent, és que com s’ha vist en I'analisi
exploratoria de les dades, a les dues mostres, moltes variables han presentat un alt nivell de
correlacié entre elles (p. ex. I'index de massa corporal amb la circumferencia de la cintura i el
maluc, la pressio sistolica amb la pressié diastolica i el colesterol LDL amb el colesterol total).
Aquest fet pot haver influit de cara al solapament entre clUsters que ha presentat el métode.
Per futurs analisis, caldria provar d’aplicar els GMMs sobre un conjunt de variables no
correlacionades per tal que els individus de cada mostra fossin estrictament independents
entre ells.

Com a linies de futur (fora de I'scope d’aquest treball), seria molt interessant, en primer lloc,
comprovar que els perfils de dones i homes que s’han extret en aquest treball es compleixin
per altres mostres aleatories de la cohort ELSA, agafant el mateix conjunt de variables
continues amb les quals s’han creat els clisters. Per d’aquesta manera, poder validar
internament els perfils obtinguts. En segon lloc, seguint amb la validacié interna, estudiar a
fons les variables més explicatives a I’hora de perfilar els clisters. De manera que no existis
correlacié entre variables i, d’'una banda, comprovar si amb menys variables s’obtenen les
mateixes estructures de clustering, i d’altra banda, si amb I'addicié de noves variables
independents entre elles s’obtenen més caracteristiques influents en el camp de I'’envelliment
saludable. Finalment, tenint en compte que en el projecte ATHLOS, d’on sorgeix la variable
healthstatus (I'indicador de salut funcional), compta amb altres cohorts d’arreu del mén, un

86



cop feta la validacié interna dels resultats, caldria validar si per diferents cohorts es mantenen
els perfils dels clusters. Aixi doncs, en general, es tractaria d’unir la validacid interna dels
resultats amb la validacidé externa en altres cohorts d’arreu del mén, per individus de les
mateixes franges d’edat que s’han analitzat al llarg d’aquest treball. Per d’aquesta manera,
trobar clusters de dones i homes diferenciats i poder aplicar tractaments personalitzats en
funcié de les caracteristiques de cada grup, com també les condicions de salut optimes per
cada sexe en I'area de I'envelliment saludable.
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IX. ANNEX
9.1. Aplicacio dels metodes de clustering sobre dades de salut

9.1.1. K-means

-  Dones:

A continuacio es presenten els grafics de les variables estadisticament diferents entre clusters
de la Taula 6.2, referent a les variables numeriques, i la Taula 6.3, referent a les variables
categoriques.

Per les variables numeériques, es pot apreciar que per les variables de l'index de massa
corporal, la circumferéncia de la cintura i el maluc, la glucosa, els triglicerids, la proteina PCR i
el healthstatus, els clusters 12 presenten valors estadisticament iguals, mentre que el clUster
3 és diferent (veure Figura 9.1).

Figura 9.1: Representacio de 4 grafics de caixa on es pot veure les diferéncies
dels clusters 1i 2 (blau i groc respectivament) amb el cluster 3 (gris).
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Per la pressio sistolica i diastolica, els clusters 1 i 3 tenen valors estadisticament iguals i el
cluster 2 és el que es diferencia entre ell (veure Figura 9.2).
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Figura 9.2: Grafics de caixa de la pressié sistolica i diastolica on es pot veure les
diferéncies dels clusters 1i 3 (blau i gris respectivament) amb el clister 2 (groc).
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Pel colesterol HDL, els clusters 2 i 3 presenten valors estadisticament iguals, mentre que pels
valors del colesterol LDL i el colesterol total, els tres clisters sén diferents entre ells (veure
Figura 9.3).

Figura 9.3: Grafics de caixa dels tres tipus de colesterol. Cluster
1 representat en blau, clister 2 en groc i cluster 3 en gris.
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Respecte a les variables categoriques, l'Unica variable que presenta diferencies
estadisticament significatives, amb un nivell de significacié del 5%, és la variable de Ia
hipertensio arterial, on els cldsters 1i 3 presenten valors iguals i el cldster 2 és estadisticament
diferent als altes (veure Figura 9.4).
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Figura 9.4: Grafic de barres per la Hipertensié arterial.
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A continuacio es presenten els grafics de les variables estadisticament diferents entre clusters
de la Taula 6.5, referent a les variables numeériques, i la Taula 6.6, referent a les variables
categoriques.

Per les variables numeériques, es pot apreciar que els 3 clisters sén diferents pel que fa a
I'index de massa corporal, la circumferencia de la cintura, la circumferencia del maluc, el
colesterol LDL i el colesterol total (veure Figura 9.5).

Figura 9.5: Grafics de caixa de 4 variables on es pot veure les diferéncies entre
tots els clusters (cluster 1 blau, clUster 2 groc i clister 3 gris).
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Es pot veure que el clister 2 i el clister 3 es comporten estadisticament igual pels nivells de
glucosa en sang, el colesterol HDL i I'index de salut referent a la variable healthstatus (veure
Figura 9.6).

Figura 9.6: Grafics de caixa per veure la igualtat entre els clisters 2 i 3 (groc i gris respectivament).
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També, el cluster 1 i el clister 3 es comporten de manera similar pels nivells de triglicerids i
proteina PCR i, en canvi, I'edat del clUster 1 és estadisticament diferent de I'edat del cluster 3,
deixant el cluster 2 al mig dels dos grups (veure Figura 9.7).

Respecte a les variables categoriques, s’aprecia que els nivells d’activitat fisica sén diferents
pel clister 1 i pel cluster 2 amb el cluster 3 es troba entremig dels dos. El clister 1 i el cluster
3 s"autoavaluen de manera similar (veure Figura 9.8).

95



Figura 9.7: Grafics de caixa per veure igualtats i diferéncies entre els clisters 1i 3 (blau i gris
respectivament).
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Figura 9.8: Grafics de barres per les dues variables categoriques presentades a la taula 6.6.
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9.1.2. Clustering Jerarquic
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Height

En primer lloc, a la Figura 9.9 es presenten els dendrogrames del clustering jerarquic divisiu

Figura 9.9: Dendrograma del clustering jerarquic divisiu dividit en 3
clusters per la mostra de dones, esquerra, i la mostra d’homes, dreta.
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Tot seguit es presenten els grafics de les variables estadisticament diferents entre clusters de
la Taula 6.8, referent a les variables numeriques, i la Taula 6.9, referent a les variables
categoriques.

Per les variables numeriques, es pot apreciar que les variables de I'index de massa corporal,
la circumferéncia de la cintura i el maluc, els triglicerids, la proteina PCR i el healthstatus als
clusters 1 i 2 presenten valors estadisticament iguals, mentre que el cluster 3 és diferent
(veure Figura 9.10).

Pels nivells de pressid sistolica i diastolica el clister 1 presenta valors estadisticament iguals al
cluster 3 (veure Figura 9.11).

Quant al colesterol LDL i el colesterol total, els tres clusters sén diferents entre ells (veure
Figura 9.12).

Per ultim, el colesterol HDL presenta valors estadisticament iguals pels clusters 2 i 3, mentre
que la glucosa és diferent en els clusters 1i 3 i el clister 2 presenta un valor intermedi entre
aquests dos grups(veure Figura 9.13)
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Figura 9.10: Representacio de 4 grafics de caixa on es pot veure les diferéncies
dels clusters 1i 2 (blau i groc respectivament) amb el cluster 3 (gris).
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Figura 9.11: Grafics de caixa de la pressio sistolica i diastolica on es pot veure les
diferéncies dels clusters 1i 3 (blau i gris respectivament) amb el cluster 2 (groc).
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Figura 9.12: Grafics de caixa pel colesterol LDL i el colesterol total on tots els clisters
son estadisticament diferents entre ells.
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Figura 9.13: Grafics de caixa del colesterol HDL i la glucosa.
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Referent a les variables categoriques, |'Unica variable que presenta diferencies
estadisticament significatives amb un nivell de significacid del 5% és la variable de Ia
hipertensio arterial, on els clusters 1i 3 presenten valors iguals i el clster 2 és estadisticament
diferent dels altres (veure Figura 9.14).

Figura 9.14: Grafic de barres per la Hipertensio arterial.
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Tot seguit es presenten els grafics de les variables estadisticament diferents entre clisters de
la Taula 6.11, referent a les variables numeériques, i la Taula 6.12, referent a les variables
categoriques.

Per les variables numeriques, s’aprecia que els tres clisters sén diferents per les variables de
I'index de massa, la circumferéncia de la cintura i el maluc, el colesterol LDL i el colesterol total
(veure Figura 9.15).

Es pot veure que el clister 2 i el cluster 3 es comporten estadisticament igual pels nivells de
glucosa, el colesterol HDL i I'index de salut referent a la variable healthstatus (veure Figura
9.16).
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Figura 9.15: Representacio de grafics de caixa de 4 variables on es pot veure les
diferéncies entre tots els clusters (cluster 1 blau, cluster 2 groc i cluster 3 gris).
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Figura 9.16: Grafics de caixa on es mostra el comportament similar dels clusters 2 i 3.
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Tanmateix, el cluster 1i el clister 3 es comporten de manera similar pels nivells de triglicérids
i proteina PCR, en canvi, I'edat del cluster 1 és estadisticament diferent de I’edat del clister 3,
on el clister 2 presenta valors entremig dels dos grups (veure Figura 9.17).

Figura 9.17: Grafics de caixa on es mostra el comportament similar dels cldsters 1i3 i la variable

diferent entre aquests dos clusters.
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Basant-se en les variables categoriques, s’aprecia que els nivells d’activitat fisica sén diferents
pel cluster 1 i pel cluster 2, el clister 3 es troba entremig dels dos. Sobre 'autoavaluacié de
salut, el cluster 1i el cluster 3 s’autoavaluen de manera similar (veure Figura 9.18).

Figura 9.18: Grafics de barres per les tres variables categoriques presentades a la taula 6.12.

Nivell d'activitat fisica

0
0

cluster

40-
=30
o
3
S 20-
10-
1 2

level pa

P veryiatotnigh
B Fanymoderate

. Mot veryflow

[ Notat allinaciive

Autoavaluacid de salut

count

B0 -

40-

0- 1 1
1 2

cluster

srh

. Good

. Average/FainModerate

. Poor

101



9.1.3. K-medoids

Dones:

A continuacio es presenten els grafics de les variables estadisticament diferents entre clusters
de la Taula 6.14, referent a les variables numeériques, i la Taula 6.15, referent a les variables
categoriques.

Respecte a les variables numeériques, es pot apreciar que existeixen forces diferéncies entre el
cluster 3 iels clusters 1i 2 (veure Figura 9.19).
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Figura 9.19: Representacié de 4 grafics de caixa on es pot veure les diferéncies
dels clusters 1i 2 (blau i groc respectivament) amb el clister 3 (gris).
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Els clusters 2 i 3 presenten valors estadisticament iguals per a la pressid sistolica, la pressid
diastolica i els nivells de proteina PCR (veure Figura 9.20).

Per altra banda, els clusters 1 i 3 sén similars per a totes les variables referents al colesterol i
la variable que és estadisticament diferent per a tots els clusters és healthstatus, que es
refereix al I'index de salut funcional (veure Figura 9.21).
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Figura 9.20: Grafics de caixa de les variables estadisticament iguals pels clusters 2 i 3 (groc i gris
respectivament).
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Figura 9.21: Grafics de caixa de les variables estadisticament iguals pels clisters 1 3 (blau i gris respectivament),
junt amb la variable healthstatus, estadisticament diferent en tos els clusters.
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Per a les variables categoriques, s’observa que el clister 1 i el clister 2 presenten valors
similars quant al nivell d’educacid i els clusters 2 i 3 presenten valors similars per la hipertensié
arterial. Finalment, per la riquesa de la llar el clister 1 és estadisticament diferent del clister
2, on el cluster 3 es troba entremig dels clisters 1i 2 (veure Figura 9.22).

Figura 9.22: Grafics de barres per les tres variables categoriques presentades a la taula 6.15.
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A continuacio es presenten els grafics de les variables estadisticament diferents entre clusters
de la Taula 6.16, referent a les variables numeriques, i la Taula 6.17, referent a les variables
categoriques.

Referent a les variables numeriques, es pot veure que els tres clusters sén diferents per les
variables referents a I'index de massa, la circumferéncia de la cintura i el maluc, el colesterol
LDL i el colesterol total (veure Figura 9.23).

El cluster 1i el cluster 3 es comporten estadisticament igual per la pressio sistolica, els nivells
de glucosa, els nivells de proteina PCR i I'index de salut referent a la variable healthstatus
(veure Figura 9.24).

Pel que fa a la forca d’adheréncia dels individus, s’observa que el clister 1 i el cluster 2 es
comporten de manera similar. Respecte al colesterol HDL succeeix el mateix pero pels clusters
2 i3 (veure Figura 9.25).

L’edat del cluster 2 és estadisticament diferent de I'edat del cluster 3, tenint el clister 1 al mig
d’aquests dos clusters. Pels nivells de triglicérids sén els clusters 1i 2 els que presenten valors
diferents, tenint el clister 3 entremig d’aquests dos grups(veure Figura 9.26).
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Figura 9.23: Grafics de caixa per 4 de les variables estadisticament diferents en tot els clisters.
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Figura 9.24: Grafics de caixa de les variables estadisticament
iguals pels clusters 1i 3 (blau i gris respectivament).
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Figura 9.25: Grafics de caixa de la forga d’adherencia i el colesterol HDL.
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Figura 9.26: Grafics de caixa de I'edat i els nivells de triglicerids.
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Quant a les variables categoriques, s’aprecia que pels clusters 1 i 2 el nivell d’educacié i
I’'autoavaluacié de salut sén diferents i el clister 3 es troba en un punt mitja. Per la hipertensié
arterial els clusters 1 i 3 mostra valors iguals (veure Figura 9.27).

Figura 9.27: Grafics de barres per les variables que apareixen a la Taula 6.17.
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9.1.4. Gaussian Mixture Models

- Dones:

Tot seguit, es presenten els grafics de les variables estadisticament diferents entre clusters de
la Taula 6.20, referent a les variables numeériques, i la Taula 6.21, referent a les variables
categoriques.

Per les variables numeériques s’observa que els clusters 1 i 3 sén iguals per I'edat, la forga
d’adherencia, els triglicerids i el colesterol HDL (veure Figura 9.28).

Figura 9.28: Grafics de les variables iguals pel cluster 1i 3 (blau i gris).
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Els clusters 2 i 3 presenten valors estadisticament iguals pel colesterol LDL i el colesterol total
(veure Figura 9.29).

Figura 9.29: Grafics de les variables iguals pel cluster 2 i 3 (groci gris).

Colesterol LDL Colesterol total
250 - 27 a
350 -
200 - _
= 2200~ |
% 50 - O|
o150 —= . = 250~ —w
T L] 5 L
100 - | * 200- - ‘
50- : : i 150 | i .
1 2 3 i 2 3
cluster cluster

107



Per altra banda, els clusters 1i 2 sén iguals per I'index de massa corporal, les circumferéncies
del maluci la cintura, la pressio sistolica i la pressié diastolica (veure Figura 9.30).

Figura 9.30: Grafics de les variables iguals pel cluster 1i 2 (blau i groc).
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| la variable que és estadisticament diferent per a tots els clisters és la proteina PCR, mentre
gue el nivell de glucosa en sang és diferent pels clisters 1i 2, deixant el clister 3 amb un valor
entremig d’aquests dos clusters (veure Figura 9.31).

Figura 9.31: Grafics de la proteina PCR i la glucosa.
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Respecte a les variables categoriques, s’aprecia que els clusters 1 i 3 prenen valors iguals
d’estat civil, el cluster 1 és igual al cluster 2 per la hipertensié arterial i quant a la soledat els
clusters 2 i 3 presenten valors diferents entre ells (veure Figura 9.32).
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Figura 9.32: Grafics de barres per les variables que apareixen a la Taula 6.21.
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Finalment, es presenten els grafics de les variables estadisticament diferents entre clusters de

la Taula 6.23, referent a les variables numeériques, i la Taula 6.24, referent a les variables
categoriques.

Pel que fa a les variables numeriques, es pot veure que els tres clusters son diferents pels
nivells de colesterol HDL, mentre que els clusters 2 i 3 presenten valors estadisticament iguals
per la variable referent a la for¢a d’adheréncia (veure Figura 9.33).

Figura 9.33: Grafics del colesterol HDL i la for¢a d’adherencia.
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En les variables de I'index de massa corporal, circumferéncia de la cintura i del maluc i els
nivells de glucosa, els clusters 1 i 3 mostren valors estadisticament iguals (veure Figura 9.34).

Figura 9.34: Grafics de les variables iguals pel cluster 1i 3 (blau i gris).
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En I'edat, el colesterol total i els nivells de proteina PCR, els clusters 1 i 2 son estadisticament
diferents entre ells, mentre que el clister 3 presenta valors entremig d’aquests dos grups
(veure Figura 9.35).

Figura 9.35: Grafics de les variables diferents pel cluster 1i 2 (blau i groc).
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Finalment, per les variables categoriques es pot veure que |'Unica variable significativa és la
hipertensio arterial, que presenta valors iguals pels clusters 2 i 3 (veure Figura 9.36).

Figura 9.36: Grafic de barres per la Hipertensio arterial.
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9.2. CodiR

A causa de I'extensio del codi emprat per dur a terme I'analisi practic del treball, el codi i la
base de dades s’ha penjat a un repositori public de github.

El repositori es pot trobar al seglient enllag: https://github.com/Xventafa7/TFG-CLUTERING-
Xavier-Ventayol
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