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Resum

Aquest estudi explora l’�us de models predictius d’aprenentatge autom�atic en l’an�alisi

de registres cl��nics de pacients a les unitats de cures intensives. Malgrat les limitaci-

ons en recursos computacionals, hem obtingut resultats prometedors en classi�caci�o

utilitzant una arquitectura transformer [10], amb AUCROC de 0.808 i AUCPRC

de 0.404.
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1 Introducci�o

Fent un rep�as de la literatura cient���ca respecte a models predictius d'aprenentatge

autom�atic, hom pot trobar nombrosos exemples d'apliacions en els camp de la me-

dicina, espec���cament, en l'an�alisi de registres cl��nics [9], [14], [17] durant les estades

a la unitat de cures intensives (UCI). Aquestes aplicacions han demostrat ser extre-

madament �utils en la detecci�o de certs trets fenot��pics, el c�alcul de la probabilitat

de superviv�encia del pacient o l'estimaci�o de la llargada de l'estada hospital�aria.

Les eines que proporcionen s�on un complement perfecte pels professionals m�edics

als que permeten estalviar temps i realitzar les seves funcions de forma m�es e�cient.

L'objectiu d'aquest treball �es el d'examinar quins s�on aquests models predictius,

quins s�on els conceptes te�orics que hi ha al darrere i quins s�on els resultats que

proporcionen. A banda, tamb�e ens proposem entrenar un model que implementi

l'arquitectura transformer [8] fent �us de la base de dades MIMIC-IV.

Estructura de la Mem�oria

Estructurarem aquesta mem�oria en els blocs seg•uents:

1. En un primer bloc explicarem la composici�o de la base de dades MIMIC-IV,

comunment utilitzada per a l'entrenament de models predictius [9], i n'explo-

rarem les caracter��stiques.

2. Veurem quins s�on els conceptes te�orics en els que es fonamenten aquests mo-

dels predicius. Concretament explicarem el funcionament de les xarxes neu-

ronals recurrents (RNN) i els transformers.

3. Finalment mirarem quins altres treballs s'han realitzat respecte predicci�o de la

mortalitat amb models d'aprenentatge autom�atic i com podem implementar

una nova soluci�o prenent com a base la feina feta �ns ara [10].
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2 Base de dades MIMIC-IV

MIMIC (Medical Information Mart for Intensive Care) �es una base de dades re-

lacional que cont�e dades anonimitadzades d'estades hospital�aries de pacients reals

admesos a la Unitat de Cures Intensives (UCI) de l'hospital Beth Israel Deaconess

Medical Center de Boston (BIDMC), Massachusetts, Estats Units d'Am�erica. Les

dades poden ser estan disponibles de forma p�ublica1 despr�es de realitzar un curs

introductori. En aquesta secci�o exposarem els asepctes fonamentals d'aquesta base

de dades, explicarem els origens de les dades i com estan organitzades.

La versi�o de la base de dades que farem servir durant aquest treball �es la 2.2.

de MIMIC-IV, que pren dades d'estades de pacients entre 2008 i 2019 [1]. Aquestes

dades s'obtenen de MetaVision, un sistema de gesti�o d'informaci�o cl��nica creat

per iMDSoft, que emmagatzema i mostra les dades al costat del llit dels pacients.

En aquesta �ultima versi�o de la base de dades s'utilitza �unicament MetaVision, a

difer�encia de MIMIC-III, que combina dades d'altres sistemes. A la secci�o 2.1.3

entrarem una mica m�es en detall en les difer�encies que hi ha entre MIMIC-IV i les

versions anteriors.

La creaci�o de la base de dades ha estat portada a terme, essencialment, en tres

passos [1]:

ˆ Adquisici�o : dels pacients admesos al departament d'emerg�encies o una de

les unitats de cures intensives BIDMC, n'extreuen les dades de les bases de

dades corresponents en cada cas. Creen una taula mestra amb tots els pacients

admesos entre 2008 i 2019 i �ltren les taules d'estades hospital�aries �unicament

per considerar estades d'aquest pacients.

ˆ Preparaci�o de les dades: rrealitzen una reorganitzaci�o del conjunt de dades per

a facilitar l'an�alisi de dades retrospectiu. Aquest pas engloba desnormalitaci�o

de les taules, eliminaci�o de registres d'auditoria, i reorganitzaci�o en un nombre

menor de taules. Tot i aix�o, han realitzat passos addicionals de neteja de les

dades, assegurant aix�� una representaci�o fefaent del conjunt de dades al m�on

real.
1https://physionet.org/content/mimiciv/2.2/icu/#files-panel
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ˆ Anonimitzaci�o : d'acord amb la Llei de Responsbiltiat i Portabilitat de l'As-

seguran�ca de Salut (Health Insurance Portability and Accountability Act,

HIPAA)[3], qualsevol dada que permeti identi�car als pacients ha de ser ano-

nimitzada. Els identi�cadors reals de les taules han estat substituits per xifres

aleat�ories, obtenint com a resultat nombres entersn anonimitzats per cada pa-

cient, hospitalitzaci�o i estada a la UCI. En els casos necess�aris, han aplicat

un algoritme d'anonimitzaci�o de text pla a les dades de text pla per eliminar

qualsevol tipus d'informaci�o sanit�aria protegida. Finalment, les dates i les

marques temporals han estat intercanviades de forma aleat�oria en un punt

del futur fent servir un increment en dies. Un �unic increment temporal ha

estat aplicat a cada pacient, de manera que per cada un d'ells, les dades tem-

porals s�on internament coherents [1].�Es a dir, la difer�encia entre dos unitats

de temps (del mateix pacient) del conjunt de dades originals es conserva en el

conjunt de dades anonimitzades. De forma contr�aria, per�o, les dades de dos

pacients diferents no s�on comparables pel que fa a unitats temporals. Dos

pacients admesos l'any 2130, no necess�ariament han estat admesos al mateix

any de la realitat .

2.1 Visi�o general de MIMIC-IV

La versi�o 2.2. de la base de dades de MIMIC-IV cont�e dades de 299.712 pacients,

431.231 admissions hospital�aries i 73.181 estades a la unitat de cures intensives. La

base de dades est�a dividida en 5 m�oduls en funci�o de la tipologia i l'origen de les

dades. Aquests s�on:

ˆ hosp: Dades generals a nivell hospitalari. Aquestes inclouen: informaci�o ge-

neral del pacient i les admissions, proves de laboratori, microbiologia i admi-

nistraci�o de medicaci�o.

ˆ icu: Dades d'estades a la unitat de cures intensives. Aquestes dades inclo-

uen les medicions fetes durant les estades a la UCI que provenen del sistema

MetaVision de iMDSoft. Les taules de MetaVision han esta desnormalitzades

per crear un sistema en forma d'"estrella"amb les taulesicustays i d items

com a eixos centrals [1]. Aquestes s'enllacen amb un conjunt de dades que

incorporen el su�x -events i que, com el seu nom indica, emmagatzemen da-

des referents als diferents esdeveniments que succeeixen durant l'estada a la
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UCI. Per exemple: inputevents inclou les entrades intravenoses i de 
uits i,

outputeventsinclou mesures fetes al pacient.

ˆ ed: Dades provinents del departament d'emerg�encies (ED) de l'hospital. Al-

geunes de les dades que incluen s�on: mesures de signes vitals o raons per a

l'admissi�o i el triatge.

ˆ cxr: Taules de cerca i metadades que enllacen MIMIC-IV amb el conjunt de

dades d'imatges m�ediques MIMIC-CXR. Les imatges d'aquest conjunt s�on

estudis de radiologies de pit. Aquests estudis poden contenir imatges des de

diferents angles i estar acompanyades d'informes de text pla semiestructurat.

ˆ note: Anotacions cl��niques compostes de text anonimitzat.

A continuaci�o aprofundirem en el contingut dels modulshospi icu que contenen

les dades m�es importants del conjunt i s�on amb les que utilitzarem al llarg d'aquest

treball. Detallem tamb�e els volums de les taules i els seus camps m�es importants.

2.1.1 M�odul hosp

Tal i com ja hem introdu•�t, el m�odul hospcont�e dades referents als registres m�edics

electr�onics (Electronic Health Records, EHR) dels pacients. Les medicions que s'hi

poden trobar s�on, majorit�ariament, fetes durant l'estada hospital�aria, si b�e algunes

d'elles s�on fetes fora[1].

Al m�odul hosp hi ha 21 taules, entre les quals hi trobem les taulespatients,

on hi ha dades demogr�a�ques dels pacients;admissions, per les hospitalitzacions i;

transfers, pet les transfer�encies intra-hospital�aries. En aquestes taules (i en d'altres)

trobarem els campssubject id, que �es un identi�cador �unic, enter, per cada pacient

i; hadm id, que �es un altre identi�cador enter que representa una �unica estada hos-

pital�aria corresponent a un pacient.

Com ja hem explicat, les dades temporals, per motius de privacitat, estan ano-

nimitzades. Aquestes es troben a les columnesanchor year i anchor year group. La

columna anchor year cont�e aquesta dada temporal anonimitzada, en un moment

entre els anys 2100 i 2200. La columnaanchor year group, en canvi, cont�e un rang

de tres anys entre 2008 i 2019 en el que va passar l'estada hospital�aria a la realitat.
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Per exemple, considerem un pacient amb un valor aanchor year de 2123 i aanc-

hor year group, de 2010-2012. Aquesta estada de 2123, realment ha tingut lloc en

algun punt entre els anys 2010 i 2012. A m�es, la columnaanchor age cont�e l'edat

del pacient l'any anchor year, si b�e els pacients m�es grans de 89 anys, apareixen

amb un valor de 91.

Altres informacions que podem trobar en aquest m�odul s�on medicions de la-

boratori, a les taules labevents i d labitems; cultius microbiol�ogics, a microbio-

logyeventsi d micro; administraci�o de medicaci�o, a emar i emar detail; prescripci-

ons m�ediques, aprescriptions i pharmacy; informaci�o hospital�aria, a diagnosesicd,

d icd diagnoses, proceduresicd, d icd procedures, hcpcsevents, d hcps i drgcodes; re-

gistres m�edics en l��nia, a omr i; informaci�o de servei, a services. A la Taula 1

podem veuer detallades les dimensions de cadascuna de les taules m�es importants

del m�odul hosp.

Taula Dimensions Contingut

admissions (431.231, 16) Informaci�o sobre estades de cada paci-
ent

diagnosesicd (4.756.326, 5) Diagn�ostic de cada admissi�o hospi-
tal�aria

labevents (58.131.956, 16) Resultats de proves de laboratori de ca-
da pacient

microbiologyevents (1.396.224, 25) Informaci�o sobre cultius microbiol�ogics

patients (299.712, 6) Dades demogr�a�ques de cada pacient

Taula 1: Resum de les taules m�es importants del m�odulhosp.
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2.1.2 M�odul icu

El m�odul icu cont�e les dades referents a les estades a la unitat de cures intensives

extretes dels monitors MetaVision. La taulaicustays cont�e les dades generals d'a-

questes estades, mentre que cada taula amb el su�x -events cont�e dades d'alg�un

tipus d'esdeveniment: datetimeevents, totes les dades temporals de medicions a

la UCI; ingredientevents, ingredients de les administracions que es fan al pacient;

inputevents, administracions que es fan als pacients;outputevents, medicions realit-

zades als pacients i;procedureevents, procediments duts a terme durant l'estada a

la UCI. A charteventshi trobem totes les dades de pacients durant l'estada a la UCI.

A la Taula 2 mostrem les dimensions de les taules principals del m�odulicu. En

cap��tols posteriors entrarem en detall en els valors que hi ha en aquestes taules.

2.1.3 Difer�encies amb versions anteriors de MIMIC

Respecte la seva predecessora MIMIC-III, MIMIC-IV incorpora certes millores, so-

bretot pel que fa a simpli�caci�o de l'estructura i l'incorporaci�o de nous elements

que ajuden a enriquir les dades [5].

Els origens de les dades ara s�on m�es actualitzats, contenen dades compreses

entre els anys 2008 i 2019, en contraposici�o a MIMIC-III que utilitzava dades dels

anys 2001 a 2012. En versions anteriors s'extreien les dades, a banda del sistema

MetaVision, del sistema CareVue. Ara �unicament queda MetaVision, cosa que

simpli�ca l'estructura eliminant les taules referents a CareVue.

L'estructura de la base de dades ha estat modi�cada per separar-la en m�oduls

i identi�car els origens de cada tipus de dades. A MIMIC-III, en canvi, totes les

taules formaven part d'un sol conjunt no diferenciat. Per exemple, en aquesta nova

versi�o, es presenta la taulacharteventsal m�odul icu per qu�e cont�e �unicament dades

de les estades a la UCI;labeventst�e un origen hospitalari, tot i contenir dades de

medicions i, per tant, es presenta de forma separada.

Un detall complet de tots els canvis realitzats al llarg de les diferents versions

de MIMIC, aix�� com de les diferents actualitzacions que ha sofert, pot ser trobat a
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Taula Dimensions Contingut

chartevents (313.645.063, 11) Total de dades de pacients durant l'es-
tada a la UCI

icustays (73.181, 8) Informaci�o sobre les estades a la UCI
de cada pacient

datetimeevents ( 7.112.999, 10)

Dades temporals de medicions a la UCI
per cada pacient

ingredientevents (12.229.408, 17)

I Ingredients de les administricacions

realitzades a la UCI

inputevents (8.978.893, 25) Administracions realitzades a la UCI
per cada pacient

outputevents (4.234.967, 9) Medicions realitzades a la UCI per cada
pacient

procedureevents (696.092, 22) Procediment realitzats durant l'estada
a la UCI de cada pacient

Taula 2: Resum de les taules m�es importants del m�odulicu.

la p�agina de la documentaci�o 2.

2.2 An�alisi exploratori de les dades

A continuaci�o ens proposem analitzar el conjunt de dades MIMIC-IV, explorant-

ne les caracter��stiques m�es importatns i com estan distribu•�des segons les diferents

tipologies de pacient. En particular, volem posar atenci�o en la llargada de l'estada

a la UCI (Length Of Stay, LOS) i la mortalitat.

Comencem explorant el m�odulhosp i com estan distribu•�des les edats dels pa-

2https://mimic.mit.edu/docs/iv/about/changelog/
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cients. A la Figura 1 podem veure el nombre de pacients per edat, la variable

anchor agede la taula patients. Observem com no hi ha entrades de pacients amb

edat < 18 i comja hem explicat, si tenen edat� 89, tenen per defecte el valor 91.

Figura 1: Nombre de pacients per edat

Podem considerar, tamb�e, veure la mortalitat en funci�o del rang d'edat mirant

la columna dod de la taula patients. Dels 299.712 pacients que hi al conjunt de

dades, un 90%, (270.636) no han tingut mort intrahospital�aria. Aqu�� cal notar que

dod, a MIMIC-IV, nom�es indica morts que han passat durant l 'estada a l'hospital,

a difer�encia d'altres versions on tamb�e s'hi recollien morts despr�es de l'alta hospi-

tal�aria. A la Figura 2 podem veure com tal i com indica la intuici�o, la mortalitat

augmenta quan agumenta l'edat dels pacients.

Per acabar aquest an�alisi inicial per edats dels pacients, midem com es comporta

la llargada l'estada a la UCI (LOS). A la Figura 3, mostrem un gr�a�c de dispersi�o

que mostra aquesta relaci�o. Podem veure tamb�e, que a nivell global, l'estada mit-

jana �es de 3,45 dies amb una desviaci�o est�andard de 4,92. Tenim una mediana de
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Figura 2: A l'esquerra: nombre de pacients i mortalitat per rang d'edat. A la dreta:
mortalitat total del conjunt de dades.

1.92 dies. Podem concloure, per tant, que en general l'estades a la UCI s�on curtes,

de menys d'una setmana, tot i que en el conjunt de dades en podem trobar de m�es

de 100 dies.

Figura 3: LOS per edat. A l'esquerra: diagrama de dispersi�o del LOS en funci�o de
l'edat. A la dreta: diagrama de caixa del LOS total del conjunt de dades.

A banda de �xar-nos en l'edat dels pacients tamb�e podem �xar-nos en el seu

diagn�ostic. A la taula diagnosesicd tenim el diagn�ostic per cada pacient i admissi�o

hospital�aria. A la columna icd codehi ha un codi segons ICD (International Coding

De�nitions) que representa un diagn�ostic concret, juntament amb la versi�o d'aquesta
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icd version diagn�ostics diferents diagn�ostics totals

9 9072 2766877

10 16757 1989449

Taula 3: Nombre de diagn�ostics per versi�o d'ICD a MIMIC-IV

codi�caci�o icd version. Al conjunt de dades, tenim codi�cacions 9 i 10. A la taula

3 veiem quants diagn�ostics tenim per cada versi�o ICD.

Cada admissi�o hospital�aria pot tenir m�es d'un diagn�ostic, ordenats amb ordre

de prioritat seqnum. Aquest ordre de priporitat �es indicatiu sobretot per valors

baixos, per valors alts, perd signi�c�ancia. Per una mateixa admissi�o, un diagn�ostic

amb seqnum = 6, pot no ser m�es prioritari que un diagn�ostic ambseqnum = 5 [5].

Els codis ICD poden ser classi�cats en cap��tols [6], denotant un rang m�es general

de diagn�ostics. A la Figura 4 veiem quantes admissions hi ha per cap��tol de la

versi�o ICD = 9 amb un seqnum = 1 (el m�es prioritari). Tamb�e hi podem veure la

mortalitat en funci�o d'aquests rangs. Per fer aquest c�alcul considerem la mort del

pacient si ha mort durant l'admissi�o que t�e aquell diagn�ostic.

Figura 4: Mortalitat per diagn�ostic, basat en ICD9.

Si b�e hi ha alguns d'aquests conjunts de diagn�ostics amb de�nicions vagues,

permet fer-nos una idea de com est�a distribu•�t el conjunt de dades. Veiem que els
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dos diagn�ostics m�es freq•uents s�on: Malalties del Sistema Circulatori (390-459) i

Lesions i Intoxicaci�o (800-999). Pel que fa a la mortalitat, podem veure que una

part signi�cativa de les morts venen per: Malalties del Sistema Circulatori (390-459)

i Infeccions i Malalties Parasit�aries (001-139).
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3 Introducci�o als models predictius

En aquesta secci�o ens proposem fer un rep�as a trav�es de l'evoluci�o dels diferents

models predictius d'aprenentatge autom�atic que s'han estat utilitzat i se seguei-

xen utilitzant. En particular, pretenem introdu•�r aquells conceptes que avui en

dia serveixen de base pels models m�es avan�cats que formen part de l'state of the

art d'aquest camp. Un d'aquests models s�on els LLM (Large Language Models o

Models de Llenguatge Extens) com GPT (Generative Pre-Trained Transformers o

Transormadors Generatius Preentrenats) que gaudeixen d'�amplia popularitat en el

moment d'escriure aquesta mem�oria.

En general, per�o, tot i l'inter�es que desperten aquestes tecnologies i la gran

diversitat d'aplicacions pr�actiques que implementen, en aquest treball volem posar

atenci�o sobretot en les tasques de classi�caci�o.

3.1 Conceptes previs

Abans d'entrar en mat�eria amb els models de predicci�o, ens veiem amb la necessitat

d'explicar una s�erie de conceptes te�orics previs.

De�nici�o 3.1. Sigui (
 ; F ; f f � 2 � g) un espai de probabilitats param�etric, amb

f � funcions de densitat, iX = ( X 1; :::X n ) observacions independents d'una vari-

able aleat�oria. Llavors, si les funcionsf � s�on cont��nues, de�nim la funci�o de

versemblan�ca com

L : 
 � � �! R+

L (� ) = L (� ; x1; : : : ; xn )

= f X 1 ;:::;X n (� ; x1; : : : ; xn )

=
nY

i =1

f X i (x i ; � )

(3.1)

Informalment, la funci�o de versemblan�ca ens indica com de plausible �es obtenir

aquestes observacions donat un determinat� 2 � . Podem extendre aquesta de�nici�o

a funcions no cont��nues.
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A continuaci�o introd•�m les de�nicions de tres funcions d'activaci�o que s�on uti-

litzades en models d'aprenentatge: la funci�o log��stica, la funci�o ReLU i la funci�o

tangent hipeb�olica.

De�nici�o 3.2. Sigui f : Rn �! R una funci�o (habitualment polin�omica de grau

1), llavors de�nim la funci�o log��stica com a un subtipus de funci�o sigmoidea

� (x) : Rn �! [0; 1] :

� (x) =
1

1 + e� f (x)
(3.2)

Fixem-nos que aquesta funci�o �unicament pren valors entre 0 i 1. Aix�o ens

resultar�a especialment �util per interpretar el resultat com a "percentatge de"quan es

m�ultiplica el valor per un altre terme. Ho veurem a la secci�o 3.4.

Figura 5: Exemple de funci�o log��stica

De�nici�o 3.3. De�nim la funci�o ReLU (Recti�ed Linear Unit) com

f : R �! R+

f (x) = max( x; 0) =

8
<

:
0 si x � 0

x si x > 0
:

(3.3)
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Figura 6: Exemple de funci�o ReLU

De�nici�o 3.4. De�nim la funci�o tangent hiperb�olica com

tanh : R �! [� 1; 1]

tanh(x) =
ex � e� x

ex + e� x
:

(3.4)

Figura 7: Exemple de funci�o tanh

Observaci�o 1. Fixem-nos que perf (x) = x, tenim tanh(x) = 2 � � (2x) � 1.
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3.2 Regressi�o Log��stica (LR)

El model de Regressi�o Log��stica (Logistic Regression, LR) com a classi�cador binari

pret�en predir quina etiqueta escau m�es a un vector de variables d'entradax =

(x1; :::; xn ) amb l'ajuda d'una funci�o log��stica. Per fer-ho, assigna etiquetes 0 i 1

que es corresponen amb els valors extrems de la funci�o log��stica.

�Es a dir, considerem la funci�of (x) : Rn �! R de�nida com

f (x) = b+
nX

i =1

wi x i ; (3.5)

on b; wi ; :::; wn 2 R. Anomenarem biax ab i pesos alswi . Fem servir aquesta

funci�o a la funci�o log��stica � (x) =
1

1 + e� f (x)
per determinar la versemblan�ca de

que la variable d'entradax 2 Rn pertanyi o no a la classe etiquetada amb 1.

A partir d'aqu��, ens trobem amb el problema de determinar quins s�on els millors

par�ametres (pesos i biaixos) que permeten determinar millor l'etiqueta per a cada

variable d'entrada. Existeixen diversos m�etodes que troben aquests par�ametres

�otpims. Aqu�� proposem el m�etode de descens del gradient minimitzant la funci�o de

p�erdua d'entropia creuada mitjana.

Suposem que tenim una mostra d'm observacionsx1; :::; xm i les seves etiquetes

corresponentsy1; :::; ym 2 f 0; 1g, i posem� = ( b; wi ; :::; wn ) pels par�ametres, llavors

podem de�nir la funci�o de p�erdua d'entropia creuada mitjana com

L(� ) = �
1
n

nX

i =1

(yi log(� (x i )) + (1 � yi ) log(1 � � (x i )) : (3.6)

i com ja hem dit volem trobar � que faci aquesta funci�o m��nima calculant a cada

pas el gradient deL respecte� .

3.3 Xarxes Neuronals Recurrents (RNN)

Suposem que com a variables d'entrada del model predictiu tenim dades de longitud

diferent i en les que l'ordre �es important. Per exemple una evoluci�o temporal de

valors com pot ser el canvi en el preu d'un producte �nancer o, en el cas d'aquest
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treball, les diferents mesures m�ediques fetes durant l'estada hospital�aria.

En aquests casos, no podem fer servir models senzills com la regressi�o log��stica

o les xarxes neurnoals "est�andard". Necessitem fer servir alg�un tipus de xarxa que

tingui en compte els valors passats.�Es a dir, que tingui mem�oria. Un cas de model

que compleix aquestes caracter��stiques s�on les Xarxes Neuronals Recurrents (Recur-

rent Neural Networks, RNN). En aquesta explicaci�o i en les posteriors assumirem

que el lector est�a familiaritzat amb els conceptes b�asics de les xarxes neuronals com

s�on el concepte de funci�o d'activaci�o (si b�e a 3.1 hem de�nit un parell d'elles) i

retropropagaci�o.

Considerem una seq•uencia d'entradax1; :::; xk ordenada ambx i 2 R . Per sim-

pli�car l'explicaci�o, assumim que les variables d'entrada s�on unidimensionals. A

cada tempst calculem la sortidaht+1 (anomenada estat ocult a tempst) a partir

dels pesosw i els biaxiosb per�o a difer�encia de les xarxes neuronals est�andard, aqu��

incorporem al c�alcul el valor de la capa anteriorht . �Es a dir, ht+1 t�e depend�encia

de x t per�o tamb�e de ht . Formalment,

ht+1 = � (f (x t ; ht )) ; (3.7)

on � �es una funci�o d'activaci�o i f , una funci�o lineal amb pesoswh; wx i biaix bk :

f (x t ; ht ) = whht + wxx t + b: (3.8)

Notem que els pesos i els biaixos s�on els mateixos per cada tempst.

Tal i com es fa amb les xarxes neuronals est�andard, aquests pesos s'actualitzen

amb retropropagaci�o minimitzant l'error mitjan�cant descens del gradient.

3.3.1 Problema de l'explosi�o i desaparic���o del gradient

Les xarxes neuronals recurrents presenten un problema: el de l'explosi�o/desaparici�o

del gradient. Considerem la xarxa neuronal que hem de�nit a 3.3. A cada pas de

recurr�encia calculem el gradient d'una certa funci�o de p�erduaL (W) respecte el

conjunt de pesosW:
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Figura 8: Con�guraci�o d'una RNN amb k = 3. A dalt sense desplegar. A baix
desplegada. Imatge extreta de [2]

@L
@W

=
kX

t=1

@L t

@W
: (3.9)

A partir de la retropropagaci�o, a cada pas actualitzem el valor deW fent

W  W � �
�

@L
@W

�
: (3.10)

A m�es, a cada tempst, podem posar la derivada parcial@L t
@W com

@L t

@W
=

@L t

@ht

@ht
@ht � 1

:::
@h2
@h1

@h1
@W

=

=
@L t

@ht

tY

s=2

�
@hs

@hs� 1

�
@h1
@W

(3.11)

i, com quehs = � (f (xs� 1; hs� 1)) = � (whhs� 1 + wxxs� 1 + b), podem calcular la

derivada dehs respectehs� 1, aplicant la regla de la cadena, com

@hs
@hs� 1

= � 0(whhs� 1 + wxxs� 1 + b)
@

@hs� 1
(whhs� 1 + wxxs� 1 + b) =

= � 0(whhs� 1 + wxxs� 1 + b)wh:
(3.12)

17



Substituint (3.12) a (3.11), tenim

@L t

@W
=

@L t

@ht

tY

s=2

(� 0(whhs� 1 + wxxs� 1 + b)wh)
@h1
@W

: (3.13)

Aix�o provoca que si � 0(whhs� 1 + wxxs� 1 + b)wh � 1, el gradient tendir�a a 0

r�apidament per valors grans det, fent que pas de retropropagaci�o sigui ��n�m i re-

du•�nt la converg�encia al resultat desitjat. A aquest fen�omen l'anomenem desaparici�o

del gradient.

Si, en canvi� 0(whhs� 1 + wxxs� 1 + b)wh �es un nombre gran (cosa que pot succe•�r

per valors grans dewh) el gradient creixar�a r�apidament generant el fen�omen de

l'explosi�o del gradient.

El problema de l'explosi�o del gradient fa que les xarxes neuronals recurrents

est�andard estiguin en des�us. En canvi, van sorgir noves t�ecniques que permetien

mitigar els efectes d'aquest problema. Una d'aquestes t�enciques s�on els LSTMs [19],

que introdu•�m a continuaci�o.

3.4 Long short-term memory (LSTM)

Les unitats LSTM (Long short-term memory)[19] s�on una mica m�es complexes que

les de les RNN est�andard i, a cada pas, a banda de connectar-se entre elles a trav�es

dels estats ocultsht , tamb�e es connecten a trav�es de la mem�oria a llarg termini. A

m�es, cada unitat, cont�e quatre capes de recurr�encia (cadascuna amb els seus pesos

i biaxos), a difer�encia de les RNN que �unicament en tenien una.

Prenem l'exemple de la unitat LSTM central de la RNN de la �gura 9. Tenim

dues entrades de mem�oria (le de llarg termini a dalt i la de curt termini abaix. Com

a sortides, tamb�e tenim la mem�oria a llarg termini i una mem�oria de curt termini

que es correspon amb l 'estat ocultht . Sigui x t l'observaci�o d'entrada de tempst;

Wf ; Wc; Wi i Wo els pesos de cada una de les capes de recurr�encia;ct , la mem�oria

a llarg termini a temps t ; ht , la mem�oria a curt termini o estat ocult a temps

t i; [ht � 1; xt ], el vector d'entrada a tempst. Llavors, tenim les quatre capes de

recurr�encia seg•uents representades a les �gures 9, 10, 11, 12 amb les seves funcions

d'activaci�o. S�on les seg•uents:
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Figura 9: RNN amb unitats LSTM. Imatge extreta de [4]

ˆ Porta d'oblit ( forget gate): Prenent com a refer�encia la �gura 10, la sortida

�es:

f t = � (Wf [ht � 1; xt ]); (3.14)

La forma d'interpretar aquest valorf t �es el percentatge de la mem�oria a llarg

termini de la unitat anterior ct � 1 que passar�a. Recordem que la funci�o� pren

valors entre 0 i 1.

Figura 10: Forget gate. Imatge extreta de [7]

ˆ Porta d'entrada (input gate): Prenem la �gura 11. La porta d'entrada cor-

respon a les capes 2 i 3. Obtenim els valors:
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~ct = tanh( Wc[ht � 1; xt ]) (3.15)

i,

i t = tanh( Wi [ht � 1; xt ]): (3.16)

Posteriorment calculem el producte ~ct � i t . �Es a dir la unitat amb tanh calcula

el valor que es sumar�a a la mem�oria de llarg termini.

Figura 11: Input gate. Imatge extreta de [7]

ˆ Porta de sortida (output gate): �gura 12. Calculem el valor

ot = tanh( Wo[ht � 1; xt ]): (3.17)

�Es a dir, calculem el percentatge de mem�oria a llarg termini que esdevindr�a

mem�oria a curt termini.

Finalment, calculem les sortides: la mem�oria a llarg termini

Figura 12: Output gate. Imatge extreta de [7]
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ct = ct � 1 � f t + ~ct � i t (3.18)

i la mem�oria a curt termini o estat ocult

ht = ot � tanh(ct ): (3.19)

A continuaci�o aprotem un parell de pinzellades de com resolen els LSTMs el

problema de la desaparici�o/explosi�o del gradient. Una explicaci�o una mica m�es

detallada pot ser trobada a l'article divulgatiu d'Arbel, N. [7].

Recordem que si tenim una RNN, podem calcular el gradient d'una funci�o de

p�erdua respecte els pesosW com

@L
@W

=
kX

t=1

@L t

@W
: (3.20)

A cada tempst, tenim la derivada parcial

@L t

@W
=

@L t

@ht

@ht
@ct

:::
@c2
@c1

@c1
@W

=

=
@L t

@ht

@ht
@ct

tY

s=2

�
@cs

@cs� 1

�
@c1
@W

:
(3.21)

An�alogament al que hem vist amb RNN tradicionals, �es el productori central el

que que fa que el gradient pugui desapar�eixer. Calculem quins s�on els valors dels
@cs

@cs� 1
en el cas d'LSTMs. Recodem quect = ct � 1 � f t + ~ct � i t . Llavors obtenim

@cs
@cs� 1

= A t + B t + Ct + D t ; (3.22)

on

A t = � 0(Wf [ht � 1; xt ])Wf ot � 1 � tanh0(ct � 1)ct � 1;

B t = f t ;

Ct = � 0(Wi [ht � 1; xt ])Wi ot � 1 � tanh0(ct � 1)~ct ;

D t = � 0(Wc[ht � 1; xt ])Wcot � 1 � tanh0(ct � 1)i t :

(3.23)

De forma col·loquial, el fet de tenir un gradient composat com a suma de quatre
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termes di�culta que aquests es facin tant petits que redueixin el gradient i desa-

pareixi. Tal i com est�a dissenyada la unitat LSTM, aquests termes es compensen

entre ells i per tant el productori
Q t

s=2

�
@cs

@cs� 1

�
no tendeix a 0 per valors grans de

k. Com diem, a l'article [7] hi ha m�es detall en els c�alculs i la demostraci�o.

El que ens interessa saber �es que podem afegir un component de mem�oria a

les unitats de les RNN per mitigar els efectes del problema de la desaparici�o del

gradient i crear xarxes m�es grans i complexes.

3.5 Transformers

A l'article Attention is all you need de Vaswani, A. et al. [8], se'ns introdu•�a

per primer cop una arquitectura de xarxa neuronal que bategen amb el nom de

Transformer. Aquesta arquitectura, originalment, estava enfocada a tasques de

processament de llenguatge per la traducci�o i, proposava un nou model de xarxa

neuronal sense fer �us de recurr�encia. Aquest prescindir de recurr�encia, permet no

haver d'introduir les dades d'entrada de forma seq•uencial, com feiem amb RNNs i

LSTMs, fent l'entrenament molt m�es paral·lelitzable i, per tant, redu•�nt el temps

d'execuci�o del proc�es de forma signi�cativa. Al llarg d'aquesta secci�o detallarem el

model descrit per Vaswani, enfocat a llenguatge, i que posteriorment ser�a adaptat

per Khader, F et al. per ser aplicat a dades cl��niques multimodals [10].

En aquest model, que segueix una estructuraencoder-decoder, el codi�cador

mapeja una seq•u�encia d'entrada de representacions simb�oliques (x1; :::; xn ) a una

seq•u�encia de representacions cont��nuesz = ( z1; :::; zn ), un element cada vegada. A

la �gura 13, podem veure un esquema general d'aquesta arquitectura on tant el

codi�cador com el descodi�cador fan servir capes deself-attention i fully-connected

punt a punt apilades.

Les pilesencoder i decoderque proposa Vaswni s�on:

ˆ Encoder: Composat deN = 6 piles de capes id�entiques amb dues subcapes

cada una: la primera un mecanisme deself-attention multi-head i la segona

una feed-forward. Despr�es de cada capa, tamb�e, s'aplica una connexi�o residual

conjuntament amb una normalitzaci�o.

ˆ Decoder: Composat tamb�e deN = 6 capes ident��ques i dues subcapes com a

l' encoder i, una tercera capa d'enmascarament que assegura que les predicci-

ons de la capai depenguin �unicament de les sortides connegudes a posicions

� i .
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Figura 13: Arquitectura Transformer. A l'esquerra l'encoder, a la dreta eldecoder.
Imatge extreta de [8].

En termes generals podem dir que una funci�o d'atenci�o �es aquella que proporci-

ona una sortida vectoraial per cada terna (query, key, value), on query, key i value

s�on tamb�e vectors [8]. Vegem que aquests noms ens evoquen conceptes d'�us de

bases de dades amb els que ja estem familiaritzats.

Vaswani et al. proposen dos tipus d'atenci�o:

ˆ Atenci�o escalada de producte escalar: siguinQ; K matrius composades per

vectors de midadk , corresponents a lesqueriesi les keys, i sigui V una matriu

composada per vectors de midadv, corresponent alsvalues. Llavors, la sortida

generada per l'atenci�o escalada de producte escalar �es

Attention( Q; K; V ) = softmax
�

QK T

p
dk

�
(3.24)

Una representaci�o d'aquesta funci�o est�a a 14a.

ˆ Atenci�o multi-head: en lloc de fer servir una �unica capa d'atenci�o de producte

escalar per vectorsquery, key i value de mida dmodel, decideixen projectar
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(a) Atenci�o escalada de produc-
te escalar (b) Atenci�o multi-head

Figura 14: Funcions d'atenci�o. Imatges extretes de [8]

linealment cada vector ah vectors de midadk i mida dv, aplicar-los una atenci�o

de producte escalar i concatenar-ne les sortides. Formalment, la sortida de

l'atenci�o multihead �es

MultiHead(Q; K; V ) = Concat(head1; :::; headn )W O; (3.25)

on headi = Attention( QWQ
i ; KW K

i ; V WV
i ), W Q

i ; WK
i 2 Rdmodel � dk , W V

i 2

Rdmodel � dv i W O 2 Rhdv � dmodel .

A la �gura 14b podem veure una representaci�o d'aquesta con�guraci�o.

Seguint l'estructura que podem veure representada a 13, l'altre subcapa que

fa servir l'arquitectura Transformer �es unafeed-forward fully-connectedaplicada a

cada posici�o de forma independent. Formalment,

FFN(x) = max(0 ; xW+ b1)W2 + b2: (3.26)

Finalment, tamb�e afegeixen una transformaci�o lineal i passen les sortides per
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una funci�o softmax per tal d'obtenir valors de probabilitat.

La capa que ens ha mancat explicar �es la de codi�caci�o posicional (positional

encoding a 13). Degut a prescinidir de recurr�encia i convolucions, l'arquitectura

Transformer necessita una forma d'injectar informaci�o sobre la posici�o en la que es

troba una determinada entrada [8].�Es per aix�o que per cada posiciopos, sumen a

l'entrada incrustada de midai ,

PE(pos;2i ) = sin( pos=100002i=dmodel ) (3.27)

PE(pos;2i +1) = cos(pos=100002i=dmodel ) (3.28)

3.6 M�etriques d'avaluaci�o

En aquesta secci�o, adjuntem l'explicaci�o de les m�etriques AUC-ROC i AUC-PRC,

que s�on comunment utilitzades per avaular tasques de classi�caci�o bin�aries (i poden

ser exteses a tasques de classi�caci�o multimodal). AUC (A rea U nder the Curve),

com el seu nom indica �es el valor de l'�area sota la corba, en aquest cas les corbes

ROC i PRC:

ˆ ROC (ReceiverOperating Characteristic) �es una corba que representa la VPR

(ra�o de veritables positius) en funci�o de la FPR (ra�o de falsos negatius). VPR

i FPR es de�neixen com:

{ V PR =
V P

V P + FN
, on V P �es el nombre de positius predits correctament

i FN el nombre de falsos negatius.�Es a dir, el denominador �es el nombre

total de positius reals.

{ FPR =
V N

V N + FP
, on V N �es el nombre de negatius predits correcta-

ment i FP el nombre de falsos positius.�Es a dir, el denominador �es el

nomber total de negatius reals.

ˆ PRC (Precision-Recall Curve ) �es una corba que representa la precisi�o (Pre-

cision) en funci�o de l'exhaustivitat (Recall). La precisi�o P i l'exhaustivitat R

es de�neixen com:

{ P =
V P

V P + FP
, on V P �es el nombre de positius predits correctament i

FP el nombre de falsos positius.

{ R =
V P

V P + FN
, on V P �es el nombre de positius predits correctament i

FN el nombre de falsos negatius.
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La taula de confusi�o 4 pot ajudar a clari�car aquests conceptes.

Real

Predit
Positiu Negatiu

Positiu VP FN

Negatiu FP VN

Taula 4: Taula de confusi�o

Fem servir els termes positiu i negatiu per designar la pertinen�ca o no a una

classe arbitr�aria.
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4 Treballs relacionats amb la predicci�o de la mor-

talitat

En aquest apartat exposarem altres treballs relacionats que intenten realitzar tas-

ques de predicci�o de mortalitat i LOS des de diferents punts de vista aplicant models

predictius d'aprenentatge autom�atic. Principalment, tractarem els treballsMulti-

task learning and benchmarking with clinical time series datade Harutyunyan et

al. [9] , que implementa RNN amb GRUs per realitzar tasques de predicci�o de

la mortalitat i; Medical transformer for multimodal survival prediction in intensive

care: integration of imaging and non-imaging datade Khader, F. et al. [10], que fa

servir transformers.

4.1 Breu exlicaci�o del benchmarking de Harutyunyan

L'article Multitask learning and benchmarking with clinical time series datade Ha-

rutyunyan et al. [9] ha esdevingut un punt de refer�encia per realitzar an�alisi com-

paratiu de models de predicci�o amb dades cl��niques. En l'article, utilitzen la base

de dades MIMIC-III i una arquitectura de model basada en LSTM per realitzar

quatre tasques de predicci�o:

ˆ Predicci�o de la mortalitat hospital�aria a partir de les primeres 48 hores d'una

estada a la UCI. Aquesta tasca est�a plantejada com a una tasca de classi�caci�o

bin�aria. La m�etrica d'avaluaci�o principal �es AUC-ROC.

ˆ Predicci�o de la descompensaci�o. �Es a dir mirar de predir si la salut d'un

pacient empitjorar�a notablement durant les pr�oximes 24 hores d'estada a la

UCI. La de�nici�o que fan aqu�� de la tasca �es predir la mortalitat en les seg•uents

24 hores per cada hora d'estada a la UCI. La m�etrica d'avaluaci�o principal �es

AUC-ROC.

ˆ Predicci�o de l'estada a la UCI (LOS): predir el temps que manca a la UCI

per cada hora d'estada. Es planteja aquesta tasca com a classi�aci�o en 10

classes o intervals de temps (una per estades inferiors a un dia, 7 segemnts de

llargada un dia per cada dia de la primera setmana, un segment per estades

entre 1 i 2 setmanes i, un segments per estades majors a 2 setmanes). La

m�etrica principal d'avaluaci�o �es el coe�cient kappa de Cohen.
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ˆ Classi�caci�o fenot��pica. Determinar quina de les condicions de cures agudes

s�on presents en una estada hospital�aria d'un pacient. La tasca �es una classi�-

caci�o m�ultietiqueta i la m�etrica d'avaluaci�o principal �es la mitjana AUC-ROC.

4.2 Aprenentatge per transfer�encia

Els models d'aprenentatge profund, com les RNN han demostrat �ampliament la

seva e�c�acia a l'hora d'efectuar diverses tasques de predicci�o amb dades cl��niques.

A banda d'altres problemes, aquests models s�on vulnerables al sobreajustament,

sobretot quan les dades d'entrenament s�on escasses.

Al llarg d'aquesta secci�o explicarem la soluci�o que proposen Gupta, P. et al.

[17]: l'aprenentatge per transfer�encia (transfer learning) aplicat a dades cl��niques.

D'acord amb els autors, l'aprenentatge per transfer�encia �es capa�c de mitigar el

fen�omen del sobreajustament al transferir el coneixement d'una xarxa ben entrenada

en una tasca, a una altra xarxa enfocada a una tasca similar per�o amb un volum

de dades d'entrenament for�ca inferior.

Ha estat demostrat que xarxes pre-entrenades poden ser utilitzades a un ampli

ventall de tasques de naturalesa similar[17]. Fins i tot, la transfer�encia de pesos

procedents de xarxes entrenades en tasques radicalment diferents pot arribar a ser

millor que l'inicialitzaci�o de pesos de forma aleat�oria.

Gupta, P. et al. proposen dues aproximacions a l'aprenentatge per transfer�encia:

(i) en primer lloc l'extracci�o de caracter��stiques d'una xarxa pre-entrenada (en

aquest cas, TimeNet [18]) i utilitzar-les per constru•�r models enfocats a una tasca

concreta i (ii) l'inicialitzaci�o d'una xarxa d'aprenentatge profund amb par�ametres

d'una altra xarxa pr�eviament entrenada i ajustar-la a partir de dades etiquetades

enfocant-la a la tasca objectiu. En aquesta secci�o, pretenem condensar de forma

m�es o menys breu, els resultats publicats per aquests autors.

4.2.1 La xarxa neuronal pre-entrenada TimeNet

La xarxa neuronal TimeNet pret�en ser una xarxa neuronal de prop�osit general apli-

cada expec���cament a extreure caracter��stiques de s�eries temporals [18]. Aquesta

xarxa ha estat entrenada amb 18 conjunts de dades diferents per�o ha demostrat de

ser de gran utilitat a l'hora de realitzar tasques de classi�caci�o amb 30 conjunts de

dades aliens als fets servir durant la fase d'entrenament.

TimeNet cont�e 3 capes recurrents amb 60 unitats recurrents controlades (GRUs)
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Figura 15: (a) Codi�cador-Descodi�cador TimeNet. (b) Extractor de vector de
caracter��stiques de TimeNet. Imatges extretes de [17].

cadascuna (no detallarem el funcionament de les GRU, nom�es cal saber que s�on

similars a LSTM 3.4) i, per tant, genera vectors de caracter��stiques de mida 180.

Tamb�e fa �us d'un codi�cador f E i un descodi�cador entrenats conjuntament a partir

d'un sistema seq2seq. Tal i com es mostra a la �gura 15, donat un conjunt de

dades d'entrada, aquestes es codi�quen per generar el vector de caracter��stiques

que far�a servir el classi�cador. Aquesta codi�caci�o permet obtenir, donat un input

de llargada variablex1; :::; x� , un vector de caracter��stiques de llargada �xazT =

f E (x1; :::; x� ; W E ) a partir del conjunt de par�ametres W E del codi�cador. Aquest

vector de caracter��stiques pot ser usat despr�es per entrenar un classi�cador m�es

senzill. �Es degut a la gran utilitat que proporciona TimeNet que Gupta, P. et al.

decideixen aplicar-la, enfocant-la a l'objectiu de la seva publicaci�o.

4.2.2 Escenaris a l'hora d'aplicar l'aprenentatge per transfer�encia

Considerem els conjunts de dades d'inst�ancies de s�eries temporalsDS i DT cor-

responents a uns conjunts origenS i objectiu T, amb DS = f (x i
S; yi

S)gNS
i =1 on els

x i
S := x i = f x i

1; :::; xi
� g, x i

t 2 Rn vectors n-dimensionals, s�on les s�eries tempo-

rals, yi
S := yi = f yi

1; :::; yi
K g 2 f 0; 1gK les etiquetes corresponents a la s�erie tem-

poral i K �es el nombre de tasques bin�aries de classi�caci�o. De forma an�aloga,

DT = f (x i
T ; yi

T )gNT
i =1 , tal que NT << N S i yi

T 2 f 0; 1g de tal manera que la tasca

objectiu �es una tasca de classi�caci�o bin�aria.

Direm que DS i DT s�on del mateix domini si elsn par�ametres deDS i DT s�on

els mateixos. Tamb�e direm que latasca de DS i DT �es la mateixa si el nombre de

classes objectiu ayS i yT �es el mateix i sem�anticament s�on equivalents.

A partir d'aqu��, Gupta, P. et al. plantegen dos escenaris:

29



1. Adaptaci�o del domini: DS cont�e s�eries temporals de m�ultiples dominis provi-

nents d'arxius p�ublics i D t cont�e s�eries temporals de dades cl��niques. L'ob-

jectiu �es entrenar una RNN de forma no supervisada amb el conjuntDS i

adaptar el model pre-entrenat a la tasca objectiu, fent servir el conjuntDT i

aplicant entrenament supervisat.

2. Adaptaci�o de la tasca: Tant DS com DT contenen s�eries temporals de dades

cl��niques tals que els par�amtres dexS i xT corresponen alsn mateixos camps

cl��nics (e.g. ritme card��ac, nivells d'oxigen, etc.) per�o, yS correspon a diverses

tasques iyT correspon a una tasca diferent per�o que mant�e algun tipus de

relaci�o amb les altres. L'objectiu en aquest cas �es pre-entrenar un model RNN

amb el conjunt DS via entrenament no supervisat en les diverses tasques de

yS i, adaptar-lo a la tasca objectiu fent servirDT via entrenament supervisat.

4.2.3 Adaptaci�o del domini

Per dur a terme la t�ecnica d'adaptaci�o del domini fent servir un extractor de ca-

racter��stiques de s�eries temporals pre-existent, TimeNet en aquest cas, tindrem en

compte dues consideracions clau: (i) ampliar TimeNet per realitzar tasques de clas-

si�caci�o de s�eries temporals m�ediques multivariants i (ii) adaptar les caracter��stiques

de TimeNet enfocades a tasques espec���ques del m�on m�edic. TimeNet pot ser adap-

tat a aquestes tasques afegint un classi�cador lineal tradicional abans de l'extracci�o

de caracter��stiques, com es mostra a la Figura 16.

Considerem el conjuntDT = f (x i
T ; yi

T )gNT
i =1 on x i

T �es multivariant i yi
T 2 f 0; 1g

tal que la tasca objectiu �es una tasca de classi�caci�o bin�aria iNT el nombre de

s�eries temporals. D'aquesta manera podem considerar una tasca de classi�caci�o

multi-etiqueta com un conjunt de classi�cacions bin�aries. A continuaci�o es detalla

la forma de construir una tasca de classi�caci�o bin�aria.

Per cada s�erie temporal multivariant x = f x1; :::; x� g on x t 2 Rn , consideremn

s�eries univariants x j = f x j 1; :::; xj� g, j = 1; :::; n. Fent servir el codi�cador f E de

TimeNet, per cadax j , obtenim el vector zj = f E (x j ; WE ) 2 Rc on c = 180 i aix��

obtenir el vector de caracter��stiquesz = [ z1; :::; zn ] 2 Rn� c.

Aquest vector z �es usat despr�es com a entrada al model de classi�caci�o. Com

que la mida del vector �es un nombre gran, amb l'intenci�o de quedar-nos amb les

caracter��stiques m�es rellevants, l'etiqueta que li assignem �es ^y = w � z, w 2 Rm . Els

pesosw s�on obtinguts mitjan�cant la funci�o LASSO:
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Figura 16: Escenari d'adaptaci�o del domini. Imatge extreta de [17]

Figura 17: Extracci�o de caracer��stiques amb TimeNet. Imatge extreta de [17]

arg min
w

1
N

NX

i =1

(yi � w � zi )2 + � jjwjj 1; (4.1)

on yi 2 f 0; 1g, � �es una constant de control dispersi�o ijjwjj 1 =
P n

j =1

P c
k=1 jwjk j

�es la norma L1.

Per determinar la rellev�ancia de cadascuna de lesn caracter��stiques en cru que

ten��em inicialment, podem computar elsscoresde rellev�anciar j , j = 1; :::; n a partir

dels pesosw:

r j =
cX

k=1

jwjk j: (4.2)

Podem normalitzar aquestsscoresvia min-max per obtenir
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r 0
j =

r j � rmin

rmax � rmin
2 [0; 1]: (4.3)

Gupta et al. entrenen RNNs de la forma que acabem de descriure fent servir com

a conjunt de dades MIMIC-III, amb n = 76 caracter��stiques en cru i mesures cada

hora durant 48 hores (� = 48) plantejant les tasques de predicci�o de (i) pres�encia

de certs fenotips i (ii) mortalitat hospital�aria i fent servir � = 0:0001. Obtenen els

resultats mostrats a les taules 5 i 6.

Predicci�o fenot��pica Micro AUROC Macro AUROC

LR 0.799 (0.796, 0.803) 0.739 (0.734, 0.743)

LSTM 0.821 (0.818, 0.825) 0.770 (0.766, 0.775)

TimeNet-48 0.812 (0.808, 0.815) 0.761 (0.757, 0.765)

TimeNet-All 0.813 (0.810, 0.817) 0.764 (0.759, 0.768)

TimeNet-48-Eps 0.820 (0.817, 0.824) 0.772 (0.768, 0.777)

TimeNet-All-Eps 0.822 (0.819, 0.825) 0.775 (0.771,0.779)

Taula 5: Resultats d'entrenament de l'escenari d'adaptiaci�o del domini per predicci�o
fenot��pica [17].

Predicci�o de mortalitat AUROC AUPRC

LR 0.848 (0.828, 0.868) 0.474 (0.419, 0.529)

LSTM 0.855 (0.835, 0.873) 0.485 (0.431, 0.537)

TimeNet-48 0.852 (0.831, 0.872) 0.519 (0.467, 0.571)

Taula 6: Resultats d'entrenament de l'escenari d'adaptiaci�o del domini per predicci�o
de mortalitat [17].

4.2.4 Adaptaci�o de la tasca

A difer�encia de l'escernari d'adaptaci�o del domini, l'escenari d'adaptaci�o de la tasca

consisteix en transferir l'aprenentatge adquirit a trav�es d'una s�eries de tasques a

una tasca objectiu relacionada amb aquestes. Durant aquesta secci�o explicarem

l'entrenament d'una RNN a la que Gupta et al. anomenen HealthNet [17] com a

classi�cador binari en m�ultiples tasques de forma simult�ania.
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ConsideremDS = f (x i
S; yi

S)gNS
i =1 i DT = f (x i

T ; yi
T )gNT

i =1 conjunts de dades de

mateix domini procedents d'una base de dades de registres cl��nics.xS �es una s�erie

temporal multivariant i yS 2 f 0; 1gK amb K el nombre de tasques de classi�caci�o

bin�aries, NT << N S i yT 2 f 0; 1g una tasca de classi�caci�o bin�aria. Llavors, el

procediment proposat per Gupta �es el d'incialment entrenar HealthNet en lesN

tasques deDS i considerar les aproximacions seg•uents per adaptar el model a la

tasca objectiu deDT :

1. Ajustar els par�ametres de HealthNet d'alguna forma adient per tal de que

sigui entrenada correctament en la tasca objectiu.

2. Entrenar un classi�cador de regressi�o log��stica m�es senzill enfocat a la tasca

objectiu i les caracter��stiques de HealthNet.

Figura 18: Escenari d'adaptaci�o de la tasca. Imatge extreta de [17]

Per a obtenir HealthNet entrenen una RNN multicapa ambL capes recurrents

que contenen unitats de recurr�encia per mapejarxS a yS com es mostra a la �gura

19.

Considerem ara,zt;l 2 Rh la sortida de la capa ocultal-�essima a tempst, zt =

[zt;1; :::; zt;L ] 2 Rm l'estat ocult a temps t i h el nombre d'unitats de recurr�encia a

cada capa,m = h� L. Llavors, els par�ametres de la RNN s�on obtinguts via descens

estoc�astic del gradient minimitzant la funci�o de p�erdua d'entropia creuadaL :

z� = f E (x : W 0
E ); ŷ = � (WCz�;L + bC ); (4.4)
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Figura 19: Entrenament de HealthNet. Imatge extreta de [17]

C(yk ; ŷk) = yk � log(ŷk) + (1 � yk) � log((1 � ŷk)) ; (4.5)

L = �
1

NS � K

NSX

i =1

KX

k=1

C(yk ; ŷk); (4.6)

on � (x) = 1
(1+ e� x ) �es la funci�o d'activaci�o sigmoide, ŷ �es un estimador per l'ob-

jectiu y, W 0
E s�on par�amtres de les capes recurrents iWC i bC s�on par�ametres de la

capa de classi�caci�o.

Fan servir els par�amteres de les capes recurrents de HealthNet (W 0
E ) i noves

capes de classi�caci�o bin�aria (W 0
C i b0

C ) per inicialitzar els par�ametres de la nova

RNN enfocada a la tasca objectiu. Per obtenir probabilitats de les classes de la

nova tasca de classi�caci�o fanyi = sof tmax (W 0
Cz0i

�;L + b0
C ), on z0i

�;L �es la sortida de

les unitats de recurr�encia a la �ultima capaL a l'�ultima unitat temporal � .

Siguin W 0
EF i W 0

ER els pesos no recurrents i recurrents de les capes recurrents.

Els par�ametres s�on entrenats alhora minimitzant la funci�o de p�erdua d'entropia

creuada amb regularitzador via descents estoc�astic del gradient. Considerem dues

t�ecniques de regularitzaci�o donades per models d'ajustament de p�erduaL 1 i L 2:

L 1 = �
1

NT

NTX

i =1

C(y; ŷ) + � jjW 0
EF jj 1; (4.7)

L 2 = �
1

NT

NTX

i =1

C(y; ŷ) + � jjW 0
EF jj 2; (4.8)

on ŷ �es la probabilitat de la classe positiva,jjW 0
EF jj =

P m
j =1 jWj j �es la norma

L1 i jjW 0
EF jj 2 =

P m
j =1 Wj

2 �es la norma L2.
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Finalment, donada una entradax 2 DT , l'estat z� �es el que Gupta et al. acaben

fent servir com a entrada per l'entrenament del model de regressi�o log��stica. La

probabilitat de la classe positiva l'obtenim com ^y = � (w0
Cz� + b0

C ), on w0
C i b0

C s�on

par�ametres obtinguts minimitzant la versemblan�ca de p�erduaL 0:

L 0 = �
1

NT

NTX

i =1

C(y; ŷ) + � jjw0
C jj 1: (4.9)

Tal i com fan amb l'escenari d'adaptaci�o al domini, en aquest escenari tamb�e

fan servir la base de dades MIMIC-III, ambn = 76 i � = 48. Considerem entrenar

HealthNet enfocada a la mateixa tasca de detecci�o fenot��pica que adaptaci�o del

domini per�o amb 20 dels 25 fenot��ps. Els altres 5 els faran servir per avaluar la

capacitat de transfer�encia de HealthNet a una nova tasca. A la �gura 20, en podem

veure els resultats.

Figura 20: Resultats de la class�caci�o aplicant adaptaci�o de la tasca [17]

4.2.5 Comparaci�o entre l'adaptaci�o de la tasca i l'adaptaci�o del domini

Per poder comparar els dos escenaris �es necessari aplicar-los a una situaci�o en que

tots dos es puguin aplicar. Per exemple, en un escenari en que no es tenen dades

de tipus m�edic el millor ser�a fer servir adaptaci�o del domini amb TimeNet[17]. Si

en canvi es tenen un nombre petit de caracter��stiques de tipus m�edic pot ser millor

considerar el fet d'entrenar una RNN enfocada espec���cament a l'ambit m�edic i

aplicar adaptaci�o de la tasca. Per comparar els dos escenaris, doncs, Gupta et a~n.

les tasques objectiu de detectar pres�encia o abs�encia de 5 fenotips i obtenim els

resultats de la �gura 21.

Quan comparem els dos escenaris, podem observar com, quan el nombre de

tasques origen es redueix, els resultats de l'adaptaci�o de la tasca s�on inferiors als

d'adaptaci�o del domini amb TimeNet. Quan hi ha prou dades originals, en canvi, el
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Figura 21: Comparaci�o d'escenaris d'aprenentatge per transfer�encia

rendiment s'equipara. Gupta, P et al. tamb�e remarquen que el cost computacional

d'adaptar TimeNet a dades m�ediques �es for�ca m�es barat i r�apid que el d'entrenar

un model com HealthNet de zero i despr�es ajustar-lo a la nova tasca. Els temps

amb les m�aquines fetes servir han estat de 10 minuts i 3 hores respectivament.

Despr�es de comparar els diferents m�etodes, queda pal�es que l'aprenentatge per

transfer�encia �es capa�c de proporcionar resultats molt positius i amb costos d'entre-

nament for�ca m�es baixos que els d'entrenar una RNN tradicional.
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5 Transformers m�edics per la tasca de predicci�o

de la mortalitat

L'�us de l'arquitectura de xarxes neuronals de Transformers, si b�e altament popular

en models de processament de llenguatge natural (LNP), presenta una bibliogra-

�a no massa abundant pel que fa a tasques de predicci�o amb dades cl��niques i,

espec���cament fent �us de la base de dades MIMIC-IV. Exemples d'�us d'aquesta

arquitectura per tasques de predicci�o cl��nica s�on:

ˆ Mortality prediction using medical time series on TBI patientsde Fonseca, J.

et al. [11], on s'explora la possibilitat d'utilitzar MIMIC-III per determinar

la mortalitat de pacients amb TCE (traumatisme cranioencef�alic) comparant

una arquitectura basada en transformer i en LSTM.

ˆ Medical transformer for multimodal survival prediction in intensive care: in-

tegration of imaging and non-imaging datade Khader, F. et al. [10], on es fa

�us de models basats en transformers per predir la mortalitat combinant dades

de registres m�edics de MIMIC-IV amb radiogra�es de pit de MIMIC-CXR.

�Es aquest �ultim article que detallarem a continuaci�o, sobretot, per aportar una

prespectiva aplicant a pacients amb un diagn�ostic m�es ampli i amb un conjunt

de dades m�es actualitzat. A l'article proposen tres experiments aportant diferents

tipus de dades per realitzar les tasques de predicci�o: (i) �us �unicament de registres

m�edics, (ii) �us �unicament d'imatges i (iii) �us combinat de registres m�edics i imatges.

Aquest primer experiment, a banda, el replicarem amb els nostres propis recursos

i estarem en disposici�o de comparar els resultats amb d'altres models predictius de

l' state of the art de la mat�eria aix�� com amb el benchmarking de Harutyunyan, H.

et al. [9].

Per processar les dades, de forma que es puguin inocorporar origens de dades

multimodals, segueixen el procediment marcat per Hayat, N.[14], incloent les 17

medicions cl��niques de la taula 7. Pel que fa al processament d'imatges, es nor-

malitzen les radioagra�es per seguir els est�andards marcats per ImageNet[15] i es

reajusten a una mida de 384� 384, que permetr�a que siguin usades en models pre-

entrenats. Finalment, la divisi�o de les dades consisteix en: conjunt d'entrenament,

72%; conjunt de validaci�o, 8% i; conjunt d'avaluaci�o, 20%.

Khader et al. proposen treballar sobre l'arquitectura transformer de Vaswani et

al. [8], dissenyant-ne un de nou al que anomenaran MeTra (Medical Transformer) i,
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Variable Tipus

Taxa de reompliment capil·lar Categ�orica

Pressi�o arterial diast�olica Cont��nua

Fracci�o d'oxigen inspirat Cont��nua

Escala de coma de Glasgow|obertura ocular Categ�orica

Escala de coma de Glasgow|resposta motora Categ�orica

Escala de coma de Glasgow|resposta verbal Categ�orica

Escala de coma de Glasgow|total Categ�orica

Glucosa Cont��nua

Freq•u�encia card��aca Cont��nua

Al�cada del cos Cont��nua

Pressi�o arterial mitjana Cont��nua

Saturaci�o d'oxigen Cont��nua

Freq•u�encia respirat�oria Cont��nua

Pressi�o arterial sist�olica Cont��nua

Temperatura Cont��nua

Pes corporal Cont��nua

pH Cont��nua

Taula 7: Llistat de medicions cl��niques escollides a [10] per realitzar els experiments
de predicci�o de la mortalitat que incorporen registres cl��nics.

en particular, pels problemes en que s'incorpora problemes de visi�o arti�cial, sobre

l'arquitectura de Dosovitsky et al. [13]. Com ja hem explicat a 3.5, els transformers

treballen amb tokens, �es per aix�o que MeTra pren variables d'entrada d'imatges

xCXR 2 RH � W , on H i W s�on l'altura i l'amplada; de les que extreu, mitjan�cant un

nucli de visi�o, les caracter��stiqueszCXR 2 RN � D , on N �es el nombre de tokens iD,

la dimensionalitat de la representaci�o latent de cada token. De la mateixa manera,

els vectors de par�ametres cl��nicsxCP 2 RK � T , on K �es el nombre de par�ametres

i T el nombre d'unitats de temps de la s�erie temporal, s�on projectats linealment

a xCP 2 RM � D per tenir la mateixa dimensionalitat que els tokens d'imatges. Les

dues representascions, llavors, s�on concatenades per obtenir la representaci�o latent

zMULTI 2 R(N + M )� D . Els mecansimse deself-attention que processa les variables

d'entrada, no t�e en compte els elements de la seq•u�encia. Per resoldre-ho, es de�-
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neixen N + M tokens de midaD que A continuaci�o tamb�e s'afegeix un token de

classe CLS pre�xat axMULTI i la representaci�o multimodal resultant �es processa

mitjan�cant un codi�cador transformer on les capes de deself-attention permeten

les transfer�encies intermodals. Finalment, un perceptr�o multicapa amb funci�o d'ac-

tivaci�o sigmoide genera la sortidapSURVIVAL , que indica la versemblan�ca de que

aquell pacient, durant aquella esta a la UCI, sobrevisqui o no. A la �gura 22 podem

veure un esquema de l'arquitectura.

Figura 22: Arquitectura de MeTra. Imatge extreta de [10]

Per la versi�o amb l'experiment que treballa �unicament amb registres cl��nics,

MeTra(CP) s'inicialitzen a 0 els valors corresponents axCXR i, de la mateixa manera,

per la versi�o que treballa �unicament amb imatges, MeTra(CXR), s'inicialitzen a 0

els valors corresponents axCP . Com a onjectiu d'entrenament es minimitza la funci�o

de p�erdua d'entropia creuada de la forma

L = y log(pSURVIVAL + (1 � y) log(1 � pSURVIVAL ); (5.1)

on y 2 f 0; 1g �es l'etiqueta real que indica la superviv�encia, essent 1 que el pacient

mor durant l'estada i 0 que el pacient sobreviu.

La mida del conjunt de dades d'entrenament que agafen per realitzar l'expe-

riment �es de 6.125 pacients de la versi�o 1.0 de MIMIC-IV (4.396 pacients d'en-

trenament; 472, de validaci�o i; 1257, de testeig), amb un percentatge de morta-
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litat del 16%. Les s�eries temporals corresponents a les medicions durant l'estada

hospital�aria, s'agafen totes durant les primeres 48 hores en intervals d'una hora.
�Es a dir, tindrem els vectors d'entradaxCP 2 R17� 48. Al repositori de github

https://github.com/FirasGit/MeTra hi ha el codi per reproduir els experiments.

A la taula 8 resumim els resultats obtinguts per Khader et al., en les dife-

rents versions de l'experiment, comparades amb altres models que realitzen tasques

similars, en termes d'AUCROC i AUCPRC. En algun d'aquests casos per�o, la com-

paraci�o s'ha de prendre amb pinces ja que no sempre s'estan utilitzant volums de

dades ni tipus de dades d'ordre similar, si m�es no, permet fer-nos una idea del

potencial que t�e l'arquitectura transformers per aquest tipus de tasques predictives.

M�etode AUCROC AUCPRC

MeTra(CP + CXR) 0.863 [0.835, 0.889] 0.594 [0.526, 0.662]

MeTra(CP) 0.785 [0.751, 0.819] -

MeTra(CXR) 0.811 [0.779, 0.841] -

Early 0.827 [0.801, 0.854] 0.485 [0.417, 0.555]

Joint 0.825 [0.798, 0.853] 0.506 [0.436, 0.574]

MedFuse (PT) 0.841 [0.813, 0.868] 0.544 [0.477, 0.609]

MedFuse (OPTIMAL) 0.865 [0.837, 0.889] 0.594 [0.526, 0.655]

MedFuse (RI) 0.817 [0.785, 0.846] 0.471 [0.404, 0.545]

Taula 8: Comparaci�o de resultats obtinguts en classi�aci�o de la mortailitat hospi-
tal�aria. Aquests models es fan servir de comparativa per qu�e tamb�e combinen dades
multimodals. Entre [ , ] hi ha indicat l'interval de con�an�ca del 95%.Els valors de
les m�etriques han estat extrets de [14][10].
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6 Experimentaci�o

Inicialment, en aquest punt del projecte, hav��em plantejat tres experiments per

determinar la mortalitat hospital�aria fent servir t�ecniques predictives que apliquin

models de classi�aci�o d'aprenentatge autom�atic diferents:

ˆ Replicar el primer experiment de Gupta et al.[17] (secci�o 4.2.3 ) utilitzant el

conjunt de dades actualitzat de la versi�o 2.2 de MIMIC-IV.

ˆ Realitzar l'experiment de Khader et. al [10] (secci�o 3.5) aplicant l'arquitectura

transformer �unicament a registres de medicions cl��niques i ampliant la mida

del conjunt de dades

ˆ Seleccionar un subconjunt de pacients que presentin una caracter��stica fe-

not��pica concreta per posar-nos en l'escenari d'adaptaci�o a la tasca (secci�o

4.2.4) utilitzant l'arquitectura transformer de Khader en lloc de RNN com fa

Gupta.

El primer experiment era relativament simple conceptualment: agafar una RNN

entrenada en s�eries temporals de tot tipus i plantejar l'escenari d'adaptaci�o al do-

mini (4.2.3) de la mateixa manera que Gupta et al. en la tasca de predicci�o de

mortalitat, per�o utilitzant MIMIC-IV, a difer�encia d'ells que utilitzaven MIMIC-III

i veure si, aquesta actualitzaci�o en el conjunt de dades millorava els resultats ob-

tinguts. Finalment, per�o, no ha pogut ser realitzat. Per fer-ho necessitavem una

implementaci�o d'alguna RNN entrenada en s�eries temporals com la TimeNet[18] de

Malhotra et al. tal i com feien Gupta, P. et al. No dispos�avem de prou capacitat

computacional per entrenar-ne una de zero i vam rec�orrer a buscar una RNNo�-

the-shelf. Fins on tenim const�ancia, els autors tampoc n'han proporcionat cap que

es trobi en disponibilitat per ser usada de forma p�ublica i tampoc n'hem trobat cap

que s'hi assembli en la forma i el prop�osit. Si b�e hem estat treballant amb dues im-

plementacions fetes per part dels usuaris de GitHub: paudan[20] i kirarenctaon[21],

despr�es de m�ultiples esfor�cos fallits no hem estat capa�cos d'adaptar-les a les nostres

necessitats.

Hem realitzat el segon experiment de Khader et al. (secci�o 3.5). Hem utilitzat

el codi que publiquen a la seva p�agina de github [16] i hem realitzat el processament

de les dades tal com marquen. Nosaltres per�o, per limitacions en termes d'espai de

capacitat computaciona i espai d'emmagatzematge, hem decidit utilitzar nom�es els

registres m�edics de MIMIC-IV en lloc de la combinaci�o de registes i imatges.�Es
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per aix�o que, aqu�� s��, hem decidit no limitar-nos als 6.125 que tenen els dos tipus

de dades i utilitzar 21.741 que sumen 25.083 estades a la UCI en total.

L'implementaci�o [16] ha estat realitzada fent servir els recursos de la llibreriaPy-

torch Lightning de Python, un framework d'aprenentatge profund per investigadors

per ser utilitzat de forma senzilla [22]. La con�guraci�o del model �es exactament la

mateixa que la de Khader 22. La divisi�o entre conjunt d'entrenament, de validaci�o

i d'avaluaci�o tamb�e ha estat la mateixa: 72%, 8% i 20% respectivament. Hem en-

trenat el model en 200 epochs i fent servir 30 �ls d'execuci�o a un Lenovo Thinkpad

amb un IntelCore i5.

Tampoc hem pogut realitzar l'�ultim experiment en que plantejavem entrenar

un model amb l'arquitectura transformer de Khader fent servir un subconjunt de

dades que presentin un tret fenot��pic concret fer�ne-tuning per adaptar el model

a un conjunt de dades m�es ampli i actualitzat com �es MIMIC-IV. L'objectiu era

veure com es podia aplicar l'escenari d'adaptaci�o a la tasca [17] (secci�o 4.2.4) a una

xarxa amb transformers en lloc de RNN. Finalment, per�o, degut a limitacions de

capacitat computacional i temps no l'hem pogut a terme. El temps per realitzar

l'entrenament era limitat i el segon experiment que hem realitzat havia suposat un

�us intensiu dels recursos (�gures 23,24 i 25) del Lenovo Thinkpad que era necessari

per a la realitzaci�o d'altres tasques.
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7 Resultats

Com acabem de descriure a l'apartat anterior, hem entrenat el model amb el disseny

de Khader, amb 200 epochs amb una mitjana de 30 �ls d'execuci�o diferents. El

temps total d'entrenament ha estat de 71 hores, 19 minuts i 40 segons repartits en

quatre etapes diferents en un processador 11th Gen Intel(R) Core(TM) i5-1135G7 de

2.42 GHz. Els resultats que hem obtingut en termes de precisi�o en la classi�caci�o,

sobre el conjunt d'avaluaci�o, fent servir les m�etriques AUCROC i AUCPRC el

podem veure a la taula 9.

AUCROC AUCPRC

0.808 [0.79, 0.826] 0.404 [0.394, 0.423]

Taula 9: Resultats obtinguts sobre el conjunt d'avaulaci�o pel transformer m�edic

Khader et al. repeteixen l'experiment 100 vegades, nosaltres �unicament l'hem

realitzat un cop. Pel que fa a classi�caci�o, tot i les poques dades de les que dispo-

sem, el resultat �es positiu. El model entrenat obt�e resultats en termes de precisi�o

en la classi�caci�o, fent servir les m�etriques d'avaluaci�o AUCROC i AUCPRC, que

estan al nivell dels de Khader [10] i Hayat [14], els resultats dels quals es mostren

a la taula 8, essent entrenat �unicament amb registres cl��nics. Pel que fa a e�ci�encia

de l'entrenament, no tenim refer�encies amb que comparar-ho (Khader et al. no

proporcionen dades sobre els temps d'exeuci�o), per�o entenem que les 71 hores que

ens ha trigat �es un temps massa elevat. Hipotetizem que, tot i el temps que ha

trigat l'entrenament, degut a la naturalesa paral·lelitzable de l'arquitectura trans-

former, aquest ha estat m�es curt del que hauria estat l'entrenament, en les mateixes

condicions de hardware i mida de les dades, d'un model amb una arquitectura RNN.

De totes formes, suposem que aquest temps s'explica en gran mesura a les limi-

tacions de maquin�aria de la que hem disposat. Un altre factor que pot haver allargat

el temps d'entrenament �es la grand�aria del conjunt de dades (unes 3.5 vegades m�es

gran que el de Khader), per�o altra vegada, no tenim amb qu�e comparar-ho.
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