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Abstract

This paper proposes a solution to the problem of clustering large amount of web
documents. The Hadoop framework, implementation of MapReduce distributed
programming paradigm, developed by Google, plays a very important role in this
field due to its scalability and ease to parallelize software. This is the reason why it
is used in this project.

Meanwhile, K-means clustering algorithm is easily adaptable to MapReduce pro-
gramming model and provides proper results for web documents. The documents
will be represented as a frequence vectors of terms and keywords and this is what
algorithm needs to work.

The developed software uses Hadoop in order to perform both tasks which make
up the overall process: document processing and the clustering. Web documents
are in HTML, which is not suitable for K-means. It is necessary preprocess them to
extract descriptors and to pass them to the clustering algorithm. This is the first
part of the process.

The second part, K-means on Hadoop, goes beyond typical Hadoop execution,
using most of the tools which Hadoop provides to make document clusters, from

descriptors obtained from first part of the process.
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Resum

Aquest treball proposa una soluci6é a la problematica del clistering web per grans
volums de documents. El framework Hadoop, implementacié del paradigma de
programaci6 distribuida MapReduce, desenvolupat per Google, juga un paper molt
important en aquesta disciplina per la seva escalabilitat i la facilitat per paral-lelitzar
un software. Es per aix0 que és el que sutilitza en aquest projecte.

Per la seva banda, ’algorisme de clistering K-means és facilment adaptable al
model de programacié MapReduce i proporciona uns resultats adients pels docu-
ments web. Els documents quedaran representats com a vectors de freqiiencies de
termes i paraules clau o keywords i és el que li cal a 'algorisme per funcionar.

El software desenvolupat fa servir Hadoop per tal de dur a terme les dues tasques
que globalment conformen el procés: el processament dels documents i el clustering.
Els documents web vénen en format HTML, cosa que no és adequada pel K-means.
Cal preprocessar-los per extreure els descriptors i poder passar-los per 'algorisme
de clustering. Aquesta és la primera part del procés.

La segona part, 'algorisme K-means sobre Hadoop, va un pas més enlla de
I’execuci6 tipica d'un programa Hadoop, fent servir la majoria de les eines que déna
el framework per realitzar les agrupacions dels documents, a partir dels descriptors

obtinguts de la primera part del procés.
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Capitol 1

Introduccid

1.1 Motivacid

Big Data. En els darrers anys aquesta expressié s’ha anat estenent en I’ambit de
les ciencies de computacid. Es defineix Big Data com un conjunt de técniques per
emmagatzemar, capturar i processar, en un temps raonable, una gran quantitat de
dades!.

L’evoluci6 dels dispositius mobils, com smartphones o tables, ha propiciat la
generacié de quantitats de dades immenses en 'ambit casola i domestic. Al 2011,
es generaven 200 milions de tweets al dia [8]. Fent un calcul rapid, aixd suposa al
dia la generacié de 28GB de dades?.

Un dispositiu mobil pot recollir la seva posicié GPS i enviar-la a un servidor per
fer un registre i analitzar a posteriori patrons de moviment o trajectories. Si aixo es
fa per cada dispositiu, el volum de dades passa a ser ingent.

Pero Big Data no només és present al mén de la mobilitat. El Gran Col-lisionador
d’Hadrons (LHC), a Ginebra, disposa 150 milions de sensors que proporcionen dades
40 milions de vegades per segon. A més, cada segon es produeixen 600 milions de
colisions de les quals, deprés d’haver filtrat el 99.999%, només 100 sén d’interes.
Anualment, i encara treballant amb menys del 0.001% de les dades generades, aixo
es tradueix en 25 petabytes® abans de la replicacié i 200 petabytes després de la
replicacié.

Es troben encara més exemples d’is de Big Data [11]:

e Originariament, decodificar el genoma huma comportava 10 anys de processa-

ment. Actualment s’ha aconseguit en 1 setmana.

IData sets amb una mida de lordre de centenars o milions de gigabytes.
2En realitat en sén més, perque s’ha considerat que cada caracter ocupa 1 byte.
31PB = 1.0007'B = 1.000.000GB
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Volum

-Terabytes
-Registres
-Transaccions
-Taules, fitxers

Velocitat Varietat
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-Streams

Figura 1.1: Les 3 Vs del Big Data. No tan sols es tracta de grans quantitats de dades,
sino també de la varietat de les mateixes i la rapidesa amb la que aquestes dades han de
ser tractades.

e El NASA Center for Climate Simulation (NCCS) emmagatzema 32 petabytes

d’observacions climatiques i simulacions.

e [’Administracié Obama va posar en marxa la Big Data Research and Deve-
lopment Initiative, que investiga com el Big Data pot ser usat per abordar els

problemes importants que afronta el govern.

e Amazon gestiona milions d’operacions al dia. El nucli d’Amazon el suporten
les tres bases de dades sobre Linux més grans del mén, amb capacitats de

7.8TB, 1857 B i 24.7TB.

e Facebook gestiona 50 mil milions de fotos dels seus usuaris.
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Figura 1.2: Procés de tractament de les dades. De la recopilacié de dades crues es vol
estreure un coneixement.

Totes aquestes dades a priori, en el moment de recollir-les, sén crues. Necessiten
refinament per convertir-les en informacié que generi un coneixement (figura 1.2).
Necessiten ser processades. Com s’ha dit, el mon del Big Data també aborda les
tecniques de processament d’aquestes dades i s’ha generat una necessitat de noves
tecniques, nous paradigmes i nous frameworks per tal d’abordar aquests problemes
d’una forma eficient i relativament senzilla i no només focalitzant la implementaci6
de 'algorisme que resol el problema. Frameworks que aposten per la paral-lelitzacié
de les dades contra la optimitzacié computacional, ja que arriba el moment en que
és millor tenir més unitats computacionals per grans volums de dades. MapReduce
i Apache Hadoop avui en dia aporten el suficient nivell d’abstraccié i la poténcia ne-
cessaria per dur a terme tasques de programacié paral-lela i distribuida, aconseguint

adaptacions d’algorismes al paradigma MapReduce.

1.2 Descripcié del problema

A la secci6 1.1 s’ha fet esment a diversos problemes i situacions que comporten
grans volums de dades i que son relativament recents. Pero no s’ha tingut en comp-
te escenari més evident perdo que més desapercebut passa, possiblement per la
seva trivialitat. I és la manera més senzilla amb la que un usuari pot accedir a la

informacié del mon global que és el d’Internet: la World Wide Web.

Comptabilitzar la quantitat de dades web és una feina impossible i inexacta a
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raé de que les pagines han deixat de ser estatiques. PHP, entre d’altres, i JavaScript
generen els documents web de forma dinamica amb un contingut emmagatzemat en
una base de dades. Per tant, el nombre de pagines o la quantitat d’espai fisic que
ocupa el conjunt de documents web és arbitrari. Degut a aquest fet, la cerca de
continguts web ha hagut d’adaptar-se a la dinamicitat de la xarxa. Els bots dels
cercadors fan un recorregut de la xarxa per mitja dels enllagos entre documents web,
i d’aquesta manera indexar les pagines a posteriori. Si les pagines sén dinamiques
s’ha de fer un recorregut pels enllagos d’accés que generen un contingut o un altre.

D’altra banda, la cerca propiament dita ofereix els resultats de la query d’usuari
contrastats amb un index. La cerca es podria facilitar si els documents web, a
part d’indexats, estiguéssin categoritzats o agrupats a priori, de tal manera que es
reduiria I'index de cerca, éssent el nombre de documents menor en una categoria que
tot un index. Es pot enfocar des del punt de vista contrari: fer agrupacions en els
resultats d’'una cerca per tal de facilitar un accés previ als continguts de la mateixa.
Fins i tot, fora del marc de la cerca de pagines web, és d’interés agrupar-les a partir
del contingut i construir directoris de webs. El repte és oferir aquestes agrupacions
per un nombre inmens de documents web.

A part de la cerca de documents propiament dita, 1’oferiment de resultats rela-
cionats suposa un refor¢ molt positiu i 1til en el marc de la recerca d’informacio
i el fet de tenir un conjunt de pagines englobades en una mateixa categoria pot
proporcionar aquests resultats relacionats de forma més eficient i acurada, polint la
qualitat de la cerca. Tot i que cercadors geneérics com Google no precisen aparent-
ment d’aquesta caracteristica pel fet de ser cerques més generiques, pot interessar
realitzar 'agrupacié de documents en un sol website per tal de categoritzar-los.

Existeixen molts algorismes d’agrupacié o clustering. K-means n’és un d’ells, el
qual proporciona agrupacions de forma no supervisada. Per la seva banda, Hadoop
MapReduce permet una implementacié de I'algorisme K-means per agrupacions de
gran quantitat de pagines web. La unié d’aquests conceptes permet desenvolupar

una solucié per oferir cerques més acurades o directoris web, entre d’altres.

1.3 Contribucio

Els objectius d’aquest projecte posen en comu el clistering web i el Big Data. Es
proposa una implementaci6é sobre el framework Apache Hadoop de l'algorisme K-
means per 'agrupaciéo de documents web, havent-los indexat a priori.

Més especificament, els objectius son:

e Aprenentatge del framework Apache Hadoop i del paradigma MapReduce per
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a la programaci6 paral-lela i distribuida per grans volums de dades.

e Implementacié d’un software d’indexacié de documents web amb Apache Ha-

doop.

e Implementacié de I'algorisme K-means per clistering web amb Apache Hado-

op.

1.4 Resum dels capitols

1.4.1 Analisi del problema

En aquest capitol s’introdueixen les diferents bases dels conceptes que es fan servir
en aquest projecte aixi com d’alternatives a la tria que s’ha realitzat per portar a
terme la solucié del problema. Es fara un repas de 'algorisme K-means. Tot seguit,
es contemplara el paradigma MapReduce i la seva implementacié més coneguda:

Hadoop.

1.4.2 Disseny

Una de les parts més importants en el desenvolupament de software és la d’elaborar
un model abstracte de 'aplicacié que es vol implementar a posteriori: el disseny.
Aquest model representa el que es vol implementar sense entrar en detall de com
s'implementa a nivell de plataforma. En aquest capitol s’exposa quin és el disseny

de la soluci6 software del projecte.

1.4.3 Implementaci6

La posta en escena d'un disseny és la seva implementacié. D’implementacions n’hi
pot haver tantes o més com plataformes en les quals dur-les a terme. La imple-
mentaci6é del disseny ha de ser tant fidel i optimitzada com sigui possible, de tal
manera que les limitacions de la plataforma siguin minimes. En aquest capitol es
revisara quina ha estat la implementacié del disseny proposat per aquest projecte,
aptopant al codi I'explicaci6 sense arrivant a verure-ho per tal d’aclarir allo que no

hagi quedar del tot clar en I'explicacié del disseny.

1.4.4 Experimentacio i resultats

L’obtencié de resultats experimentals pot donar una aproximaciéo de la qualitat

del software desenvolupat a més de donar peu a unes conclusions que podrien no



6 CAPITOL 1. INTRODUCCIO

esperar-se. En aquest capitol s’explica quins experiments s’han realitzat amb el

software desenvolupat a més d’altres aspectes d’interes relatius al projecte.

1.4.5 Conclusions i treball futur

En aquest darrer capitol s’examinaran les fites plantejades a 'inici i s’oferira una
conclusi6 englobant del projecte sencer. A banda es realitzaran propostes de treball
futur destinades tant a millorar el software com a construir-ne de nou a partir

d’aquest.



Capitol 2

Antecedents i analisi del problema

En aquest capitol s’introdueixen les diferents bases dels conceptes que es fan servir en aquest projecte
aixi com d'alternatives a la tria que s'ha realitzat per portar a terme la solucié del problema. Es
fara un repas de |'algorisme K-means. Tot seguit, es contemplara el paradigma MapReduce i la seva
implementacié més coneguda: Hadoop.

La cerca en documents web ha suposat una eina indispensable des de l’aparicid
d’Internet, pero si es remunta en el temps, la cerca eficient d’un patré en una cadena
de caracters és un dels problemes més populars, més basics i més abordats en les
ciencies de la computacio. El sol fet que aquestes son les bases de la cerca es mereix
un esment en aquesta memoria.

L’accés a una determinada informacié ha sigut vital al llarg de 'existencia de
la xarxa. Mirant enrere, en I’'epoca dels primers cercadors, les querys s’atenien de
forma trivial, llencant-les contra un index que contrastava la cadena de la query
amb el contingut d’un document i oferia els resultats de forma seqiiencial. No va ser
fins ’aparicié del PageRank de Google que aquests resultats s’oferiren amb un ordre
de rellevancia no basat en el contingut. Per la seva banda, apareixren directoris
de webs que ofereixen una classificacio, duta a terme de dues formes: supervisada
o no supervisada. El fet que la primera exigeixi un entrenament previ fa que la
construccié categorica sigui farragosa i poc practica, donada la dinamica de canvi
constant que té Internet.

Eines com les tag clouds [10], que sorgiren per la categoritzacié de pagines, poden

ser contruides a partir de termes comuns en subconjunts d’un conjunt de documents.

2.1 Antecedents del Machine Learning

Diverses propostes sobre aquesta area parlen de realitzar agrupacions basades en

el contingut de documents sobre el resultat d’una cerca. Alguns, com a [12], sobre

7
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els snippets retornats pels motors de cerca i d’altres, com [6], sobre el conjunt de
documents sencers que retorna una cerca.

Comparant algorismes de clistering, a [12] se n’esmenten diversos. Els algorismes
AHC (Agglomerative Hierarchical Clustering) sén els més citats en la literatura,
pero no sén bons candidats quan la col-leccié de documents és prou gran, arribant
a complexitats de O(n?) o fins i tot O(n?) segons el metode. Es demostra que
aquests algorismes son lents per tal de fer agrupacions d’un miler de documents
[12]. D’aquesta manera, es passen a considerar els metodes de clistering linial per
la seva major velocitat. Fa especial émfasi en K-means, amb complexitat O(nKT)
(on n és el nombre de documents, K és el nombre de clusters desitjats i T és el
nombre d’iteracions). El problema d’aquest metode és que els clisters han de tenir
una forma esferica, cas que no es déna sempre si es tracten documents.

Deixant de banda el contingut dels documents, existeixen altres tecniques per fer
agrupacions. A [4] es fa la proposta de realitzar una agrupacié basada en l'estructura
dels documents: en el DOM. Les caracteristiques dels documents vindrien donats per
I'estructura del DOM i les diverses propietats que tenen, com la posicié d’elements,

I'estil, etc.

Algorithm 1: Algorisme K-means [9]

Input: E = {ej,e,...,e,} (items per agrupar)
k nombre de clusters
Output: C ={cy,ca,...,¢,} (conjunt de centroids)
L=A{l(e)le=1,2,...,n} (conjunt d’etiquetes de clister de F
begin
foreach ¢; € C' do
| ¢ < e; € E (p.e. sellecci6 arbitraria)
end
foreach ¢; € F do
| l(e;) < argminDistancia(e;,c;)j € {1,...,k}
end
canviat < false; iter < 0; repeat
foreach ¢; € C do
| ActualitzaCluster(c;)
end
foreach ¢; € E do
minDist <— argminDistancia(e;, ¢;)j € {1,...,k}
if minDist # l(e;) then
| I(e;) < minDist canviat < true
end

end

until canviat = true;
end
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2.1.1 K-means

El primer pilar del projecte és I'algorisme K-means (Algorisme 1), un dels més
populars algorismes de classificacié no supervisada. Es parteix d’'un nombre K de
clusters definit a priori i la definicié de les caracteristiques dels items per agrupar.
Per comencar, I'algorisme defineix un nombre K de centroides que han de tenir les
mateixes caracteristiques d’un item. Es calcula la distancia de cada item amb cada
centroide i s’assigna I'item al centroide més proper. A partir de la mitjana (mean)
dels items assignats a cada centroide, es recalculen els centroides. Aquest procés
és iteratiu i s’atura quan els centroids recalculats no es mouen respecte la iteracio
anterior. La part de calcul de distancies és la més costosa a nivell computacional
i més si les caracteristiques dels items sén moltes. Si es consideren n objectes que
es volen assignar a k clusters a cada iteraci6é 'algorisme du a terme nk calculs de

distancia.

2.2 Tecniques Big Data

Pel que fa a la implementaci6 paral-lela i distribuida de ’algorisme que es faci servir,
existeixen diverses eines viables per a la implementaci6. Llibreries com OpenMP,
OpenMPI i OpenCL ofereixen un marc de possibilitats pel desenvolupament d’apli-
cacions paral-lelitzables'. Tot i aquestes eines, Google desenvolupa un paradigma
de programaci6 paral-lela adaptable a gran quantitat de problemes: MapReduce. A
més, existeixen diverses implementacions d’aquest paradigma, pero la més popular
és Hadoop, de la Apache Software Foundation. El que comporta la utilitzacié de
Hadoop és la transparencia al programador pel que fa a transferéncies per xarxa
i gesti6 distribuida de fitxers, la qual cosa comporta una descarrega important de
treball.

2.2.1 MapReduce

MapReduce és un model de programacié distribuida desenvolupat per Google amb
I'objectiu de permetre el processament paral-lel i distribuit de grans quantitats de
dades. El paradigma rep el seu nom de les dues funcions en les que es basa (map
i reduce) i la seva implementacié més adoptada i més desenvolupada és Hadoop,
la qual es veura amb més detall en futures seccions. Val a dir que encara que la
solucié de molts problemes pot tenir una implementaci6 amb MapReduce, no tots

els algorismes es poden paral-lelitzar, o adaptar-los al paradigma. A més, el fet

1OpenMPI és I'inic que permet programacié distribuida.
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de treballar generalment amb grans quantitats d’informacié fa que es facin servir
sistemes de fitxers distribuits (DFS — Distributed File System).

MapReduce basa les seves entrades i sortides i el seu model de dades en parells
clau-valor (K — V) els quals sén processats per les funcions map i reduce, escrites
per l'usuari. L’entrada i la sortida de les dues funcions és un conjunt de parells
(K — V). La funcié map és executada de forma paral-lela en els diferents nodes del
cluster. Rep els parells (K — V') del sistema de fitxers, els processa, i en genera un
altre conjunt intermedi. Un cop processades les entrades i generades les sortides,
aquestes s’agrupen les que tinguin la mateixa clau. D’altra banda, la funcié reduce,
que pot ser executada també en paral-lel pero generalment en menys nodes, recull
totes aquestes sortides agrupades de map de forma que aqui, als parells (K — V),
K1 correspon a una de les claus i V;, a una llista agrupada de valors amb la mateixa
K;. Aquest conjunt de valors se sol reduir a un altre valor més petit o a un conjunt
de valors més petit. Tipicament, la sortida de reduce és la sortida del programa
MapReduce.

map (ky,vy) — list (ka, ve) 2.1)
reduce (ka, list (vg)) — list (vy) .

Per il-lustrar millor el principi de funcionament d’aquest paradigma convé con-
siderar el seglient exemple: Suposar un fitxer de text i considerar un programa
MapReduce que compta els mots d’aquest fitxer de text. Suposar que 'entrada del
programa son les linies del fitxer, de tal forma que la funcié map (Algorisme 2) es
cridara tants cops com linies tingui el fitxer i reduce (Algorisme 3) es cridara un cop

en aquest cas.

Algorithm 2: Funci6 Map
Input: £ = (K, L) on K és arbitrari i L una linia de text.
Output: M = (W,1)
begin
for w € L do
| outIntermediate(w,int(1))
end

end

Notar que els tipus de sortida de map i els d’entrada de reduce son els mateixos.
En 'exemple, la funcié map emet una ocurrencia de cada paraula que troba i reduce

les suma. Per veure-ho més clar:

Notacid. Denotar (K, V) com un parell clau-valor amb K com clau i V' com valor.
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Algorithm 3: Funcié Reduce
Input: M = (W, N) on W sén paraules i N un conjunt de 1.
Output: R = (W, K)
begin
result «<— 0 for k € N do
| result «— result + k
end
out(W, result)
end

Denotar tl com una linia de text i t; com un mot del text.
1. L’entrada de map sera ("7, tl).

2. La sortida de map sera (t1,1), (t2,1), ..., (tn, 1)

3. L’entrada de reduce sera (tq,[1,1,1,1,1,1,1,....1]) ...

4. La sortida de map sera (ty,sum ([1,1,1,1,1,1,1,...,1])) ...

Arquitectura MapReduce

La figura 2.1 mostra l'arquitectura d’elements basics d'una aplicaci6 MapReduce.
Com s’observa, les maquines del claster, o nodes, es divideixen en un node master
i diversos nodes workers. El master és l'encarregat de repartir les tasques map i
reduce als altres nodes workers i aquests, s’encarreguen de portar-les a terme.
Entrant en detall, I'algorisme MapReduce [5] segueix el segiient esquema (els

numeros es corresponen amb els de la figura 2.1):

1. Es parteixen els fitxers d’entrada en M peces, que pesen tipicament entre 16

i 64MB, mentre es distribueix una copia del programa a cada node.

2. Una de les copies del programa és el procés master. La resta de workers esperen
a rebre tasques del master. Aquest envia tasques Map o Reduce als workers

que en aquell moment no tinguin cap tasca assignada (idle).

3. Un worker al que se li assigni tasca Map llegeix 'entrada de la particiéo d’en-
trada que li correspongui. Transforma cada particié en un parell clau-valor
que sera l'entrada de la funcié map. La funcié genera un conjunt intermig de

parells clau-valor que quedan emmagatzemats en un buffer.

4. De forma periodica, els parells al buffer intermedi es particionen en R con-
junts, la ubicacié dels quals és retornada al master. Aquest és responsable de

retransmetre aquestes ubicacions als workers encarregats de tasques reduce.
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Figura 2.1: Representacié d’una arquitectura MapReduce distribuida [5] amb un node
Master i cinc Workers. Com s’observa els map workers processen els splits d’entrada
i generen les dades intermedies que processen els reduce workers per generar la sortida
final.

5. En el moment en queé un reduce worker és notificat pel master de les ubicacions
intermedies, llegeix les dades per mitja de crides remotes del disc dur dels map
workers. Quan es llegeixen les dades, es combinen els parells de forma que

queden agrupats els valors amb la mateixa clau.

6. Ja a la funcié reduce, s’itera sobre els valors d’una mateixa clau i s’escriu part

de la sortida.

7. Quan s’acaben les tasques de map i reduce, el master desperta el procés d’u-

suari i es retorna de la crida MapReduce.

Després de I'execucié, la sortida queda emmagatzemada en R particions en un o
diversos fitxers a disc. Aquesta sortida, a més, pot servir com a entrada per una

altra crida MapReduce.

2.2.2 Hadoop

Apache Hadoop és un altre dels pilars principals d’aquest projecte, juntament amb
MapReduce i el K-means. Inicialment desenvolupat per Yahoo i actualment per

Apache Software Foundation, Hadoop és un framework open source que ens permet
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executar aplicacions distribuides MapReduce de forma abstracta, és a dir, el pro-
gramador no s’ha de preocupar de l'intercanvi de missatges entre nodes del clister,
pas de dades, etc. Es, dones, un framework d’alt nivell, si es compara, per exemple,
amb OpenMPI.

Les aplicacions es poden executar sobre una maquina en local o sobre un cluster
de maquines, tot depenent de la configuracié que s’esculli. Apache [3, 1] especifica

tres configuracions, de les quals només una és realment util:

e Configuracio local. Aquesta configuracié és només d’un sol node i és la que
ve per defecte al paquet descarregable i consta d’un sol node al qual s’executa
un sol procés. S'utilitza per comprovar que la instal-lacié de Hadoop es fa de

forma correcta.

e Configuracié pseudodistribuida. Aquesta configuracié és també d’un sol
node. La diferencia és que s’executa més d’un procés al node. Es la configu-

racid que s’ha fet servir per desenvolupar les aplicacions.

e Configuracié de claster. Es la configuracié de treball de Hadoop. Miltiples

processos son executats en multiples maquines d’un clister.

Hadoop es distribueix juntament amb el Hadoop Distributed File System o HDFS.
Com el nom indica, és el sistema de fitxers distribuit que s’utilitza per emmagat-
zemar les dades de forma logica, és a dir, el conjunt d’emmagatzematges fisics dels
diferents nodes de treball conforma una tnica unitat logica en la qual s’emmagatze-
men les dades de les tasques MapReduce. La forma d’emmagatzemar les dades i la
ubicaci6 fisica dels fitxers és transparent al programador, la qual cosa permet tenir
un disc dur virtualment infinit si es considera un cluster de maquines infinites. Per
gestionar grans volums de dades aixo ¢és ideal.

Cadascun dels clusters HDFS (Figura 2.2) es conformen d’un servidor anomenat
Namenode que gestiona l’espai de noms del sistema de fitxers, determina el ma-
peig dels blocs als Datanodes i regula ’accés. Els altres nodes sén els Datanodes i
s’encarreguen de el propi emmagatzematge de dades i la gestioé dels blocs.

HDEF'S fa servir una politica de replica de les dades per tal de mantenir un backup.
Les repliques es distribueixen a través de la xarxa i son normalment tres. Aixo ho
hereta del Google File System, el qual manté una politica de una escriptura — multi-
ples lectures, que és un tipus d’accés per dades que no requereixen ser continuament
actualizades.

La detecci6 i gestié de caigudes del sistema també esta implementada a Hadoop,

aixi com en HDFS. Quan un node que executa una tasca falla, Hadoop ho detecta



14 CAPITOL 2. ANTECEDENTS I ANALISI DEL PROBLEMA

Secondary
Namenode
A
Y Operacions de
metadades
Namenode (@ _____
Operacions de Escri
bloc scriptura Lectura
Rack 1 / ¢ \ / Rack 2
Datanode 1 Datanode 2 Datanode 3 Datanode 5 Datanode 6

AN K ~~d___|_-- 7
\ /

Replicacié

Figura 2.2: Arquitectura del HDFS amb un node primari (Namenode) i cinc nodes
d’emmagatzematge (Datanode). El namenode gestiona les rutes de les particions dels
fitxers i els processos d’usuari interactuen amb les dades.

i re-executa la tasca en un altre node actiu. A més, crea una copia dels blocs de
dades perduts a partir de les repliques que ja té. Existeix pero, un risc de fallada
del sistema, i és en el cas que el Namenode caigui. Tot i que es pot configurar un
Namenode secundari, aixd no garantitza robustesa al 100% en aquest punt, ja que
el secundari s’encarrega de mantenir snapshots de l'estat del primari per facilitar
una recuperacio rapida i reiniciar el Namenode primari.

Per a la correcta execucio de les tasques map i reduce, Hadoop fa servir un motor
d’execucié MapReduce que assegura tant I'execucio de les tasques com la tolerancia
a caigudes. Cada conjunt d’execucié MapReduce es denota com a Job. El motor
manté un Job Tracker, encarregat del control d’execucié dels Jobs. Les aplicacions
client envien les peticions de traball al Job Tracker i aquest gestiona i controla
I'execuci6 i distribueix les tasques entre els Task Trackers, encarregats de 1’execucid
de cada tasca map o reduce. Si una tasca map falla o és massa lenta, s’assigna a un
altre node. Si falla una tasca reduce les dades intermedies dels mappers, executats
a priori, poden ser utilitzades per un altre reducer. Aquesta configuracié modular i
amb independencia de tasques afavoreix la robustesa del sistema.

Amb aquest sistema s’aconsegueix la implementacié MapReduce de Hadoop.
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Figura 2.3: Job Hadoop MapReduce. El procés d’usuari interactiia amb el job tracker, el
qual realitza 'assignacié de tasques map i reduce els nodes task tracker. Els task tracker
executen les tasques map i reduce i interactuen amb el HDFS per a I'entrada i sortida de
dades.

Notar que tant la figura 2.1 i la figura 2.3 sén equivalents, pero la segona esta en el
context i amb la nomenclatura de Hadoop.

El framework disposa d’interficies per definir tipus propis que permeten la seri-
alitzacio i el pas de les dades. A més a més, es déna també la possibilitat de definir

els formats d’entrada i sortida propis, la qual cosa implica més flexibilitat.

2.3 Conclusioé de ’analisi

Concluint aquesta seccid, s’exposa que finalment s’ha triat fer el clistering amb
K-means sobre el framework Hadoop, tot i que I'algorisme, com s’ha vist, no és el
més ideal, pero si que és rapid. La unié d’aquests dos conceptes ha d’oferir com a

resultat final una aplicacié que s’ajusti al problema del Big Data.
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Capitol 3

Disseny

Una de les parts més importants en el desenvolupament de software és la d'elaborar un model
abstracte de I'aplicacié que es vol implementar a posteriori: el disseny. Aquest model representa
el que es vol implementar sense entrar en detall de com s'implementa a nivell de plataforma. En

aquest capitol s'exposa quin és el disseny de la solucié software del projecte.

Recopilar pagines web i fer un data set a partir de les mateixes és una tasca relati-
vament facil. Tot i aixi, la premisa inicial és que es disposa d’un data set de pagines
web! sobre les que poder realitzar el clistering. Tenint aquest fet en compte, cal-
dra que el software que s’implementi preprocessi aquestes dades (pagines web) per
obtenir uns vectors de caracteristiques els quals fara servir I'algorisme K-means. La
conclusid és que tot aquest procés es divideix en dues fases: la fase d’indexacié i la
fase de clustering.

Cada fase es tradueix en una aplicacié executada sobre Hadoop de forma se-
qitencial (primer I'indexador, després 'agrupador), en la qual es genera una entrada
i una sortida (figura 3.1).

Per fer el disseny, s’ha de tenir en compte el model de programacié que es vol
utilitzar (MapReduce) i quina sera l’algorismia del programa (K-means). Per tant,
s’ha de idear una aplicacié que posi en comu els dos conceptes. En les seglients
seccions, es descriura el model de cadascuna de les dues aplicacions, aportant una
idea general de com s’han adaptat els conceptes perque encaixin i poder dur a terme
després una implementacié que doni una solucié al problema.

Val a dir que a banda de concebre un bon disseny des de zero, cal coneixer
quines sén les eines que es pretenen fer servir (Hadoop, en aquest cas) per a poder
optimitzar la implementacié de la millor manera possible. L’avantatge de Hadoop
en aquest punt, des del punt de vista de la programaci6, és que la seva API té

una correspondéncia molt gran amb el paradigma que implementa (MapReduce),

1A la xarxa es poden trobar miltiples conjunts de pagines web recopilades per crawling.

17
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Figura 3.1: Execuci6 gobal del procés. Les pagines web s’indexen i es construeix un tnic
index amb tots els vectors de caracteristiques dels documents. Aquests vectors després es
passen al programa de clustering, que fa les agrupacions.

en comparacio amb altres eines que per limitacions del llenguatge o la plataforma
poden no ser tant facils de programar. Aquest fet afavoreix que el disseny i la
implementacié mantinguin, encara més, una distancia més estreta i que, per tant,
la implementacié a partir del disseny sigui quelcom més trivial.

A continuacié es presenten les seccions que expliquen el disseny de les dues apli-
cacions del procés. Totes dues segueixen un model MapReduce per poder accelerar
el temps de processament. La primera aplicacié, com s’ha citat anteriorment, es
correspon amb l'indexador de pagines, el qual aglutina i preprocessa els documents
web. Abans, pero, de parlar de I’aplicacid, convé fer una explicacié de les dades i de

com han d’entrar a ’algorisme K-means per tal que siguin utils.

3.1 Les dades: representacié de caracteristiques

Recordant el que s’ha dit en la introduccié d’aquest capitol, les dades d’entrada i
de les quals es disposa, es conformen d’un conjunt de documents HTML extrets per
mitja d'un procés de crawling previ. Aixi doncs, cada pagina es representa en aquest
punt com un document HTML (amb els tags, els elements, etc.).

Per tal de realitzar el cltustering, cada document ha de quedar expressat en forma
de vectors de caracteristiques (figura 3.2), als quals f6s possible aplicar una mesura
de distancia. El dilema es coneixer que es vol comptabilitzar, és a dir, quines sén

les metriques per tenir en compte i expressar els vectors.
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Figura 3.2: Representacié vectorial dels documents. Cadascun dels documents queda
representat per un vector numeric de caracteristiques.

En els cas de fitxers o documents de text, el més trivial és comptabilitzar les
aparicions dels mots. I és, de fet, la opcié que es tria en aquest disseny. Amb tot,
dos documents seran semblants i, per tant, pertanyeran al mateix clister si tenen els
suficients mots en comu i en quantitats similars. Aquests vectors de freqiiéncies han
de tenir la mateixa mida per tots els documents, i és per aixo que a I'index s’han
d’aglutinar tant termes com documents, de tal forma que en cada vector apareguin
tots els termes, encara que el document no en tingui uns quants (figuren amb valor
0).

A banda dels termes, els quals es tenen en compte al tag HTML body, en els
documents web, a la capgalera, sovint s’hi troba més informacié que queda invisible
al resultat final pero aporta informaci6é del contingut de la web, de cara a la web
semantica. Aquesta informacié podria ser també recollida en I'index i formar part
del vector de caracteristiques dels documents, afegint-ho al vector de termes. Ara
bé, no tota la capcgalera és ttil. Un dels tags comuns per afegir informacié semantica
és el tag meta, el qual és utilitzat, entre altres usos, per afegir keywords a la pagina
(per qilestions d’indexaci6 de cercadors i posicionament).

Aixi, aquestes keywords passaran a formar part del vector de caracteristiques,
aportant més informacio per agrupar. Tanmateix, 1'is d’aquestes keywords comporta
un problema i és que en no tots els documents web hi figuren, fet que pot provocar
soroll a I'hora de mesurar distancies. Es per aixo que a la mesura de les distancies
se li haura de donar un pes tant als termes com a les keywords per pal-liar aquesta

diferéncia.
En conclusié, cada document queda expressat com un conjunt de dos vectors

(figura 3.3) en els quals figuren les freqiiencies tant de termes com de keywords. La

distancia entre els vectors amb els pesos, donara la diferencia entre documents.
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Figura 3.3: Representacié vectorial dels documents amb keywords. Cadascun dels do-
cuments queda representat per dos vectors, un de termes (t) i un de keywords (k). A la
figura, fk_ i indica la frequiencia de keywords en un document per la keyword i per m
keywords en total i ft_ ¢ indica la freqiiéncia de termes en un document pel terme ¢ per n
termes en total. Generalment m < n.

3.2 Indexador

A la seccié 3.1 s’ha parlat de com s’han de representar les dades. Ara que queda
clar quina ha de ser la sortida de l'indexador, en aquesta seccié s’explicara com

aconseguir aquesta sortida seguint el model MapReduce.

S’ha de tenir ben present com es volen repartir les tasques Map i Reduce al llarg
del procés, és a dir, quines parts del codi es poden realitzar en paral-lel (map) i

quines d’aquestes tenen dades en comi o que necessiten ser agrupades (reduce).

L’aproximacioé més senzilla a quines han de ser les entrades dels maps, és fer que
cada document en sigui una. Cada document, doncs, sera processat per un map. El
procés constara de la neteja del codi propi de HT'ML i la obtenci6 de la informaci6
que és d’interes: el text del cos i les keywords. La ID del document (url) i els vectors
propis del document de termes i de keywords formen el conjunt del document

processat. Aquest és el codi paral-lelitzable.

Malauradament, de reducer només n’hi pot haver un, ja que cal aglutinar tots
els termes i totes les keywords per tal d’obtenir els vectors amb el total de carac-
teristiques. D’aquesta manera, 1’entrada del reducer sera una llista de documents
processats. A partir d’aquest conjunt, s’ha de construir I'index complet. Aquest
index constara d’una matriu per termes i una matriu per keywords. Cada fila de les
matrius representara un document i cada columna, el terme o la keyword de torn.
Cada cel-la, doncs, sera la freqiencia en la qual un terme/keyword apareix en un

document.
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3.2.1 Filtratge de 'index

Un cop recopilades totes les caracteristiques, és necessari un procés de filtratge
per a l'index sencer. Aquest filtratge elimina el soroll que poden causar termes
que no siguin definitoris pel clistering. Que un terme no sigui definitori vol dir
que proporciona informacié erronia a les caracteritiques d’'un document, podent fer
entrar en un cluster un document que no hi ha d’entrar. Existeixen dos casos pels

termes no definitoris:

e El terme no apareix en un minim de documents. Per exemple, un
terme que només apareix en un document, o en un percentatge molt petit de
documents, no aporta cap informacié per fer el clistering, ja que es tracta d’un
terme tan exclusiu que no serveix de res comparar-ho amb els altres documents

que no el tenen, que sén la majoria.

e El terme apareix en la majoria de documents. En aquest cas, el pro-
blema rau en qué aquests termes sén tan comuns que fan que els documents
s’assemblin massa. A I'hora de fer el clistering, aquests termes s’han d’elimi-

nar, o contrariament, tots els documents aniran a parar al mateix cluster.

Un cop estudiats els casos que s’han d’eliminar cal, havent construit I'index, de-
terminar quines soén les caracteristiques que s’han d’eliminar. Per fer-ho cal comp-
tabilitzar les columnes de les matrius anteriors i comptar quantes cel-les sén > 0,
o d’altra manera, aquells documents que contenen aquesta caracteristica. Un cop
obtinguda la mesura, cal fer la ra6 del nimero d’ocurréncies entre el niimero total
de documents (3.1) i comprovar que estigui entre un maxim i un minim. Si no es
compleix aixo, el terme s’elimina.

r; = im0 TZJ|TU >0 (3.1)

Ndocs

Amb I'index contruit i filtrat, la sortida del reducer ha de ser el parell de matrius

de caracteristiques, les quals s’escriuen a disc (HDFS).

3.3 Agrupador (clistering)

La segona aplicacio és el proposit del projecte i és 'aplicacié que fa les agrupacions,
el clastering. Implementa 1’algorisme K-means adaptat al paradigma MapReduce
i és la part del procés amb més carrega computacional. En aquesta seccid s’expli-
ca el disseny d’aquesta aplicacio, que per entendre’l, s’ha de passar a veure com

s'implementa K-means amb MapReduce.
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Identificar el codi paral-lelitzable és el primer pas i és el més important, perque
defineix estructura base del programa. Es el primer que s’explicard en aquesta
secci6. Aixo passa per identificar les parts del codi en les quals no existeixen les
dependencies entre les dades. Normalment, aquestes parts es corresponen amb els
mappers.

Si s’examina ’algorisme K-means (algorisme 1) hi ha una part que facilment es
pot correspondre amb el model dels mappers i és el calcul de la distancia de cada
mostra (document) amb cada centroide. Si s’observa, no hi ha dependeéncia de cap
dada, ja que per calcular aquesta distancia només cal llegir dades que sén constants.
Aix{ doncs, cada mapper calcula la distancia entre un document (o conjunt de
documents) i cada centroide i assigna, a partir d’aquestes distancies, el document a
un centroide (cluster).

El que s’obté d’aixo és un conjunt de K centroides amb una llista de documents
assignats. Aquest model (figura 3.4) és ideal per passsar-ho des dels mappers als
reducers i fer que cada reducer recalculi cada centroid a partir de les llistes de

documents assignats que té.

Document
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Cenods | G |s2|sa|s7]-[sm]|
amb documents -
assignats v 2
| Recalcul nou centroid | P
e
8
Y

Nou
centroid

Figura 3.4: Iteraci6 de K-means amb MapReduce. Cada mapper calcula la distancia
dels documents amb cada centroide i ’assigna a un cltster. Els reducers recalculen cada
centroide.

Pel que fa a les entrades i sortides de cada iteracio, el mapper rep un conjunt de
descriptors de documents, els quals es processen. La sortida queda conformada amb

un identificador del centroid (key) i el document o documents assignats a aquest
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centroide (value). Pel que fa el reducer, a l'entrada reb l'identificador de centroide
(key) amb la llista de documents assignats (value) i a la sortida déna la url d’un
document (key) amb I'identificador del centroid assignat® (key).

El que s’explica fins aqui es correspon amb una iteracié de l'algorisme. Pa-
ral-lelitzar un procés iteratiu no és senzill (existeix una dependéncia de dades entre
iteracions), pero si es paral-lelitzen les seves iteracions de forma independent s’acon-
segueix un millor rendiment.

Amb tot, cada iteraci6 de 'algorisme consistira en un job MapReduce que es
llengara des d’un programa controlador (figura 3.5). Aquest programa és 'encarregat
de la gestio de cada job i és qui manté el bucle de K-means, comprovant a cada
iteracid que es compleix la condicié d’aturada. La condicié és que la diferencia
entre els centroides d’una iteracio i ’anterior no canvien o que s’arriba a un nombre
maxim d’iteracions. A part del control del bucle, 'aplicacié gestiona els parametres

necessaris (alguns itroduits per 1'usuari) per I'execucio.

INICI

Inicialitzacié
centroides

Si NO

Han canviat
els centroides i
queden iteracions?

Documents
agrupats

FINAL

Figura 3.5: Programa controlador. El flux d’execucié contempla diversos jobs MapRe-
duce, fent que cada job sigui una iteracié del K-means. El programa controla la condicié
d’aturada, que en aquest cas és comprovar que els centroides han canviat de forma suficient
entre una iteracié i una altra. La ’Iteracié K-means es correspon amb la figura 3.4.

Escriure
centroides
vells

Llegir
centroides
nous

Iteracié K-means
(MapReduce)

2Recordar que a banda de passar els centroides assignats es recalculen els nous per la segiient
iteracié.
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CAPITOL 3. DISSENY



Capitol 4

Implementaci6

La posta en escena d'un disseny és la seva implementacié. D'implementacions n'hi pot haver tantes
o més com plataformes en les quals dur-les a terme. La implementacié del disseny ha de ser tant
fidel i optimitzada com sigui possible, de tal manera que les limitacions de la plataforma siguin
minimes. En aquest capitol es revisara quina ha estat la implementacié del disseny proposat per

aquest projecte, apropant al codi I'explicacié sense arrivar a verure-ho per tal d'aclarir allo que no

hagi quedar del tot clar en I'explicacié del disseny.

MapReduce pot tenir moltes implementacions. Una d’elles és Hadoop, pero n’hi ha
més. De forma més o menys analoga, el disseny proposat anteriorment pot tenir
diverses implementacions. Per exemple, enlloc de Hadoop es podria haver fet servir
un altre framework, fent que la implementacié canvii drasticament respecte a la que

aqui es proposa. Tot i aixi, el disseny, en general, s’ha de manternir.

Veure la capa d’implementacié suposa baixar el nivell d’abstracci6, és a dir,
observar el programa de forma més propera al codi que no pas si només es té en
compte el disseny. No obstant, no cal baixar a nivell de codi per entendre com s’ha

implementat el programa, i és per aixo que aqui el codi tampoc s’explicara.

Aquest capitol, doncs, esta estructurat de forma similar a l’anterior, fent una
explicaci6 del flux d’execuci6é de cada programa pero a un nivell més baix. Natural-

ment, no es pretén puntualitzar cada aspecte concret dels programes.

Sera important, a més, fer mencions especials a conceptes o aspectes relacionats
amb Hadoop i com el framework gestiona dades i funcionalitats. El sistema dis-
tribuit de fitxers de Hadoop, HDFS, juga també un rol molt rellevant en aquesta

implementacio i sera convenient veure com s’utilitza.

25
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4.1 Indexador

Es podria dir que I'indexador és una extensié d’un comptador de paraules. Apache
proporciona un tutorial de MapReduce [2] on fa servir com exemple un programa
d’aquest tipus. El programa executa un job MapReduce en el qual llegeix cada
entrada, compta paraules (map) i les suma (reduce). Per a I'indexador (figura 4.1)
s’ha partit d’aquesta base, amb la diferéncia que els termes s’han d’agrupar d’una
altra forma i la sortida no ha de ser la mateixa. A més, cal considerar que I'entrada
no es composa de fitxers de text plans, sino que sén documents HTML i, per tant,
hi han cadenes que no s’han de computar.

A la fase map, cada un dels mappers agafa una entrada o document. L’entrada
a priori té tot el text pla propi d'un document HTML, la qual cosa vol dir que cal
netejar-ho. Existeixen llibreries que processen un text HTML i permeten accedir als
elements d’una forma més senzilla. En aquest cas s’ha fet servir jsoup, un parser
HTML per Java. Processat el text HTML, s’accedeix al text del tag body, el qual se
separa en tokens (termes), que s’afegeixen al llistat del document. Es fa el mateix
accedint al tag meta amb l'atribut name=~keywords per recollir les paraules clau.
Tant el llistat de termes com el de keywords s’adjunten a una tupla, juntament amb
la URL del document, la qual actua com identificador.

Les tuples de documents processats sén conformades amb tres atributs: la url
del document, una taula hash per termes i una taula hash per keywords. Les taules
hash indiquen el terme o la keyword i la seva freqiiencia al document.

Cada map déna com a sortida un enter (1) com a clau i la tupla amb la url, la
llista de termes i la llista de keywords del document com a valor. Realment només
els valors sén d’interes, ja que la clau per a tots els maps ha de ser la mateixa.
La raé és que el reducer ha de rebre tots i cada un dels documents processats per
construir I'index global, i la forma d’aconseguir un sol reduce és que la clau de la
sortida dels maps hagi de ser la mateixa.

La fase reduce s’encarrega de construir les matrius globals per tots els termes i
keywords de tots els documents. L’entrada del reducer és la clau dels mappers (que
no aporta informacié) i una llista de documents processats. Es fa un recorregut
d’aquesta llista obtenint les freqiiencies de termes i keywords de cada document.
Cada llista passa a ser una fila d’'una matriu en un objecte Index (el qual s’explicara
més endevant). Aquest index pateix un procés de filtratge un cop examinats tots
els documents, per tal d’eliminar els items que apareixen massa o massa poc en el
conjunt de documents.

L’'index global és l'objecte més important de la fase reduce. Es lestructura

on totes les caracteristiques queden agrupades i del qual s’obtenen les matrius de
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Figura 4.1: Implementacié de I'indexador. Cada map realitza les mateixes tasques que
el map 1, perd no s’han inclos als altres per simplificacié. Notar que totes les tuples de
document es passen al reducer amb la mateixa clau per tal que només hi hagi un reducer
que processi totes les tuples.

caracteristiques dels documents. Es molt necessari ja que per fer el clustering es
necessita que tots els documents estiguien representats per vectors de la mateixa
mida, cosa que no es aixi a la sortida dels mappers perque es desconeix el nombre

total de paraules.

L’estructura base interna de 'index té una taula de documents (comu per termes
i keywords), una taula de termes i una taula de freqiiéncies. La mateixa estructura
s'aplica per les keywords. La taula de documents guarda la url del document i un
identificador sencer. La taula de termes guarda els termes i un identificador sencer.
Per la seva banda, la taula de freqiiéncies guarda la correspondencia entre identi-
ficadors de terme (files) i identificadors de document (columnes). Aquest sistema
permet guardar només una vegada els strings de paraules i documents. A més I'accés
i la manipulacié de dades son senzills i economics en termes de memoria al fer servir
Hashs. Afegir un nou document implica actualizar la taula de documents, la taula

de termes (si cal) i la taula de freqiiéncies.
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Taula hash de documents

URL1 URL2 URL3

Y Y Y
ID URL1 [ID URL2 | ID URL3

Taula de l'index

Taula hash de termes

t1 —>IDt1-—F-+--»{ID t1 > H1

2 —>{ID 2| ----->IDt2—> H2 !D URLT > f(URL 1, 11)

3 —>{ID3[-{---{--»{ID t3|—> H3 P>|/D URL2 = f(URL 2, 2)
i/ 1D URL3|—>{ f(URL 3, 13)

Figura 4.2: Taules de I'index. La taula de I'index esta conformada per una taula hash
de taules hash. El primer nivell indica el terme en qiiesti6 i el segon, el document. El
valor del segon nivell és la freqiiencia d’aquell document per aquell terme.

El procés de filtratge es realitza un cop omplertes les taules. Es fa un recorregut
per la taula de freqiiencies i es comptabilitzen els documents en els quals apareix el
terme. S’eliminen aquells termes no apareixen en menys d’'un cert percentatge de
documents, o bé apareixen en més d'un altre percentatge de documents.

Acabat el filtratge, la sortida del reducer esta preparada per ser escrita al sis-
tema de fitxers en forma de text pla. Cada linia del fitxer (o fitxers) de sortida
es correspon amb un document i els seus vectors de caracteristiques filtrats i sepa-
rats convenientment amb caracters delimitadors. Aixo conforma un descriptor de

document.

4.2 Agrupador (clastering)

L’aplicacio6 principal és més complicada, ja que li cal un programa destinat a contro-
lar ’execuci6 de les iteracions del K-means. A més, aquest programa ha de gestionar
la comparacié de centroides i el llencament dels jobs Hadoop de les iteracions.

El pas de dades dins Hadoop és possible mitjancant taules de parametres que
implementa el controlador dels jobs. Els parametres necessaris per 'execucié del
clistering es transfereixen amb aquest sistema i seran visibles des de qualsevol punt
de lexecuci6 Hadoop (mappers, reducers, entrada i sortida). Aquests parametres

(com el nombre de clusters K) sén especificats a la crida del programa per linia de
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d1 Mapper d1-1
d2 d2 -1
/_ﬂ
d3 Mapper Reducer / d3-2
d4 / d4 -1
e
d5 Mapper Reducer d5-1
dé d6 -2
d7 Mapper d7-2
HDFS HDFS
Fase map Fase reduce :
(lectura) (escriptura)

Figura 4.3: Assignacié de documents per fases. El sistema de la figura es composa de set
documents, cuatre mappers (hi han cuatre maquines) i dos reducers (K = 2). El nombre
de documents per mapper es calcula de forma linial. Observar que el reducer de desti
depen de la distancia respecte el centroide. El resultat final, que s’escriu al HDFS, és el
conjunt de documents etiquetats.

comandes.

A la seccié anterior s’ha explicat quina és la sortida de I'indexador. Aquesta
sortida sera ’entrada dels mappers de les iteracions del clustering. Aquesta entrada
no varia ja que els documents sempre sén els mateixos'. Es convenient examinar la
granuralitat de la reparticié dels documents als mappers. Es millor que cada mapper
processi un sol document o que un mapper processi un conjunt de documents? S’ha
de tenir en compte que un tasca, sigui map o reduce, implica un overhead causat
per la comunicacié per xarxa i la creacié de la tasca. Un temps que no aporta res
tangible al processament.

La carrega associada a una tasca ha de ser suficientment gran per superar el
temps que costa crear-la (I’overhead). Una reparticié amb granuralitat molt fina
pot donar la situacié on el temps d’overhead és superior al temps de processament
propi de la tasca, fent que no hi hagi guany a ’hora de paral-lelitzar el codi. Tenint
en compte que en el cas de I'index, cada document ha quedar reduit a una llista de
sencers, fora convenient fer una reparticié de més elements en menys tasques per

obtenir un rendiment més optim.

1La qual cosa vol dir que l'indexador només cal executar-lo un cop.
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Aquest fet ha propiciat que la implementacié de la lectura de I'index tingui una
granuralitat més gruixuda. El nombre de mappers és més petit que el de documents
i per aconseguir una maxima paral-lelitzacié minimitzant el temps d’overhead es
fa que el nombre de mappers sigui igual al nombre de maquines (figura 4.3) amb
un TaskTracker, o, el que es el mateix, maquines esclaves, encarregades del proces-
sament. Aquest parametre és introduit per 'usuari. Cada linia del fitxer d’index
representa un document i per saber quants documents corresponen a cada mapper,
convé saber-ne quants n’hi ha. L’indexador ha de guardar al HDFS un fitxer amb
aquesta dada abans d’acabar 'execuci6, fitxer que es llegira a la fase de lectura dels
mappers.

Com ja s’ha dit, els documents sén a l'entrada del mapper, pero falten els cen-
troides, que no formen part de ’entrada. La comunicacié per taules de parametres
no és aconsellable en aquest cas, degut a que els centroides sén formats per més
dades que no pas una cadena o un sencer. Cal fer operacions amb 'HDFS. Cada
tasca map o reduce llegeix o escriu els centroides del HDFS. Abans de llengar la
iteracio de K-means, el programa controlador escriu a disc els centroides “vells” i al
final de la iteraci6 llegeix els “nous” per fer la comparativa. A la primera iteracio,
com que no existeixen centroides, s’inicialitzen uns d’aleatoris (veure figura 3.5).

Dins el mapper, cada document del conjunt d’entrada es compara amb els K
centroides llegits del HDF'S i s’assignen al més semblant, és a dir, el centroide amb la
distancia més petita. La comparacio es fa a terme mitjancant la distancia euclidiana
dels vectors de termes (4.1) i de keywords i ponderant-ho amb uns pesos introduits

per l'usuari com a parametre (4.2).

de(u,v) =, :l (v; — u;)° (4.1)

d(D,C) = wy - do(Dy, Cx) + wy - de(Dy, Cy) (4.2)

On wy € [0,1] i wy € [0, 1].

Amb tots els documents assignats, la sortida del mapper es compon dels enters
identificadors dels centroides com a claus i els documents com a valors.

Cada reducer, per la seva banda, ha de recalcular un dels centroides. Es recorda
que l'entrada aqui és 'enter del centroide com a clau i el conjunt de documents
assignats com a valor. Per fer el calcul del nou centroide cal calcular el vector de
mitjanes dels documents assignats i per fer-ho es construeix una matriu amb els
vectors de frequencies. L’element ¢ d’un dels vectors del nou centroide sera, doncs,

la mitjana de ’element 7 dels vectors dels documents.
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Quan es calcula el nou centroide n de la iteracio i, a més, es calcula la distancia
respecte el centroide anterior n de la iteracié ¢ — 1. I, per acabar, s’escriu el nou
centroide a ’'HDFS.

Aixi conclou el job Hadoop d’una iteraci6é del K-means. Tot i aixi aqui no acaba.
Un cop acabat el job, el programa controlador recull les distancies dels centroides
calculades als reducers i si totes son 0 o s’arriba a un nombre d’iteracions maxim es

considera que el procés acaba i els clusters son fets.

4.2.1 Documents “stub”

Val la pena fer una mencié a aquest mecanisme de la implementacié. I és que en
el pas del mapper al reducer, es pot donar una situacié que podria derivar en uns
resultats incorrectes o no tan bons. El problema és causat pel propi paradigma Ma-
pReduce. Recordant la sortida del mapper, cada document és assignat al centroide
més proper a ell. Pero, que succeeix si hi ha un centroide al qual no se li ha assignat
cap document? El resultat seria que el reducer d’aquest centroide no s’executaria i,
per tant, no es recalcularia, és a dir, faltarien clusters.

La forma que s’ha ideat per solucionar aquesta problematica és fer servir uns
documents “stub”? al mapper si es déna la situacié abans descrita. Aixo és, si
no hi ha cap document assignat a un centroide, el centroide es passa a la fase
reduce d’igual manera, pero amb un document fals marcat com a document stub.
El reducer d’aquest centroide rebra d’igual forma l'identificador del centroide i una
serie de documents, en els quals hi poden haver documents stub, que s’ignoren. Si
tots els documents rebuts son documents stub, el nou centroide sera el mateix que

I’antic, és a dir, no es moura.

2Aqui, el terme stub s’utilitza fent referéncia al testeig del software. En aquesta matéria, un stub
és un tros de codi que simula un comportament, com passa en el cas d’aquests falsos documents.
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Capitol 5

Experimentacié i resultats

L'obtencié de resultats experimentals pot donar una aproximacié de la qualitat del software desenvo-
lupat a més de donar peu a unes conclusions que podrien no esperar-se. En aquest capitol s’explica
quins experiments s'han realitzat amb el software desenvolupat a més d'altres aspectes d'interés

relatius al projecte.

5.1 Experiments

En aquesta secci6 s’exposaran les diferents proves fetes amb el software desenvolupat.
A partir d’aquestes proves i I'analisi de les mateixes es podra extreure una serie de

conclusions.

Les proves que es presenten en aquest apartat analitzen el rendiment per veure
com es comporta Hadoop amb una configuracié de clister o una altra. Tot i aixi
també es presenta un test qualitatiu, per comprovar 'eficacia del clistering i veure

que es realitza de forma encertada i el més acurat possible.

5.1.1 Infraestructura

Les proves locals de depuracié i els tests qualitatius s’han fet sobre una sola maquina
amb Hadoop 1.0.4 amb configuracié psudodistribuida d’un node sobre Mac OS X
v10.8.3 (Mountain Lion). Aquesta maquina és un MacBook Pro (mitjans 2012) amb
una CPU Intel Core i5 a 2.5GHz i 4GB de memoria RAM. Pels experiments s’ha
instal-lat Hadoop 1.1.2 en un clister d’'una vintena de maquines connectades amb
xarxa local (LAN). Aquesta distribucié de Hadoop corre sobre Kubuntu, estant cada

maquina equipada amb un processador Intel Core i7 i 8GB de memoria RAM.

33
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5.1.2 Dataset

La idea original consisti en fer servir els serveis web d’Amazon (AWS) tant per fer
I'execuci6 dels programes desenvolupats com per la obtencié de les dades. Tot i aixi,
davant la possibilitat de disposar d'un cluster de maquines propi i poder instal-lar
i executar-hi les aplicacions desenvolupades, s’ha optat per descartar 1’execucio a
Amazon.

El problema rau en les dades. Amazon, al seu servei d’emmagatzematge S3,
disposa d’una serie de data sets d’us public. Entre ells, el Common Crawl Corpus.
Un conjunt de 81TB de documents web obtingut en una data determinada. L’accés
a aquestes dades pero, és la rad per la qual no s’han acabat fent servir aqui, i és que
no es poden descarrergar de forma estandar. L’accés es fa mitjancant aplicacions
executades als serveis d’Amazon.

Davant d’aquest problema, I’enfocament ha estat el de fer una extraccié propia de
documents web. Obtenir dades del tipus documents web és un procés relativament
senzill i barat, basat en fer un recorregut dels enlacos de les pagines web a partir
d’una (o més d’una) URL llavor. Aquest procés és conegut com crawling.

L’organitzacié Internet Archive posa a disposicié el software Heritrix [7], una
aplicacié que, donada una llista de URLs llavor, realitza un procés de crawling i
emmagatzema el contingut de les pagines en fitxers amb format ARC! (ARChive).
Aquest format emmagatzema els documents en text pla i afegeix a cadascun una
capcalera amb informacié de Uextraccié. Es comi trobar aquests fitxers comprimits
amb deflate (amb I'extensi6 .arc.gz) la qual cosa, a més a més, permet guardar, en
un sol fitxer contenidor fisic diversos fitxers comprimits concatenats. Aquest format
és el format d’entrada de I'indexador del projecte. Cada mapper de I'indexador reb
un registre ARC de cada fitxer d’entrada i el processa.

Fent servir el software Heritrix, doncs, s’ha fet I’extraccié de les dades necessaries

per fer les proves, tot i que no sén tantes com les que es poden aconseguir a Amazon.

5.2 Proves qualitatives

Les proves qualitatives mesuren I’eficacia del clustering amb diferents configuracions.
L’index, en aquest cas, sera el mateix per a totes les proves i construit a partir de
les mateixes dades.

El claster per aquestes dades esta configurat amb 8 maquines més 1 node master
(que no realitza processament de dades). Les dades que s’utilitzen per aquesta prova

pesen, comprimides amb deflate (GZ) 79.3MB. S’han obtingut mitjangant el crawler

No confondre amb el format de compressié ARC
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Heritrix de dos websites diferents, de gencat.cat i de commoncrawl.org. La primera
té com idioma principal el catala i la segona, ’anglés. La prova, majoritariament
consistira en fer dos grups dels dos dominis per separat.

Amb aquesta configuracid, el procés d’indexacio triga 20 segons. En total es
comptabilitzen 881 documents, 324 keywords i 52 termes després del procés de fil-
tratge. Abans de passar a veure els resultats pero, convé fer una mencié a I’existéncia
de soroll a les dades. El crawler realitza un seguiment dels enllagos de les pagines.
Pot passar que alguns enllacos mostrin apuntin a un contingut inexistent o que es-
tigui fora dels dominis abans mencionats. Per exemple, hi han enllacos de Gencat
que apunten a una imatge perque en el moment de cridar ’enllag el contingut no
existeix i es retorna un document HTML d’error 404. Aixo implica introduir unes
dades que aporten soroll.

A continuacié es passa a veure les mesures de les proves. Per una banda es
mesurara l’error del clistering amb la configuracié que ha donat els millors resultats
i tot seguit, quines aquelles configuracions han donat més bons resultats, quines no
i per que.

Com s’ha dit, es pretén fer dues agrupacions de dos conjunts de documents i
veure si els clusters es formen de manera correcta. Per mesurar aixo, s’examinara la
sortida del K-means en fitxers de THDFS. L’estructura d’aquests fitxers és que a cada
linia s’escriu la url del document, un caracter tabulador i un sencer corresponent
amb l'etiqueta del clister. Realitzant un primer recompte del fitxer s’obtenen les

dades expressades en la taula 5.1.

’ Metrica Valor ‘
Documents de Gencat 535
Documents de Commoncrawl 162
Documents externs 184
Percentatge d’encert amb Gencat 99,6%
Percentatge d’encert amb Commoncrawl 36,1%

Taula 5.1: Taula de mesures qualitatives. Els percentatges d’encert es calculen amb la
rad entre el nombre de documents d’un dels dominis en el claster que li correspon entre el
nombre total de documents del mateix domini.

A la taula 5.1 es pot veure com la classificacio dels documents de Gencat és forga
més bona que la classificacié de documents de Commoncrawl.

Canviant el punt de vista de les metriques, es pot fer una mesura per clisters.
A la taula 5.2 es poden veure aquestes mesures.

En contra de la taula 5.1, la taula 5.2 proporciona uns resultats més bons pel
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] Metrica \ Claster 1  Cluster 2 ‘
Nombre de documents 61 820
Documents de Gencat 2 (3.3%) 504 (61.5%)
Documents de Commoncrawl | 53 (86.9%) 109 (13.3%)
Documents externs 6 (9.8%) 207 (25.2%)

Taula 5.2: Mesures qualitatives des del punt de vista dels clusters. Indica el nombre de
documents de cada tipus per clister.

conjunt del primer clister, on la homogeneitat dels elements és major que al segon,
al qual la majoria de docuemnts que han de pertanyer al clister és menor. Tot i
aixi, en contrast, gairebé tots els documents del segon conjunt (Gencat) han caigut
al ctster que els hi toca.

A banda del soroll introduit per les pagines externes, la causa del soroll pot
venir per la sel-leccio de caracteristiques. El fet de realitzar el filtratge i de la propia
homogeneitat de les dades propicia uns valors que no sén del tot fiables a primera
vista.

La taula 5.3 mostra, per diferents configuracions, el nombre de documents per

cluster.

’ Pes keywords Pes termes \ Clister 1  Cluster 2 ‘

0.0 1.0 0 881
0.1 0.9 61 820
0.2 0.8 61 820
0.3 0.7 61 820
0.4 0.6 61 820
0.5 0.5 0 881
0.6 0.4 60 821
0.7 0.3 881 0
0.8 0.2 381 0
0.9 0.1 381 0
1.0 0.0 881 0

Taula 5.3: Mesures qualitatives des del punt de vista de la configuraci6é. Indica el
nombre de documents de cada tipus per clister segons la configuracié dels pesos de calcul
de distancies.

La configuracié dels pesos és molt important a 1’hora d’obtenir uns resultats
acceptables. Observant els resultats obtinguts amb cada configuracié, els millors
s’obtenen amb el pes de les keywords de 0.1 a 0.4 i el pes dels termes de 0.9 a 0.6.

En la majoria de conjunts de dades és important donar un pes major als termes
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que a les keywords, ja que de termes en tenen tots els documents, pero de keywords
no, per tant, els que defineixen en major mesura un document soéon els termes. Les

keywords reforcen la definicié dels documents.

5.3 Proves de rendiment

Aquest conjunt de proves mesurara el rendiment temporal del sistema amb diferents
configuracions tant de clister com d’arguments.

Per aquest conjunt de proves s’ha realitzat un procés de crawling situant les
llavor a diversos lloc web. La mida d’aquest dataset, comprimit amb deflate (GZ)
és de 400.6MB, havent-hi un total de 7834 documents HTML.

Pel procés d’indexacio, la figura 5.1 mostra el que es triga en realitzar 1'index
del dataset. S’observa com per un clister de 5 a 8 maquines la variaci6 en el temps
és a la practica la mateixa. A partir d’'unes 10 maquines pero, el temps augmenta
notablement. La rad és que tot i que hi ha més maquines que poden realitzar
un processament, aquest fet introdueix un temps extra d’overhead (causat per la
saturacié de la xarxa i sincronitzacié de nodes), el qual fa que no s’aprofiti al 100%

la capacitat del cluster.

Temps index

33,00
32,00
31,00
30,00

229,00

£28,00
27,00
26,00
25,00
24,00

5 6 7 8 13 21

Nombre de maquines

Figura 5.1: Grafica de rendiment de I'index. L’eix d’abcisses mostra el nombre de
maquines amb el que s’ha configurat el claster i I'eix d’ordenades, el temps en el qual s’ha
fet la prova.



38 CAPITOL 5. EXPERIMENTACIO I RESULTATS

Pel que fa els test del programa de clistering, cal tenir en compte abans, com
en 'altre conjunt de proves, certes consideracions per la interpretacio dels resultats.
Com se sap, l'algorisme de clustering necessita inicialitzar els centroides de forma
aleatoria. Aquesta aleatorietat provoca que la convergencia de I'algorisme no sempre
sigui la mateixa per a tots els casos, fent que pugui trigar més o menys iteracions
en convergir. Es per aquesta rad, per la qual la meétrica que s’ha emprat com a
mesura de rendiment del procés de clustering és el nombre d’iteracions per segon
que el programa ha fet en cada prova per diverses configuracions del claster (diversos

nombres de maquines). El grafic de la figura 5.2 mostra aquesta metrica.
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Figura 5.2: Grafica de rendiment. L’eix d’abcisses mostra el nombre de maquines amb el
que s’ha configurat el cluster i I’eix d’ordenades, el nombre d’iteracions per segon amb el
que s’ha fet la prova. S’afegeixen, a més, les rectes de regressié per observar la tendéncia.

Per aquestes proves, les dades utilitzades sén les mateixes indexades per a la
prova de rediment de 'indexador i fent servir també les mateixes configuracions de
cluster. Per cada configuracio s’ha fet dues passades a I'algorisme: una amb K = 3
i una altra amb K = 10 i s’han comptabilitat les iteracions per segon que ha fet el
programa en cada cas. El limit d’iteracions s’ha fixat a 20 en tots dos casos.

El primer que cal notar és que amb K = 3 les iteracions sén més curtes que amb
K = 10, naturalment pel fet que s’han de calcular distancies per una quantitat menor
de centroides i, a més, es recalculen menys centroides. D’altra banda, cal notar

també que la tendencia és fer menys iteracions per segon a mesura que s’augmenta
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el nombre de maquines. Com a l’altre cas, aquest problema ve donat per la carrega
extra del framework que no és temps de processament (overhead).

Tots aquests resultats porten a la conclusié que cal configurar el cluster de Ha-
doop amb el nombre de maquines adient per a cada quantitat de dades (i.e. Si les
dades sén poques, es triga més en fer tasques de xarxa i sincronitzacié que en fer les
tasques de processament). A més, tot i que ja es té en compte en aquest programa,
és important balancejar la feina de processament en cada fase de forma equitativa
entre els nodes del clister per evitar nodes sense feina i/o nodes que treballin en

excés, aconseguint aixi una paral-lelitzacié optima.

5.4 (Gestio del projecte i costos

En aquesta secci6 es fara un resum de la metodologia de treball i la gestio de projecte,
aixi com una repassada als costos temporals.
En quant a metodologia de treball, s’ha establert un horari (taula 5.4) de treball

setmanal i una reuni6 d’entre una hora i dues amb el director del treball, també

setmanal.
Dilluns | Dimarts | Dimecres | Dijous | Divendres | Dissabte | Diumenge
0 0 0 1 9 5 4

Taula 5.4: Horari setmanal. Les hores expressades sén en promig i no han estat les
mateixes totes les setmanes.

Pel que fa la planificacié temporal que s’ha seguit durant el semestre de prima-
vera, a la figura 5.3 s’observa el diagrama de temps i de dependencies del projecte,

marcant el periode aproximat de cada tasca general.

2013
|
Name Begin d.._ |End date lJanuar\r lFEbruar\r IMarch |ﬂq:pril lMa\r IJuma
& |nvestigacic MapReduce i Hadoop 1/22/13 3/8/13 I ]
o Implementacid Indexador 3/11/13 4/10/13 I:h,
o |mplementacid clusteritzador 4/11/13 5/17/13 [‘:I—,L
@ Experimentacio 5/20/13 6/14/13 [
o Definicid del problema 2/21/13 3/8/13 [ gl
o Recerca del problema 3/11/13 3/29/13 — 1+
o Escriptura memaoria 4/10/13 6/16/13 |

Per acabar la seccid, s’explicara en que consisteixen les diferente tasques abans

Figura 5.3: Diagrama de Gantt del projecte.

citades al diagrama.
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Investigaci6 MapReduce i Hadoop. Durant aquesta fase inicial s’ha re-
alitzat la recerca del paradigma MapReduce i de Hadoop, la familiaritzacié

amb el framework i la provatura de diversos exemples d’execucio.

Definicié del problema. Inicialment, la idea del projecte va ser atacar
alguna problematica que impliqués grans quantitats de dades amb Hadoop.
Durant aquesta fase s’ha investigat sobre quin seria el problema a tractar i la

definicié del mateix.

Recerca del problema. Durant aquesta fase s’ha fet la recerca de la forma

de abordar el problema, combinant els conceptes de machine learning amb
MapReduce.

Implementacié Indexador. Un cop investigada la manera d’abordar una
part del problema i havent adquirit certa familiaritat amb Hadoop, es proce-

deix a implementar la primera de les aplicacions, necessaria per fer la segona.

Implementacié Clusteritzador. Acabada la implementacié de 'indexador
es passa a programar el programa principal. En aquest punt ja s’assoleix la

maduresa suficient per comencar a escriure la documentacié final.

Experimentacié. Una de les fases final correspon a fer experimentacié i

testeig amb les aplicacions desenvolupades per extreure resultats i conclusions.

Escriptura de la memoria. Documentacié. Durant les fases més poste-
riors, en paral-lel, es va escrivint la documentacio final, que és el present do-

cument.



Capitol 6

Conclusions i treball futur

En aquest darrer capitol s'examinaran les fites plantejades a I'inici i s'oferira una conclusié englobant
del projecte sencer. A banda es realitzaran propostes de treball futur destinades tant a millorar el

software com a construir-ne de nou a partir d’aquest.

L’apunt final de la memoria correspon a aquest capitol. Repassant els objectius

especifics plantejats a la introduccid, s’has assolit les segiients fites:

e Coneixement del paradigma de programacié distribuida MapReduce i del fra-

mework Apache Hadoop.

e S’ha implementat una aplicacié d’indexacié de documents web basada en

Apache Hadoop.

e S’ha implementat una aplicacio de clistering amb ’algorisme K-means basada

en Apache Hadoop.

Addicionalment, s’ha realitzat una experimentacié amb les aplicacions desenvo-
lupades tant en materia de qualitat com de rendiment amb diferents configuracions
i s’Than presentat els resultats en aquesta memoria, aixi com un analisi d’aquests
resultats.

Com a treball futur, sorgeixen diverses idees per millorar o enriquir el software
desenvolupat. Tot seguit es presenten aquestes propostes.

Les operacions de reducci6 son les principals enemigues de la paral-lelitzacio
de codi. Funcions com la de calcular el maxim o el minim requereixen fer servir
totes les dades o, en el cas que ocupa en aquest projecte, per construir 'index de
documents, cal tenir tots els documents amb tots els termes i totes les paraules
clau. Sila quantitat de dades comenca a ser d'una mida important ’eficiencia dels
moduls que construeixen I'index comporten un punt critic a I’hora de programar-los,

estalviant memoria i, a més, temps degut a que s’executa tot en una sola maquina.
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L’alternativa a construir I'index on demand és disposar d’un diccionar de termes
per tal d’acceptar només aquells termes que apareguin en aquest diccionari. Amb
aixo el que s’aconseguiria seria reduir la carrega dels reducers i augmentar la dels
mappers, pero com que els mappers formen part de la fase paral-lela de I'indexador
és interessant contemplar aquesta implementacié amb diccionari.

Anant més enlla, la construccié d’aquest diccionari podria fer-se a partir d’un
clustering previ de documents i extraient els termes més definitoris amb tecniques
com les tag clouds o nivols de termes. Aquests nuvols es conformen amb els termes
més rellevants d’un conjunt de documents. A banda de construir un diccionari, amb
aquests termes seria possible etiquetar els clisters.

En el capitol de proves s’ha vist com documents com les pagines d’error 404
aporten soroll a les dades. Una millora en aquest sentit a I'indexador seria filtrar-les
per no incloure-les al conjunt final de documents indexats.

Pel que fa a l'algorisme K-means, la inicialitzaci6 aleatoria dels centroids podria
millorar-se tenint en compte metriques de les dades sobre les quals es fara el clis-
tering. D’aquesta manera es podrien evitar clisters buits i una convergencia més
rapida.

De cara a utilitzar aquest software dins d’'un altre ambit que no sigui el de
I'agrupaciéo de documents web, una proposta molt interessant és la de definir un
framework de clastering no només de documents web sind per tot tipus d’items
amb qualsevol tipus de caracteristiques. Algunes parts del codi ja s’han programat

pensant en aquesta idea. Tot i aixi cal desacoplar més el codi.

Apunt final personal

La realitzacié d’un projecte final comporta un procés gran i costés. Un treball que
queda reflectit en aquesta memoria. En ’ambit universitari ha suposat per mi la
manera d’acabar de polir la formacié impartida al llarg de la carrera, consolidant
materies impartides i recorrint a les eines del desenvolupament de software.

A nivell professional, la tematica del treball propicia una bona signatura final
pel meu curriculum. Una tematica que esta a l'al¢a i que es consolida i s’obre cada
cop més espai amb el temps.

Per acabar, a titol personal, aquest treball representa un resum de tot el que ha
suposat realitzar la carrera d’Enginyeria Informatica. Un reflex dels coneixements,
la maduresa i la consolidacié d’unes metodologies de treball obtingudes a partir de

I'esforg i la constancia.
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Apendix A
Instal-lacié de Hadoop

Aquest apeéndix explica a grans trets els passos necessaris per la instal-lacié de

Hadoop al sistema operatiu Linux.

Prerequisits

e Java JDK 1.6 o superior.

Descarrega

Apache ofereix una serie de distribucions i versions de Hadoop. La recomanaci6 és
sempre fer servir la versié estable en el moment en que es faci la descarrega (http:
//hadoop.apache.org/releases.html#Download). La distribucié que s’utilitza en
aquesta guia correspon amb el fitxer hadoop-x.y.z.tar.gz.

Es descomprimira el fitxer en el directori on es desitgi realitzar la instal-lacio

(e.g. /opt/hadoop).

$ tar -xzvf hadoop-x.y.z.tar.gz

Configuracié de la xarxa

Abans de configurar Hadoop cal que els hostnames de les maquines que conformin
el cluster figurin al fitxer /etc/hosts.
Un cop configurat el fitxer de hostnames, és recomanable crear un usuari Hadoop

dedicat per qiiestions de seguretat.

$ sudo addgroup hadoop

$ sudo adduser --ingroup hadoop hduser
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Hadoop fa servir SSH per fer la comunicacié pel clister. Cal generar, doncs, les

claus SSH i autoritzar-les.

$ su - hduser
$ ssh-keygen -t rsa -P ""
$ cat $HOME/.ssh/id_rsa.pub >> $HOME/.ssh/authorized_keys

Per autoritzar les claus sense password a les maquines caldra executar:
hduser@master:~$ ssh-copy-id -i $HOME/.ssh/id_rsa.pub hduser@slave

On master i slave son els hostnames de les maquines.

Fitxers de configuracié de Hadoop

La distribucié de Hadoop disposa d’uns fitxers de configuracié editables per I'usuari.
Aqui es presenta la configuracié basica per tal de fer funcional la distribucié en

cluster.

conf/hadoop-env.sh

Configura diverses variables d’entorn. Les que s’han de canviar es llisten a continu-

acio:

export HADOOP_OPTS=-Djava.net.preferIPv4Stack=true
export JAVA_HOME=/path/to/java/home
# export JAVA_HOME=‘/usr/libexec/java_home‘ per 0S X 10.7

conf/core-site.xml (totes les maquines)

<property>
<name>hadoop.tmp.dir</name>
<value>/app/hadoop/tmp</value>
</property>

<property>
<name>fs.default.name</name>
<value>hdfs://master:54310</value>
</property>
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conf/mapred-site.xml (totes les maquines)

<property>
<name>mapred. job.tracker</name>
<value>master:54311</value>

</property>

<property>
<name>mapred.child. java.opts</name>
<value>-Xmx864m</value>

</property>

<property>
<name>mapred.tasktracker.map.tasks.maximum</name>
<value>2</value>

</property>

<property>
<name>mapred.tasktracker.reduce.tasks.maximum</name>
<value>1</value>

</property>

conf/hdfs-site.xml (totes les maquines)

<property>
<name>dfs.name.dir</name>
<value>/opt/hadoop/hdfs/name</value>
</property>

<property>
<name>dfs.data.dir</name>
<value>/opt/hadoop/hdfs/data</value>
</property>

<property>
<name>dfs.replication</name>
<value>2</value>

</property>
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Els directoris es poden canviar a gust de I'usuari.

conf/masters (maquina master)

Figura la llista de hostnames de maquines que actuen com a master. Normalment

només n’hi ha una per clister.

master

conf/slaves (maquina master)

Figura la llista de hostnames de maquines que actuen com a esclaus.

slavel

slave?2

Arrencada

Abans de comprobar que tot funciona correctament cal formatar 'HDF'S. Per fer-ho

es formata el NameNode amb la segiient comanda:
$ bin/hadoop namenode -format
Per arrencar i aturar Hadoop es fan servir les segiients comandes:

$ bin/start-all.sh
$ bin/stop-all.sh

Amb tot aixo, Hadoop estara llest per a I'execucio.



Apendix B
Manual d’us

Aquest apéndix conforma un petit manual das de les aplicacions desenvolupades
a partir d’una distribucié disponible per descarrega des del repositori del projecte.

Aquest manual val pels sistemes operatius Linux i Mac OS X.

Prerequisits

La distribucié que s’ofereix necessita tenir instal-lats els segiients moduls a la ma-

quina master del claster on el vagi a executar:
e Java JDK 1.6 o superior.
e Make
e Apache Ant
e Apache Hadoop 1.0.4 o superior. A 'apendix A s’explica com instal-lar-ho.

En aquest manual es presuposa que tot aquest software esta instal-lat correcta-
ment i funcionant.

Preparacio

La descarrega de la distribucié es conforma d’un fitxer comprimit. S’haura de moure

al directori on es vulgui instal-lar el programa i descomprimir-ho alla:

$ tar -xzvf HHCluster-1.0.tar.gz
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HADOOP_HOME
HADOOP CORE
HADOOP EXE
HADOOP_FORMAT

fmmt Fhadaon A
Jopt/hadoop-L.b.4

S(HADOOP_HOME) /hadoop-core-1.08.4. jar
S(HADOOP_HOME) /bin/hadoop
S(HADOOP_EXE) namenode -format

HDFS_DIR = /opt/HDFS
JAR_DIR = dist/HHCluster-1.0.jar

INDEXER CLASS
CLUSTERIZER CLASS

edu.ub.ahstfg.indexer.Indexer
edu.ub.ahstfg.clusterizer.Clusterizer

INPUT FILES = ~/Desktop/testWordCount/idx input/*.arc.gz

Figura B.1: Directoris al Makefile per canviar.

Un cop descomprimit el fitxer, 'estructura és com segueix:
HHCluster-1.0/
lib/
src/
build.xml
Makefile
El directori 1ib conté les diferents llibreries externes utilitzades, el directori src,
els fitxers de codi font del programa i el fitxer Makefile actiia com a controlador.
build.xml és el fitxer de Ant per compilar, pero no cal executar-ho explicitament.
Abans de res, caldra editar el fixer Makefile per establir dos directoris que
canvien a preferencia de l'usuari (figura B.1).
El directori HADOOP_HOME és el directori d’instal-lacié de Hadoop. El directori
HDFS_DIR indica el directori on es guarda I'HDF'S, configurat als nodes, mentre que
el directori INPUT_FILES es correspon amb la ruta on son els fitxers arc.gz d’entrada.

Tot i que per compilar el codi no cal fer aquests canvis, és recomanable fer-los.

Compilacié

Per compilar el codi caldra situar-se en el directori HHCluster-1.0 i executar:
HHCluster-1.0$ make

En aquest punt s’executara Ant per compilar el codi, generar la documentacié

Javadoc i generar el fitxer Jar per I'execucio.
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Control de Hadoop i execucio6

El fitxer Makefile s’ha escrit amb vistes de poder controlar-ho tot des del directori
d’instal-laci6. Disposa de targets pel control de Hadoop aixi com per 'execucié dels
programes.

A continuaci6 s’ofereix una taula (B.1) amb les comandes i I'explicacié de que

fan.
’ Comanda \ Explicaci6 ‘
$ make h_ start Engega la infraestructura de
Hadoop.
$ make h_stop Atura la infraestructura de
Hadoop.
$ make h_ format Formata (esborra) el name-

node i, per tant, 'HDFS.
Cal que Hadoop estigui atu-

rat.

$ make h_ fullstop Atura Hadoop i formata
I’HDF'S.

$ make idx_set_input Copia a 'HDFS les entra-

des arc.gz per ser processa-
des per 'indexador.

$ make indexing Engega el procés d’indexa-
ci6. Cal que les entrades ha-
gin estat copiades a ’'HDFS.

$ make Engega el procés de clis-
clustering ~ ARGS="<K> | tering. Necessita els argu-
<keywords weight> ments especificats.

<term_ weight>
<num_machines>
<max_iterations>"
$ make reset Reinicia Hadoop formatant
I’HDFS.

Taula B.1: Comandes del Makefile de control.

Els arguments de la comanda de clistering amb la seva explicacié séon a la taula
B.2.

Visualitzacio dels resultats

A Tintroduir les comandes d’execucid, a la consola de la maquina master s’anira

visualitzant el procés d’execucié. Tanmateix per veure els resultats es necessita
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] Argument \ Explicaci6 ‘

K Nombre de clusters desit-
jats.

keywords_ weight Pes de les paraules clau per
computar distancies.

term_ weight Pes dels termes per compu-
tar distancies.

num_ machines Nombre de maquines que
conformen el cluster.

max_ iterations Maxim nombre d’iteracions
que realitzara Hadoop.

Taula B.2: Comandes del Makefile de control.

accedir a ’'HDFS.

Hadoop disposa d’unes eines de monitoritzacié per controlar I’execucio i ’accés
als logs de forma més user-friendly. Aquestes eines sén conformades per diverses
aplicacions web, les quals poden ser vistes des del mateix navegador.

Principalment n’hi han dos portals per accedir a informaci6 tutil. El primer és el
portal del JobTracker, que monitoritza 1’execucié dels jobs. Per defecte corre sobre
el port 50030 (http://localhost:50030). L’altre monitoritza el NameNode i permet
un accés a 'HDFS. Corre sobre el port 50070 (http://localhost:50070).

Per veure els resultats del clustering, doncs, al monitor del Namenode s’accedi-
ra a la opcié “Browse de filesystem” i s’accedira a la ruta /user/<nom_usuari>/
kmeans_output/part-XXXXX. Aquests son els fitxers de sortida del K-means i com

es veu a la figura B.2 hi figura cada URL amb l'etiqueta del cltster al qual pertany.

http:/ fwww.archive.org/iathreads (forum-display.php?poster=caspersvapors 0
http: | /www.archive.org/about/fags.php 0

http:/ f'www.archive.org/create f 1

http:/ fwww.hideout.com.br/ 1

http:{ fwww.archive.org/about/jobs.php 1

http:/ f'www.archive.org/mediatypes-browse.php?mediatype=audio 1

http:/ fwww.archive.org/skin.php 1

http:/ f'www.archive.org/iathreads /post-view.php?id=191032 1

http:{ fwww.archive.org/iathreads/post-view.php?id=191031 1

http:/ f'www.archive.org/iathreads /post-view.php?id=191030 1

http:{ fwww.archive.org/movies.artsandmusicvideos1

http:/ f'www.archive.org/audio.audic_bookspoetry 1

http:/ fwww.archive.org/iathreads/forum-display.php?poster=sydthecat2 1
http:/ jwww.archive.org/browse.php?collection=etree&field =%2Fmetadara®2 Fcreator 1
http:{ fwww.archive.org/audic.audic_techl

http:/ f'www.archive.org/details /movies 1

http:{ fwww.archive.org/audic.cpensource_audio 1

http:/ jwww.archive.org/details /flash.php1

http:/ /www.archive.org/audic.audio_religion 1

http:/ f'www.archive.org/movies.ephemera 1

http:{ fwww.archive.org/about/javascript-required.htm 1

http:/ jwww.archive.org/details /no_thoroughfare_librivox 1

http:{ fwww.archive.org/donate 1

http:/ fi.creativecommaons.org/robots.txt 1

http: /! fwww.archive.org/details/secretarmiesb00spivrich 1

Figura B.2: Monitors d’activitat. A dalt el JobTracker, a baix el NameNode.
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